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A progressiva demanda pela qualidade subsidia os sistemas de informacdo e
processos de negdcios. Consequentemente, hd uma crescente caréncia para o alinhamento
do processo entendido e mapeado nas organizacGes, além de uma escassez no
entendimento da execucgdo do processo no dia a dia. Com sistemas automatizados, a
industria de tecnologia registra eventos e gera dados com facilidade, dados esses que
podem produzir valor e insights, visando melhoria de desempenho em diversas areas
organizacionais. Pensando nisso, neste trabalho propde-se um estudo sobre a avaliacdo
da conformidade nos modelos gerados a partir do log de eventos de um sistema de
informacdo. Um estudo que contemple os principais algoritmos e métricas utilizados na
literatura para mensurar a conformidade em mineracdo de processos, como algoritmos
sdo definidos e em quais ferramentas as abordagens séo testadas. A abordagem proposta
avalia o log de eventos semiestruturados; para isso, técnicas de classificacdo de texto sao
utilizadas na preparacao da estrutura requerida do log de eventos. O objetivo ¢ avaliar a
abordagem da conformidade aplicada a area de mineracdo de processos para analisar 0
log extraido, contextualizando o valor da abordagem com a definicdo do processo
existente mapeado a partir da visdo do gestor. Para apoiar 0 uso em outros conjuntos de
dados, o modelo proposto pretende ser extensivo para modificacdo e uso em outros

cenarios.
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The growing necessity for quality involves information systems and business
processes. As a consequence, there is a growing demand to align the mapped and
understood process of organizations with the performance of how the process is actually
performed on a daily basis. With automated systems, the technology industry currently
records events in information systems and generates data with ease, which are produced
to generate value and insights to improve performance in the most diverse areas of
organizations. In this work, we propose a study on conformance checking for generated
models from the event log of an information system. A study that considers the main
algorithms and metrics used in the literature to measure conformance checking in process
mining, how the algorithms are defined and in which tools the approaches are tested. The
proposed approach evaluates the semi-structured event log; for thus, text classification
techniques are used to prepare the required structure of the event log. The main objective
is to evaluate the conformance checking applied to the process mining area in order to
analyze the extracted log, contextualizing the value approach with the definition of the
existing process mapped from the manager understanding. To support this use in other
data sets, the proposed model intends to be extensive for modification and use in other
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1 INTRODUCAO

1.1 CONTEXTUALIZACAO

A medida que a tecnologia avanca, os processos de organizacdes tendem a utilizar
e consumir padrdes para manter um escopo cada vez mais controlado e homogéneo. A
busca por melhor desempenho e ganho de performance e assertividade no fluxo de
servicos e gestdo de demandas é algo que confere a organizagdo ganhos e competitividade.

A competitividade demanda da organizacéo transparéncia, tanto no fornecimento
dos seus insumos quanto no entendimento do que ela produz e como ela produz, e, nesse
contexto, muitas organizacfes buscam se adequar a normas e padrées de qualidade, como
os estabelecidos pela International Standards Organization (ISO), que monitora de forma
sistematica 0s processos e auxilia as organizaces a manterem seus padrbes e
continuidade dos processos.

A norma ISO 9001 (2015)* considera importante o desenvolvimento de normas e
requisitos de conformidade para o negdcio e € uma extensdo da versao 9001 (2008), que
contribui para o foco que afeta a conformidade dos produtos e servigos da organizagao.

Outra norma de padronizagdo com foco na conformidade que surgiu recentemente,
ainda vinculada a familia de normas ISO, é a 1SO 196002, que foca em implementar
medida para designar transparéncia e conformidade no processo organizacional.

A padronizacdo de processos de negdcio na familia ISO iniciou-se, de acordo
com Ferreira e Gerolamo (2016), em 1987, e, desde entdo, vem contando com a
aderéncia de um grande numero de empresas, o0 que demonstra um forte valor agregado
na gestao dos processos de forma sistematica nas organizac¢des. Um dos principais ganhos
é poder trabalhar com a tomada de decisdes baseada em fatos, visto que a propria norma
sobre 0s processos requer evidéncias em relacdo aos itens que ela estabelece ou

recomenda.

11SO0 :International Organization for Standardization
2150 19600 — Sistema de Gestdo de Compliance
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Nesse quesito de tomada de decisbes baseada em fatos, iniciamos a nossa
abordagem de agregar aos fatos identificados pelos dados a rela¢éo que estamos buscando
neste estudo inerente a conformidade. A ISO preza sobre o contexto de transparéncia em
relacdo aos seus processos, seja para determinar uma melhor adequacao daquilo que faz
e produz —para seus clientes internos e externos —, seja para padronizacdo dos processos.

Com essa visdo, a area de mineracdo de processos tende a apoiar de forma
significativa as organiza¢fes na busca por padronizacdo e pela melhoria continua, uma
vez que diversas atividades atualmente produzem insumos de evidéncias em dados e
proporcionam o armazenamento de diversos eventos atraves dos sistemas informatizados.

Vivemos na era de big data, em que informacdes séo processadas diariamente de
forma estruturada e ndo estruturada, em que 90% das informacdes geradas no mundo séo
de dados nédo estruturados (ILYASOVA et al. 2018) e em que ha o desafio de se ter
transparéncia em relacdo ao que realmente agrega valor e pode trazer mais insumos de
indicadores que proporcionem melhoria ou até mesmo de validacéo do processo, a fim de
validar a conformidade, haja vista a proliferacdo das informacdes e principalmente a
forma como ela se apresenta.

A tecnologia avanca e proporciona grandes progressos em relacdo a analise de
dados de todas as formas: texto estruturado e ndo estruturado e até mesmo imagem, com
diversos métodos e algoritmos de classificagdo, clusterizacdo, aprendizado estatistico,
entre outros. Além disso, ferramentas de apoio a analise de dados, como Weka (WITTEN
et al.2016), Knime (WITTEN et al.2016) e Pentaho (SOUSA et al.015), e linguagens de
programacao, como R e Python, sdo comumente citadas em estudos e analises com o uso
dos algoritmos. Todos esses métodos e ferramentas tém por objetivo mensurar os dados
de forma assertiva e buscam expor melhores resultados. Para Chen et al. (2014), a area
de mineragdo de dados procura extrair informagGes e conhecimentos ocultos de dados
imprecisos. Por outro lado, (KUMAR, VINEET; REINARTZ, 2012) definem que a area
de mineragédo de dados consiste em identificar os clientes certos, o que inclui diversas
vertentes do processo de negdcio, sendo importantes a especificagdo do negécio, a selecdo
de variaveis relevantes, modelos preditivos de treinamento e a selecdo de modelos mais
adequados com base nos resultados.

Ainda no que diz respeito as técnicas de mineracdo de dados, a fim de apoiar na
avaliacdo dos dados que um determinado processo pode apoiar ou 0 processo que pode
ser gerado pelos dados, a area de mineragdo de processos surge para ajudar a agregar



valor as técnicas ja existentes de mineracao de dados. De acordo com van der Aalst (2016),
a area de mineracdo de processos surgiu para preencher a lacuna entre a analise de
processo baseada em modelo tradicional — como a simula¢do e outras técnicas de
gerenciamento de processos e negocios — e técnicas que sdo focadas em anélise de dados,
como aprendizado de maquina e mineracdo de dados. Para Ghawi (2016), a area de
mineracdo de processos é uma disciplina que emerge e vincula analise de dados ao
gerenciamento de processos.

Em sua definicdo, a &rea de mineracdo de processos engloba trés grupos no

contexto de mineracdo de processos através dos dados de eventos. S&o eles:

1. Descoberta: Possibilita a geracdo de modelos de processos através do log
de eventos.

2. Conformidade: Possibilita a avaliacdo da conformidade do processo de
acordo com o que € entendido versus o que é descoberto.

3. Extensd@o ou melhoria: Possibilita a melhoria do processo.

Para cada grupo, existem varios algoritmos que avaliam cada um dos itens e
ferramentas que possibilitam gerar métricas e modelos para entender, avaliar e melhorar
0 processo existente a partir do log de eventos.

A area de mineracdo de processo utiliza input de dados em formato especifico
para a geracdo do processo. Neste passo, técnicas e os algoritmos de mineracdo de dados
e tratamento de texto podem ser utilizados para tratar informacdes e ajudar a definir
padrdes dentro dos dados existentes. Por outro lado, as técnicas de mineracdo de
processos, principalmente as que mensuram a conformidade, podem auxiliar na melhor
tomada de decisdo para avaliar um processo.

Nossa proposta de modelo avalia a conformidade de um grande conjunto de log
de eventos ndo estruturados. Investigamos um caso da vida real, em que um processo de
trabalho entendido € mapeado a partir da visdo do usuério gestor do processo, seguindo o
modelo do AS — IS de como o responsavel entende o processo. Em seguida, técnicas de
mineracdo de dados sdo aplicadas para mapear os dados na forma adequada para o input
do log de eventos para aplicar a técnica de mineragcao de processos.

Na é&rea de mineracao de processos, 0 input requer uma sequéncia de eventos para

definir o processo e possibilitar a criagdo do modelo. Para esta adequacéo, utilizar as



técnicas de mineracdo de texto é uma abordagem necessaria, uma vez que, 0 contexto
deste estudo considera trabalhar com um conjunto de dados ndo estruturado. Em seguida,
as técnicas de conformidade definidas na area de mineracdo de processos séo utilizadas
para obter as métricas extraidas dos algoritmos e efetuar a verificacdo na analise do log.
Com este modelo, podemos avaliar medidas de conformidade ou comparar o
modelo descoberto com o modelo desenhado do processo, o qual foi mapeado como
sendo o que a organizagao segue na pratica. A verificacdo da conformidade sera avaliada
a partir do log de eventos considerando o modelo gerado por parte do log versus a
avaliacdo dentro do contexto do log completo. Para isso, utilizaremos a técnica estatistica
de validacéo cruzada (REFAEILZADEH et al. 2008), separando cada classe de processo
e em seguida avaliacdo do modelo € efetuada . Em seguida, cada modelo sera criado com
uma parte do log da classe e comparado com as demais partes da mesma classe; entéo,
utilizaremos as medidas para avaliar os modelos dentro dos parametros de conformidade
que a area de mineracédo de processos define. Além disso, sera possivel avaliar 0 modelo

descoberto e compara-lo com o modelo entendido.

1.2 OBJETIVO

O objetivo deste trabalho é propor um modelo para avaliar a conformidade em
mineracdo de processos utilizando dados ndo estruturados, para isto, efetuamos uma
revisao da literatura relacionada ao tema de conformidade em mineracdo de processos.
Nessa pesquisa nosso objetivo € identificar:

e 0S métodos propostos para mensurar a conformidade;
e 0s algoritmos aplicados na area de mineracdo de processos que se
propdem a trabalhar com esta abordagem.

O modelo proposto considera o contexto de trabalhar com dados nao estruturados,
um cenario que requer a adequacdo do log de eventos para a estrutura de input requerida
para a area de mineracdo de processos. Nessa etapa, propomos utilizar o método
estatistico de validacdo cruzada (REFAEILZADEH et al. 2008) para particionar os dados
em K folders. Em seguida utilizamos os K-Folders de dados aplicados aos algoritmos de

avaliacdo da conformidade que s&o aplicados na area de mineracgdo de processos.



Antes de particionar os dados utilizamos 3 algoritmos de classificacdo (KNN,
Naive Bayes e arvore de decisdo) para classificar os dados. Essa parte do processo esta
inserida no contexto de geragdo do output do log de eventos para a mineragdo de
processos esta diretamente ligado a qualidade do evento. Para van der Aalst (2016), se a
qualidade dos dados dos eventos nao for confiavel, o valor agregado aos resultados da
mineragdo de processos declinara no objetivo de mensurar o valor que ele pode realmente
agregar. A qualidade dos dados é fortemente necessaria no processo de obtengdo de
qualidade e melhores métricas.

Logo, utilizar técnicas para desenvolver melhores conjuntos de dados para
trabalhar com o processo que avalia a qualidade em mineracdo de processos € uma
abordagem que se faz necesséria dada a variedade de fontes e formatacdo de dados que
sdo produzidas na atualidade.

Para avaliar as métricas de conformidade, o modelo proposto utiliza a abordagem
de gerar os modelos em Rede de Petri para efetuar a avaliacdo do modelo com o log de
eventos.

Por fim, serd possivel avaliar o modelo criado com o log de eventos classificados
e identificar a relacdo de desvios ou de pontos em comum dos k folders que foram

avaliados.

1.3 METODOLOGIA

Para desenvolver este trabalho, inicialmente foi efetuada uma pesquisa na
literatura relacionada a conformidade aplicada a area de mineracdo de processos com 0
objetivo de identificar os métodos utilizados para mensurar a conformidade dentro da area
de estudo.

Nessa parte de estudo, a pesquisa feita pode ser definida como um estudo
qualitativo. A pesquisa qualitativa orienta o pesquisador fornecendo diretrizes e regras
relacionadas a coleta de dados qualitativos. Um dos pontos de decisdo da abordagem ¢ a
definicdo da estratégia de coleta de dados e o objetivo final de sua aplicacdo (PERSSON,
2004). Para RUDIO (2001) essa etapa possibilita que o pesquisador desenvolva o seu

raciocionio embasado na observacdo dos fenbmenos por ele identificado.



O segundo passo deste trabalho apesenta um modelo para avaliacdo da
conformidade a ser aplicado a area de mineracdo de processos uma vez que se utiliza
dados ndo estruturados. O modelo proposto trabalha com a iteracdo dos dados
particionados na abordagem de validacdo cruzada e avalia a classificagdo dos modelos e
métricas utilizando os algoritmos de avaliacdo da conformidade aplicados a area de
mineragdo de processos.

Em uma fase antecessora, antes do particionamento dos dados, utilizamos
algoritmos de classificagdo de texto vastamente utilizados na literatura para a
classificacdo dos dados nédo estruturados, a fim de formatar o log de eventos para o padrédo
requerido de input minerar um processo, os dados classificados sdo avaliados e finalmente
aplicamos 0 modelo proposto que particiona os dados e faz a avaliagdo cruzada utilizando
os algoritmos de mineragdo de processos, retornando as métricas e os modelos.

Essa parte da pesquisa esta inserida no contexto descrito por Marconi e Lakatos
(2015), que afirmam que o instrumental metodologico da pesquisa esta relacionado com
0 problema de estudo.

O problema estudado, muitas vezes, requer mais de uma técnica ou se enquadra
em mais de uma. O problema estudado neste trabalho esta fortemente inserido no contexto
da analise quantitativa, mas nao excluido da analise qualitativa.

Na definicdo de Godoy (1995), analise qualitativa oferece trés tipos de
possibilidades de estudos, entre eles o estudo de caso. Neste trabalho, além da pesquisa
qualitativa, usamos o0 modelo de estudo de caso para mapear um processo de negdcio a
partir da visdo do gestor e, entdo, verificar e avaliar o modelo a partir do log de eventos.
Em seguida, é feita uma analise em relacdo a realidade do que ocorre a partir da visao do
log de eventos.

Por fim, o estudo de caso é aplicado no modelo de situacdo real, com dados reais,
em que o0 modelo do processo descoberto a partir do log tratado retorna as métricas de
conformidade de algoritmo da mineracdo de processos, possibilitando uma analise e

conclusdo entre o modelo real e 0 modelo descoberto.



3.8 ORGANIZACAO

Este trabalho estd dividido em sete capitulos. O capitulo 2 contextualiza os
trabalhos relacionados a &rea de mineragdo de processos com as técnicas utilizadas no
preparo do log para geracdo do modelo e a conformidade na &rea de mineragdo de

processos. Por fim, o capitulo fala sobre a metodologia BPM.

O capitulo 3 descreve as técnicas utilizadas durante o desenvolvimento do
modelo. Nesse capitulo, expdem-se as técnicas de mineragdo de dados e tratamento do
log de eventos, além das técnicas de mineracao de processos utilizadas para a geracao dos
modelos como o algoritmo IM e Rede de Petri. Para a preparacdo do log de eventos, as
técnicas de mineracdo de dados e os classificadores KNN, Naive Bayes e arvore de

decisédo sdo apresentados.

O capitulo 4 trata do modelo proposto para avaliacdo da conformidade de um log
de eventos utilizando as técnicas de mineracdo de processos. A proposta aborda a

aplicacdo da validacéo cruzada na criacdo dos modelos e avaliacdo do log de eventos.

Ainda no capitulo 4 apresentamos a avaliacdo experimental aplicada ao modelo
definido a partir de um dataset e um estudo de caso do mundo real com os modelos

entendidos do processo de solicitacdo de processos académicos da UFRJ/POLL.

O capitulo 5, finalmente, mostra as conclusdes com os resultados derivados do dataset, a
partir das classes definidas e da geracdo dos modelos. Esses resultados sdo discutidos e
apontam para possiveis trabalhos futuros.



2 MINERACAO DE PROCESSOS (MP)

A mineracdo de processos € uma disciplina emergente que fornece insights
baseados em fatos para apoiar melhorias no processo. A abordagem baseia-se em modelos
de processos e na mineracdo de dados (VAN DER AALST, 2016).

Neste capitulo, descrevemos os trabalhos relacionados a area de mineragdo de
processos com enfoque para os trabalhos relativos a conformidade. Além disso,

apresentamos uma breve descricdo da literatura sobre o BPM.

2.1 MINERACAO DE PROCESSOS BASEADA NO LOG

Como definido por van der Aalst (2011b) e van der Aalst e Verbeek (2014), o log
de eventos é o0 ponto de partida para a area de mineracdo de processo.

Na composicdo do log de eventos, o identificador da instancia é definido como
caso (do inglés case), que pertence a uma instancia do processo. As diversas acoes
percorridas sdo as atividades identificadas como tragos (do inglés traces). Cada acéo
executada para o trace de forma manual ou automatica é efetivada em uma determinada
data e hora, formando a feature timestamp, que pode ser composta pela informacéo de
inicio, de fim ou por ambas. Para exemplificar uma instancia de processo, podemos citar
um pedido de aprovacdo de crédito ou uma reserva de hotel, por exemplo. Todas as etapas
que compdem a aprovacdo do crédito para um determinado cliente pertencem a um case.

O log de eventos é definido em van der Aalst (2013a) como um conjunto de
multiplos traces, em que varios casos podem conter o mesmo trace. No padrdo da
mineracdo de processos, 0 log de eventos requer um input padrdo seguindo a regra de
pelo menos conter [case, trace, timestamp].

E a partir do log de eventos de sistemas informatizados que as técnicas de MP séo
aplicadas para a descoberta de modelos, medicdo da conformidade, melhoria e extenséo
do processo. No contexto de MP, a partir dos modelos do processo, é possivel segmentar
uma visdo do processo, seja o atual, que ja se conhece, ou o descoberto a partir do log.

Para Davenport (1993), os negocios devem ser vistos em termos dos principais processos.



Os processos sdo definidos por um conjunto de tarefas executadas por pessoas,
equipamentos ou ambos.

Aproveitando do contexto requerido e da definicdo de Davenport, a area de
mineracdo de processo se entrelaca com a area de processo. De acordo com Daniel et al.
(2011), a area de mineracdo de processos € um tema emergente na area de BPM (do inglés
Business Process Management). Falaremos mais sobre definicdo e caracteristicas de BPM
no item Capitulo 2. No trabalho de Daniel et al. (2011), os autores também falam do
manifesto da &rea de mineracdo de processos, portanto, sempre que citarmos o manifesto
documentado pela IEEE da area de mineracao de processos, estaremos fazendo referéncia
a esse trabalho.

A partir do log de eventos, diversas ferramentas da area de mineragdo de
processos séo capazes de mapear 0 modelo. Para Cela et al. (2018), a dependéncia dos
logs de eventos limita as técnicas de mineragdo de processos, no que tange ao contexto
de atividades que o log ndo é capaz de mostrar. Uma dificil visdo de input que nédo
conseguimos mapear e inserir nas ferramentas mais conhecidas da area é o contexto da
atividade manual.

No trabalho de Esposito (2012), o autor propde um método que busca identificar
as instancias de um processo. Uma base de dados padrao é utilizada como ponto de partida
para auxiliar no mapeamento, onde os itens que possuem semantica relevante podem ser
escolhidos pelo analista.

No entanto, a dificuldade do mapeamento do log é definida por van der Aalst e
Verbeek (2014) como um desafio a medida que o log de eventos e os modelos de
processos crescem.

Crescimento de eventos € um fator mais que presente atualmente nos sistemas
informatizados, dada a gama de informacges colhidas e armazenadas nos sistemas ou até
mesmo geradas por eles. Davenport (2014) da um exemplo da dificuldade de se trabalhar
com os eventos do mundo atual, dado o armazenamento e geracdo de informacdes: o
monitoramento de Iaminas das turbinas a gas de producéo de energia elétrica da empresa
GE (General EleCtric) produz mais de 588 gigabytes por dia.

Dado o complexo e volumoso numero de eventos, mesmo com o log mapeado, 0
desafio ¢ a leitura do modelo gerado pelo log de eventos quando este aponta para um
processo gerado em forma de spaghetti. O modelo spaghetti é definido em van der Aalst
(2011a) como um modelo ndo estruturado, no qual as atividades de pré e pds-condi¢des



sdo dificeis de definir. Em outro trabalho, Aalst aponta o problema de consumo de tempo
computacional e defende a boa pratica de buscar equilibrar os tamanhos dos diferentes
fragmentos do modelo, obtidos a partir do particionamento das atividades (VAN DER
AALST, 2013a).

A evolucdo da geracdo de dados e das técnicas para tratd-los impulsionou a area
de mineracédo de processos. Um exemplo é o framework ProM, um kit de ferramentas de
mineracdo de processos que oferece vérias ferramentas de anélise de processos a partir
do log de eventos. A ferramenta é open source®, entdo recebe contribuicdo de diversos
pesquisadores da area que, a partir dos pacotes existentes na ferramenta, criam novos
modelos ou melhoram os existentes. Mais de 1.500 plugins s&o contabilizados no ProM
(VAN DER AALST, 2016) para a verséo 6.5.

Algumas técnicas de mineracdo de processos sdo aplicadas para resolver o

problema do modelo spaghetti. Alguns exemplos séo:

e Aprendizado supervisionado: Método proposto por Tax et al. (2016), no qual os
autores descrevem um metodo para representar em vetores o0s recursos de log de
eventos provenientes da extensdo XES. Uma métrica é proposta para avaliar os
resultados dos eventos supervisionados que mais se enquadram nas tarefas que
possibilitam tanto a descoberta do processo quanto a verificacdo da conformidade.

e Aprendizado ndo supervisionado: A abstracdo proposta por Mannhardt e Tax
(2017) utiliza a descoberta do modelo de processos locais, definida como sendo
os desvios frequentes observados, e em seguida usa esse modelo para alcancgar
outro nivel de abstracéo. Nesse contexto da elevagéo do nivel, a entrada é um log
de eventos com um conjunto de padrdes de atividades.

e Principio de Pareto: Uma meétrica aplicada para os algoritmos heuristicos. Em
Weijters et al. (2006), os autores demostram as técnicas aplicadas a um log de
eventos com mais de 12.000 registros e eventos diferentes.

e Clusterizacdo: Com algoritmo implementado no ProM, uma das ferramentas mais
usadas na area de mineracao de processos, Veiga e Ferreira (2009) destacam a
importancia da técnica de clusterizagdo para trabalhar com o entendimento de

dados que geram modelos em spaghetti. A proposta para a clusterizacdo com

% A ferramenta ProM distribuida sob a GNU Lesser General Public License (L-GPL).
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particionamento dos casos é de acordo com a sequéncia de eventos. No trabalho
de ESPOSITO et al. (2011) os autores utilizam a clusterizagdo para mapear o log
de eventos e extrair 0 processo, mesmo assim, o método mostrou-se ineficiente
sendo necessario utilizar a técnica de divisdo e conquista para preencher as

lacunas e padronizar o log de eventos.

A padronizacdo do log de eventos, entre outros itens necessarios para a area de
mineracdo de processos, foi especificada no manifesto aceito pela IEEE Task Force on
Process Mining. Composto por um grupo de pesquisadores que apoiam e defendem a
area de mineracdo de processos, 0 manifesto provoca um marco de unido no
desenvolvimento da pesquisa e na evolucdo da area (DANIEL et al. 2011).

De forma resumida, o manifesto IEEE conclui que o log de eventos é o input que
as ferramentas de mineracdo de processos recebem como insumo para gerar ou extrair

conhecimento.

2.2 CONFORMIDADE EM MINERACAO DE
PROCESSOS

Neste item, descreveremos os principais trabalhos identificados na literaturaem relacéo
ao tratamento da conformidade no contexto de mineragdo de processos. A abordagem
pretende identificar os principais pontos tratados para avaliar a conformidade do processo
obtido através das técnicas de mineragdo de processos. Essa revisdo foi efetuada com o

objetivo de atender aos seguintes topicos:

e Definigédo de conformidade ou conformance checking na literatura;

e problemas relacionados a area e visoes futuras;

o algoritmos definidos na literatura que abrangem o contexto;

e as ferramentas utilizadas para verificar a conformidade;

e as principais caracteristicas relacionadas aos dados que sdo usados para
verificar a conformidade; e

e verificar se as técnicas focam em modelos existentes.
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Sabendo que os principais insumos para a analise da conformidade em process
mining sdo um log de eventos e o desejo ou necessidade do que se deseja verificar, é

importante que o0s objetivos esperados sobre a avaliagdo sejam definidos.

2.2.1 Conformidade em PM

Basicamente todos os trabalhos relacionados a mineracdo de processos
apresentam uma definigdo simplificada de conformidade. Isso se justifica devido aos trés
objetivos da mineracdo de processos demonstrados na Figura 1. O presente estudo tem
como foco o objetivo do manifesto IEEE definido em Daniel et.al (2011) referente ao
item c) verificacdo da conformidade, que é aplicado para validar um modelo de processo
existente confrontado com a realidade, que pode ser identificada através do log de

execucéo referente ao processo.

Figura 1 — Manifesto 2011 — O posicionamento dos trés tipos principais de

Process Mining: (a) descoberta, (b) verificacdo de conformidade e (c) extenséo
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Fonte: Manifesto, 2011

Para (VAN DER AALST, WIL MP; ADRIANSYAH; VAN DONGEN, 2012), a
reprodugdo do modelo usando o histérico do log de eventos possibilita estabelecer uma
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relacdo precisa entre os eventos e o0s elementos do modelo. O alinhamento do log €
importante para a andlise, pois estabelece uma relacdo de caminho para avaliar a
conformidade, em que a realidade identificada pelo log de eventos pode ser comparada
com o modelo existente e vice-versa.

Porém, identificar os eventos relevantes no log e mapear a realidade nem sempre
é um trabalho simples, dadas as caracteristicas das bases de dados atuais, que possuem
diversas caracteristicas. Varios trabalhos descrevem sobre as perspectivas de se obterem
caracteristicas da conformidade. As abordagens propdem formas de aplicar a avaliacao.

Em um trabalho recente, de Leoni et al. (2016) definem que a conformidade na
mineracdo de processos pode ser requerida a partir de normativas existentes na
organizagdo, em que atividades sdo requeridas. O trabalho afirma que a ordem em que as
atividades devem ser executadas € importante para o processo. Outras questdes
relacionadas ao contexto do gerenciamento da conformidade, auditoria, seguranca, entre
outras, estdo diretamente relacionadas a checagem da conformidade a partir do log de
eventos.

No mesmo trabalho, os autores propuseram um framework que busca unificar as
abordagens e as propostas de analise identificadas na literatura. A abordagem combina
técnicas de mineracéo de dados e mineracdo de processos, onde € destacada a importancia
de correlacionar diferentes caracteristicas do processo, 0 que resultard em uma analise
mais refinada e, consequentemente, acarretara na melhor identificacdo da conformidade
do processo. Abordagens que utilizam das técnicas de Redes de Petri e Logica Linear
Temporal para avaliar o comportamento do modelo gerado sdo destacadas neste trabalho.
O motivo pelo qual ocorrem desbalanceamento na carga de trabalho e gargalo em um
determinado ponto deve ser alvo de questionamento e investigagdo. Avaliar a influéncia
do tempo quanto ao processo ndo seguido é importante. Nessas analises, de acordo com
0 estudo, para avaliar a conformidade, cddigos ou scripts complexos podem ser
necessarios.

Em outro trabalho, van der Aalst et al. (2012) descrevem que os padrdes
tradicionais de descoberta de mineracdo de processos ndo representam o processo de
ponta a ponta. Caracteristicas importantes, como transacBes simultaneas e
compartilhamento de recursos, ndo sdo levadas em consideracdo. No estudo, os autores
estabeleceram quatro dimensdes para tratar a qualidade e comparar o0 modelo existente

com o log de eventos. As dimensdes sdo: (1) aptiddo, (2) simplicidade, (3) preciséo e (4)
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generalizacdo. Para mensurar as dimensdes, sdo definidas métricas que tratam o
alinhamento em relacdo ao comportamento do log. Uma delas é o total de traces
completos considerando os movimentos efetuados no log.

Mais tarde, van der Aalst (2014), em um trabalho que consolida abordagens
existentes sobre as caracteristicas de conformidade na area de mineracdo de processo,
destaca a conformidade como um dos principais problemas a serem tratados, pois, apesar
de haver um ndmero de trabalhos consideravel sobre o tema e uma alta maturidade sobre
0 assunto, as técnicas existentes deixam muito a desejar, principalmente quando se
referem a um grande e complexo volume de dados. Para analisar a conformidade, o autor
usa técnica de decompor o modelo do processo em pequenas partes: se todos o0s traces se
encaixam no modelo decomposto, também se encaixardo no modelo total e gerardo um
modelo adequado. Na analise, a exemplificacdo é feita apenas com log sintético de forma
explicativa. Ndo ha exemplificacdo da aplicacdo da técnica em framework.

Como jé citado anteriormente, uma forma de avaliar conformidade em mineracéo
de processo é a andlise do modelo existente versus os desvios identificados no modelo
gerado atraves do log de eventos. Diversos trabalhos encontrados na literatura descrevem
esta analise. De acordo com van der Aalst e van Dongen (2013), o primeiro trabalho que
aborda a analise da conformidade em mineracdo de processos foi desenvolvido por
(ROZINAT; VAN DER AALST, 2008a). Nesse primeiro trabalho, além de concordarem
com a forma de analisar a conformidade avaliando os modelos, os autores destacam que
a conformidade aplicada a mineracédo de processos também pode ser usada para avaliar o
desempenho das técnicas aplicadas na descoberta do processo. Isso foi reforcado por van

der Aalst (2014), que destaca ainda cinco pontos em que 0s desvios podem ocorrer:

e Fraude (comportamento ndo conforme).

¢ Ineficiéncia (descuido ou negligéncia podendo acarretar em custo ou atraso).

e Excecdes (casos selecionados sdo tratados ad hoc por ndo se encaixarem no
modelo).

e Procedimentos malconcebidos (para executar o trabalho, as pessoas precisam
desviar continuamente do modelo do processo).

e Procedimentos desatualizados (0 processo evoluiu e a descri¢cdo do processo

ndo mais corresponde a realidade).
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Para avaliar os itens, o trabalho aborda técnicas de decomposicéo tanto para a
avaliacdo da conformidade quanto para a descoberta do modelo. Quando avaliamos a
perspectiva da conformidade em mineragdo de processos, podemos ver que hd uma clara
preocupacdo em descobrir um modelo ideal para se estar adequado a uma melhor
conformidade. Nesse contexto, duas grandes frentes nos direcionam a dois pontos
importantes: 1) a conformidade, que esta fortemente ligada a descoberta do modelo, e 2)
a perspectiva de cada negdcio, cujos parametros especificos devem ser mapeados para o
contexto da avaliacdo que esta fortemente atrelada ao negdcio.

Perez-Castillo et al. (2014) prop6em outra abordagem que foca, em primeiro lugar,
na extracdo de eventos do log do sistema a partir dos eventos que constam no modelo
existente para, entdo, analisar a conformidade. Nessa abordagem, a conformidade é
tratada com énfase no tratamento da busca do evento e sua extracéo, e, nesse contexto, 0s
autores definem trés diretrizes para extracdo dos eventos:

e Especificar as atividades que representam uma operacdo do negdcio na vida real
e que estejam no modelo do processo de negocio.

e Se uma atividade é relevante, ao recupera-la, se houver uma atividade que a
anteceda, esta deve existir no log, seja ela ligada direta ou indiretamente aquela
recuperada.

e Assegurar que todas as atividades subsequentes sejam recuperadas de forma

direta ou indireta.

Ap0s a extracdo, a conformidade é avaliada de acordo com os modelos (o modelo
existente e 0 modelo gerado pelo log). Percebe-se, mais uma vez, que o tratamento feito
na busca pelo evento correspondente interpola as necessidades de mineragéo de dados, o
entendimento do processo atual juntamente com o modelo existente e finalmente, a
descoberta de um modelo gerado pelo dado através da mineracéo de processo. O modelo
exemplificado apds a extracdo dos eventos é gerado pela ferramenta de mineracao ProM
e os algoritmos propostos focam na extragdo dos eventos.

Em uma abordagem mais concentrada em modelo do que em contetdo do log,
Kalenkova et al. (2015) apresentam uma nova técnica para gerar 0 modelo na notacéo
BPMN a partir do log de eventos. Caracteristicas para tratar a conformidade séo
apontadas como consequéncia do modelo gerado a partir da notagdo BPMN. A nova
abordagem usa as técnicas implementadas no ProM que geram os modelos em Rede de

15



Petri, causal net e process trees, e possibilita a mudanca dos modelos para a notagao
BPMN. A implementacéo, apesar de ser testada com modelos existentes na ferramenta
ProM, ndo apresenta resultados estatisticos da conformidade.

Outmazgin e Soffer (2016), em uma perspectiva diferente, apresentam uma lista
genérica dos caminhos alternativos (work-around) a serem identificados no log de
eventos. Sdo definidas seis caracteristicas para medir a conformidade no processo. A lista
ressalta os desvios provenientes de usuarios do sistema, que sdo delineados como
intencionais. O objetivo é ajudar a identificar os itens da lista a fim de melhorar a
conformidade. A capacidade da analise dos itens através das técnicas de mineracdo de
processo apresentou dois itens que ndo podem ser identificados no log de eventos gerados,
construindo uma perspectiva de que outros parametros devem ser avaliados para uma
abrangéncia completa. A Tabela 1 descreve as caracteristicas.

Dos seis itens citados na Tabela 1, dois sdo apontados como ndo podendo ser
identificados no radar das técnicas de mineracao de processos a partir do log de eventos.
Isso reflete o0 alto grau de dependéncia em relagdo ao conhecimento do processo e as
atividades nele inseridas.

Outro problema apontado na utilizacdo das técnicas de mineracdo de processos,
desta vez referente ao grande volume de dados e a variedade de atividades distintas, é
tratado por van der Aalst (2013), que propbe uma abordagem genérica de divisao e
conquista aplicada a Rede de Petri para decompor problemas apontados na &rea de
mineracdo de processos. A promessa é aplicar essa divisdo em diferentes técnicas
existentes de descoberta do processo e verificagdo da conformidade: divide-se o modelo
do processo em fragmentos menores e o log de eventos em sub-logs. Para trabalhar com
um grande volume de dados, essa técnica pode ser vélida. No entanto, definir as
caracteristicas da base de dados (por exemplo, o dominio) € necessario antes de separar o
log de eventos; caso contrario, um novo gargalo podera criar um viés na verificacao da
conformidade.

Ainda sobre o tratamento da conformidade na &rea de mineragdo de processos,
Bolt et al. (2016) apresentam um novo framework contemplando seis categorias inerentes
ao log de eventos, com especial preocupacao com as caracteristicas de extracdo dos dados
e do modelo. As categorias sdo propostas para apoiar a analise de fluxos de trabalho

denominados de workflow cientifico. Uma nova ferramenta definida como rapidProM*

4 Disponivel em: <http://www.rapidprom.org>.
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foi desenvolvida com extensdes de algoritmos da ferramenta ProM®. Para reparar

problemas de conformidade, duas perspectivas sdo abordadas; estas foram definidas

como problemas estruturais ou comportamentais.

Tabela 1 — Seis caracteristicas definidas por Outmazgin e Soffer (2016)

Item

Ignorar partes do processo

Definicéo

Sequéncia das atividades.

Exemplo

Instancias que possuem
atividades executadas antes de
atividades requeridas

Selecdo da instancia de
uma entidade pelo caminho
preferivel

Adequacéo da instancia a limite
tolerado que néo precise de
aprovacao

Um pedido que requer aprovacao
a partir de um determinado
limite, mas o usudrio particiona
em mais de uma instancia,
ficando dentro de um limite que
n&do precise de aprovagéo

Alterag0es de informacdes
(update)

Alteracdo néo pode

ser identificada no
log

Modificar uma operagéo que foi
usada para uma decisao,
provocando inconsisténcia na
deciséo atual e deixando de
refletir a alteracdo na atividade
seguinte

Introduzir informacdes falsas
que permitem ao processo passar
para a préxima atividade ou
averiguar gue a quantidade de
um pedido aprovado é superior
ao limite estabelecido,
modificando-se a etapa em vez
de voltar o processo para a fase
de aprovagdo.

Funcéo incompativel com a
definigdo

Identificar instancia com
aprovador cuja responsabilidade
ndo lhe compete

Um processo com cotagao
aprovada e deve ser tratado por
um funciondrio de compras, mas
é tratado por outro funcionario.

como solucéo alternativa é
transferido para o departamento

de compras para prosseguir

Instancias de entidades
ficticias

Instancias de entidades ficticias
gue sdo criadas para determinado
monitoramento e documentacao,

mas que NAO séo suportadas
pelo sistema

Formalizar entrevista com aluno
em um processo de admissao
requer que seja feito o cadastro
inicial e que este seja alocado em
uma sala de aula ficticia

Separar o processo real do
relatado

Alteracdo ndo pode
ser identificada no

log

Instancias que apresentam
situagdes que possuem
tratamento manual e sofrem
execucdo ad hoc fora do prazo

Uma requisi¢do de compra
precisa de tempo para aprovacao
de um gerente. Porém por ter
pequena possibilidade de ser
reprovada, € movida pelo
participante para outra etapa,
possibilitando avangar sem
esperar o tempo
estipulado/entendido.

% Disponivel em: <http://www.promtools.org>.
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2.2.2 Por que medir a conformidade em PM

A tabela a seguir apresenta itens que justificam a importancia de verificar a
conformidade da mineracdo de processos. Tais itens foram mapeados a partir dos artigos
lidos para a formulacdo do item 2 deste trabalho e também a partir de leitura sobre o

topico.

Tabela 2 — Motivos para investigar a conformidade em mineragéo de processos

Por que usar as técnicas de verificacdo da conformidade em mineracdo de processos:

1. Ajudam a apontar desvios no processo. (PREMCHAISWADI; POROUHAN,
2015)

2. Ajudam a identificar fraudes. (YANG; HWANG, 2006)

Ajudam a identificar procedimentos malconcebidos. (VAN DER AALST, 2014)

4. Ajudam a identificar procedimentos ultrapassados. (ROZINAT; VAN DER
AALST, 2008b)

5. Ajudam a avaliar uma técnica de descoberta de processo. (PEREZ-CASTILLO et
al. 2014)

6. Ajudam a selecionar possiveis candidatos para usar em um proximo modelo.
(PEREZ-CASTILLO et al. 2014)

7. Ajudam a julgar um modelo de processo descoberto automaticamente a partir de
um log de eventos. (LI et al. 2015)

8. Ajudam a medir a severidade de um desvio. (VAN DER AALST, WIL MP;
ADRIANSYAH; VAN DONGEN, 2012)

9. Ajudam a verificar a conformidade de um processo estabelecido.
(PREMCHAISWADI; POROUHAN, 2015)

w

2.2.3 Evolucéo dos artigos analisados

Para avaliar os artigos e estudar o tema de conformidade em mineragdo de
processos, inicialmente utilizamos a metodologia de busca de artigo por assunto. O
objetivo ndo era fazer uma revisao sistematica, mas entender a evolucdo dos trabalhos
relacionados a conformidade.

Dos artigos da busca geramos a visualizagdo em grafico demonstrada na Figura 2,
gue mostra como a verificacdo da conformidade na area de mineracdo de processos tem
evoluido. Esse grafico é proveniente dos artigos consultados nas bases Periodicos Capes,

Scopus e Springer, das quais, apds uma analise prévia, foram escolhidos 32 artigos. O
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primeiro critério de avaliagdo estava pautado na busca por artigos que descrevessem sobre
a verificacdo da conformidade em mineragéo de processos.

Dos 32 artigos analisados, 12 apresentam proposta para trabalhos futuros, ou seja,
apenas 37,5%. Somente 17 artigos tém como destaque a conformidade. Foram excluidos
15 artigos, que apenas definem a conformidade na area ou nem a citam.

A consulta realizada para busca dos artigos utilizou os termos “process mining” e

“conformace checking” combinados com “investigate”, “identify” e “analyze”.

Quantidade de artigos por ano

el

2010 2011 2012 2013 2014 2015 2016

O R N W H U1 OO N O O

Em Quantidade

Figura 2 — Total de artigos avaliados por ano, de acordo com consulta realizada

Durante a analise dos artigos dessa consulta, observou-se que muitos artigos
citados em trabalhos com foco na analise de conformidade em mineragcdo de processos
ndo foram identificados na consulta gerada. Por isso, para melhorar a analise nos trabalhos
da referéncia, uma nova consulta foi efetuada em marco de 2017, considerando os artigos
publicados no periodo de 2011 a 2016. Nessa consulta, foram usados apenas 0s termos
“process mining” e “conformance checking”, e, dessa vez, 75 artigos retornaram na
consulta. Da nova consulta, os artigos referentes aos anos de 2015 e 2016 foram usados
para referéncia neste trabalho.

Sob a perspectiva da conformidade, diversos trabalhos utilizam a abordagem que
considera o modelo de processo existente. Nem sempre a perspectiva do dado projeta o
que de fato se entende. Nesse sentido, os trabalhos ndo apontam direcionamento de juncédo
entre a avaliacdo da conformidade dos modelos através da 6tica do comportamento do

dado, se preocupando com a ética do tratamento aplicado para gerar o output desejado.
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2.3 BPM

A sigla BPM deriva do inglés Business Process Management. Extensivamente
utilizada para modelagem de processos de negocio, a area necessita do apoio de sistemas.
Em definicdo ampla, BPM é um conjunto de tecnologias que auxilia no suporte e apoio
ao gerenciamento de processos. Toda organizagdo esta apta a implementar o BPM em seu
contexto de trabalho. A tecnologia aplicada ao BPM pode proporcionar impacto positivo
dentro de um grupo, instituicdo ou coletivo, trazendo melhorias na forma de trabalho.
Para Daniel et al. (2011), o BPM se segmenta em duas vertentes: a que avalia o conjunto
de itens atrelado ao uso de tecnologias e a que avalia as tecnologias envolvidas no uso do
BPM.

A disciplina de BPM condiciona o processo a seguir padrbes e possibilita a
medicgdo de desempenho. Na implementacdo, o0 BPM traz como caracteristica a mudanca
de paradigma de trabalho. Sustentado pela tecnologia, como é a maioria dos processos do
mundo atual, o BPM se torna uma ferramenta de tecnologia de valor dentro das
organizacGes. H& um crescimento na busca por agregar tecnologia a disciplina que podera
perdurar por varios anos (ABPMP, 2013).

-

Processo

Analista/designer

Figura 3 — Vis&o das quatro posi¢oes do BPMN definidas em ABPMP (2013)

O BPM define papéis e responsabilidades na sua implementacdo a Figura 3
apresenta quatro papéis e sugere o foco de todos no processo. Nesse contexto, 0 escopo
de BPM intercala com o BPO (Orientagdo do Processo de Negocio) na busca pela

melhoria continua. Uma das caracteristicas do BPO € a busca pela maturidade com base
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na orientacdo da cultura e da estrutura da organizagdo. Com foco nas pessoas e no
processo, as caracteristicas para 0 BPM sdo entendidas e definidas pela organizacéo,
fazendo o ciclo evoluir para mitigar os papéis e responsabilidades. A Figura 4 demonstra
as principais etapas de cada ciclo, definindo os papéis para o BPO e para o0 BPM. Na
imagem, podemos destacar o papel do BPM como um ciclo evolutivo de desenvolvimento
continuado, enquanto o BPO se preocupa em inserir no ciclo a cultura e a estrutura da
organizagao.

Os papéis bem definidos sdo de suma importancia para o bom andamento e
orquestracdo do processo. Sdo formas de mensurar a qualidade e buscar pela melhoria
continua, apoiando as organizacGes no direcionamento para melhor conduzir o dia a dia
de trabalho. As acdes aumentam a produtividade e mitigam pontos de gargalos, o que
aprimora o processo como um todo, além de conduzi-lo para o objetivo de garantir maior

qualidade daquilo que se produz.

Gerenciamento de processos de negdcios (BPM)

Modelagem

Gestao

Otimizagdo _ Desenvolvimento

Figura 4 — Estrutura do BPM e BPO
Fonte: VAN LOOQY, 2014 (adaptado).

A busca pela equalizacdo e conformidade do produto ou processo, assim como a
garantia de adequacdo do processo a cultura e estrutura da organizacdo, unem o BPM a
normas e modelos de gestdo que auxiliam nesse direcionamento. Van Looy (2014) define
o compartilhamento de diversas metodologias que auxiliam a implementacéo e gestéo do
BPM, como normas de qualidade que mensuram a maturidade do processo. Alguns
exemplos: CMMI, ISSO/IEC 15504, FAA-ICMM e OMG-BPMN. Além disso, mapeia
69 modelos genéricos que sdo praticados na busca pela maturidade do processo.
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H& uma vasta gama de ferramentas e metodologias para apoiar o BPM. Sinur
(2003) destaca a existéncia de mais de 70 produtos disponiveis no mercado relativos ao
BPMS (sigla para Suite de Gerenciamento de Processos de Negdcio). Nos ultimos 10
anos, com a globalizacdo e, principalmente, com a inovacdo tecnologica, as abordagens
de BPM passaram por avangos e foram conduzidas para as ferramentas de TI (Tecnologia
da Informacdo), que possibilitam o uso de notagdes como EPC, BPMN e UML que
auxiliam na geracdo de métricas baseadas na pré e pds-execu¢do do modelo. Para
Wasilewski (2016), os fornecedores das ferramentas mais modernas agregaram um pouco
de inteligéncia, trazendo para a evolucao 0 iBPMS (Suite de Gerenciamento de Processos
de Negdcios Inteligente).

As notacdes citadas, entre outras, estdo disponiveis em algumas ferramentas de

mineragdo de processo.

2.3.1 Outras verificacdes sobre o BPM

Nos ultimos anos, 0 BPM evoluiu e ganhou destaque. Diversas organizagdes
seguem processos com metodologias distintas para agregar valor ao produto, garantir
qualidade ou assegurar a competitividade. Como destaque dessa evolucao, temos:

e A prépria metodologia do BPM (WASILEWSKI, 2016).

e O guia de gerenciamento de processos de negécio (BPM CBOK V3.0;
ABPMP, 2013).

e A evolucdo das ferramentas de modelagem e notacgdes, incluindo as
ferramentas open source — com destaque para o Bizagi, a Unica ferramenta
que, além de suportar integracdes, trabalha com diferentes linguagens
(SOUSA et al. 2018).

Por fim, anualmente, o grupo Gartner divulga um relatério em que as solucdes de
controle e automatizacdo de processos sdo avaliadas e as principais ferramentas sdo
exemplificadas no quadrante magico de Gartner ® . A Figura 5, adaptada de
(WASILEWSKI, 2016) e Gartner’, mostra os trés principais fornecedores dos ultimos

anos (2012, 2014, 2015 e 2017). O quadrante dos desafiadores mostra que organizacdes

& Empresa americana de consultoria. Disponivel em:
<https://www.gartner.com/technology/about.jsp>.
" Disponivel em: <https://www.gartner.com>.
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S0 aparecem no relatorio do ano de 2017. Ainda no ano de 2017, a gigante da area de
tecnologia, Oracle, € movida do quadrante dos visionarios para o quadrante dos
desafiadores. Por fim, o ultimo ano aponta quatro novas organizagdes (Axon lvy,
AuraPortal, Genpact e Newgen Software) e mantém outras trés no mesmo patamar
(Whitestein, Software AG e Tibco).

Desafiadores Lideres

.

i) Bizagi .

=

=4

[}

b

jud

2 k2 O —@—0® 1M

3 ‘ Oracle .

- AuraPortal

& BPLogix (@) orade™=Forta! @ @ Geneact (PNMsoft
= Kofax —'. Bosch Software Innovations
- AgilePoint .

I

Axon Ivy.
QNMSB&

Newgen Software .

DST System

Newgen Sof@re
ltesoft | wd . Bonitasofy(f)

OpenText

Software AG

. O Ano de 2012

Tibco . Ano de 2014
. Ano de 2015

.‘\O @ Anode2017
Vitria Visionarios

Whitestein

Bpmn'online

Formecedores de nicho de mercado

Completude da visdo

Figura 5 — Quadrante de Gartner dos anos de 2012, 2014, 2015 e 2017
Fonte: (WASILEWSKI, 2016); GARTNER, [s.d]. (adaptado).
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3 MINERACAO DE PROCESSOS -
COMPONENTES

Neste capitulo, descreveremos os principais conceitos relacionados a area de
mineragdo de processos. Como foco, consideramos 0s conceitos relevantes para o
entendimento do objeto da pesquisa. Além disso, concluimos contemplando os conceitos
relacionados as técnicas de mineracdo de texto, necessarios para complementar o estudo
em questéo.

Temos como objetivo apresentar 0s conceitos principais para a compreensao do

modelo proposto neste trabalho.

3.1 FUNDAMENTOS

A esséncia da mineracao de processos € a geragao de modelos de processos através
de log de eventos derivados de sistemas informatizados. A MP é capaz de gerar o modelo
de processo sem o conhecimento embasado do que o log possui, ou seja, nesse contexto
0 log € capaz de demonstrar um processo utilizando apenas o contexto que ele mesmo
POSSuli.

A premissa € que esse log possua uma estrutura requerida de sequéncia de
atividades dentro de um mesmo item.

Os sistemas de informacdo que armazenam esses logs nem sempre possuem a
adequacdo que ele exige de forma direta, sendo necessaria a padroniza¢ao com utilizacao
de técnicas de mineracdo de dados e transformagéo de texto.

3.2 TIPOS DE MINERACAO DE PROCESSOS

O particionamento dos trés objetivos da mineracao de processos foi definido pelo
grupo IEEE Task on Force Process Mining (VAN DER AALST, WIL etal., 2011) como:
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Descoberta: é a parte da MP responsavel pela geragdo do modelo baseado no log
de eventos. Nessa parte, a MP é capaz de mostrar as caracteristicas que o modelo
possui como o fluxo do processo e 0 modelo que a organizagdo possui inputado
nos logs, ou seja, 0 modelo que o log externaliza.

Verificagdo da conformidade ou auditoria: esse item trabalha com a avaliagéo do
modelo descoberto atraves da minera¢do com o uso do log de eventos em relagédo
ao modelo entendido, ou seja, o0 modelo pre-existente, uma relacdo que visa
identificar na analise possiveis pontos de melhorias, desvios ou inconsisténcias.
Aprimoramento: o objetivo dessa etapa é melhorar o processo de forma a estender
0 modelo existente ou melhora-lo com os insumos que forem produzidos pela MP

através do log de eventos.

Além das técnicas de analise citadas, Buijs (2010) descreveu outras cinco:

Visualizacdo do desempenho do processo: mensura 0 desempenho do processo
através da analise qualitativa do log de eventos. Indicadores de tempo e espera de
uma atividade, tempo de processamento de um caso e tempo entre inicio e fim de
uma atividade sao alguns exemplos citados por Hornix (2007) como indicadores
de desempenho.

Anaélise de redes sociais: nos logs de eventos, € comum encontrar os registros de
locais do evento, responsavel pelo registro, responsavel pela atividade, entre
outros, 0 que possibilita identificar a densidade da rede, a distancia entre os
recursos, os recursos ligados a outros ou recursos isolados (VAN DER AALST et
al. 2005). Em outra definicao, van der Aalst (2011) conclui que se o log de evento
possui as informacdes de recursos, é possivel descobrir modelos sobre eles, como
uma rede social que mostra a forma como as pessoas trabalham juntas.

Previsdo de casos com dados historicos: baseado no log de eventos e seu historico,
possibilita prever o que pode acontecer em cenarios futuros.

Verificagdo de regras: cenario que avalia se as regras definidas como premissas
no processo estdo sendo seguidas. Auxilia diretamente na avaliacdo e validacéo
da conformidade.

Deteccdo de regras de negocio: cenario que detecta regras nao definidas no

processo, mas que sdo de fato seguidas, possibilitando uma melhoria ou
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adequacao do processo. Auxilia a avaliacdo da conformidade, criando cenarios de
melhoria continua e garantia da qualidade.

Em trabalhos recentes, ha énfase na conformidade e na andlise de gargalos

juntamente com a descoberta do processo, 0 que auxilia na tratativa de conformidade e
desempenho (DE LEONI et al. 2016).

3.3

CONCEITOS-CHAVE DE MINERACAO DE

PROCESSOS

Os principais requisitos da area de mineracdo de processos foram definidos no

Manifesto IEEE (VAN DER AALST et al. 2011), encontram-se reforcados em VAN
DER AALST et al. (2016) e sé&o aplicados aos escopos de MP. Séo eles:

Atividade: para 0 BPM, o conjunto de atividades executadas em sincronizac¢ao
pela organizacdo compGe o0 processo do negocio (SOUSA et al. 2018); para MP
(WENTERS et al. 2006), cada evento se refere a uma atividade. Na definicdo do
Manifesto IEEE (VAN DER AALST, WIL et al., 2011), a atividade pode ser
estendida para refletir cendrios como uso de recursos, custos ou frequéncia de
input. De forma simplificada, a atividade é uma tarefa executada por um recurso
Ou por um processo automatizado, o qual é definido em uma sequéncia de eventos
anteriormente inicializada por um individuo. No exemplo da Tabela 3, cada
campo que compde a coluna “atividade” pode ser visto como uma tarefa, mas cada
tarefa abrange o contexto de “atividade” no sentido de que cada uma delas possui
no seu contexto outras unidades. Para abrir um chamado, o usuario precisa logar
no sistema, digitar informacédo de busca, inserir as informacgdes necessarias e,
depois, clicar em “cadastrar”. Todo esse contexto que ndo aparece nesse log
compde a atividade.
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Caso: é definido com a instancia do processo; cada case tem uma identidade Unica
e cada evento se refere a um case. Na Tabela 3, o case de id=1 possui quatro
atividades em seu log.

Eventos: sdo as informac0des inseridas nos sistemas, seja por humanos, seja por
maquinas. Refere-se a cada unidade l6gica registrada, por exemplo: a data, o inicio
de uma atividade etc.

Recurso: pessoa ou 0 equipamento responsavel pela execucdo da atividade.
Timestamp: registro da data e hora em que o evento foi executado pelo recurso ou
pelo equipamento. Por exemplo: a solicitacdo da abertura do processo mostraria a
data inicial do evento, com a atividade de abertura. Cada nova a¢do no processo
deve conter ao menos uma data e seu andamento, podendo exibir também o

responsavel pela execucéo.

Tabela 3 — Exemplo de log com 4 atividades

Case id Atividade Timestamp Responsavel
1 Abrir chamado 2015-01-06 11:01:58.937 Alan
1 Encaminhado 2015-01-06 12:01:58.937 Danny
1 Resolvido 2015-01-06 13:01:58.937 Duda
1 Finalizado 2015-02-06 11:01:58.937 Alan

Outros trabalhos estendem esses requisitos para além dos eventos de dados, porém

séo definicdes feitas a partir deles. Por exemplo:

Processo de negocio: explorar as maltiplas perspectivas do processo a partir do
log de eventos (MANNHARD et al. 2015). Casos em que ha grande volume de
eventos e variedade de atributos, por exemplo, podem evidenciar caracteristicas
em torno do processo ndo exatamente explicitas no log.

Tarefa: é a unidade de trabalho que uma pessoa ou um grupo de pessoas pode
realizar. Para ABPMP (2013), a tarefa é a decomposicdo de atividades em
unidades de trabalho menores. Para MP, esse contexto se torna valor agregado no
log. No exemplo da

Tabela 3, a tarefa € cada item descrito no campo ““atividade”.

27



3.4 XES OU XML

O formato do input de log de eventos adotado pela IEEE Task Force® em
mineracdo de processos é o XES. O formato foi padronizado em 2010 e adotado por
ferramentas de mineracgdo de processos como o ProM por ser suportado pela biblioteca
OpenXES®.

O formato XES (eXtensible Event Stream) é o padrdo esperado para armazenar e
trabalhar com os logs de eventos no ProM. O XES ¢é sucessor do MXML (Mining
eXtensible Markup Language). A extensdo XES suporta conversédo de diferentes tipos de
fontes de dados para o formato XML (MS Access, CSV, CPN Tools, Cognos etc). De
acordo com van der Aalst (2016), a organizacdo de Padrdes do IEEE esta avaliando o

XES com o objetivo de transforma-lo em um padréo IEEE oficial.

Tabela 4 — Fragmento de log de evento

Caseid Atividade Timestamp Responsavel
1234 a 2016-03-10 14:00:53.893 Paulo
1234 b 2016-04-10 14:00:53.894 lara
1234 c 2016-05-10 14:00:53.895 Giovanna
1234 d 2016-06-10 14:00:53.896 Carolina
1234 e 2016-07-10 14:00:53.897 Nara
1234 f 2016-08-10 14:00:53.898 Sergio
1234 g 2016-03-10 14:00:53.893 Paulo

8 Disponivel em: <http://www.xes-standard.org/>.
® Disponivel em: <WWWw.0penxes.org>.
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<?xml version="1.0" encoding="UTF-8" 2>

<log xes.version="1.0" xes.features="nested-attributes" openxes.version="1.0RCT7">

<extension name="Lifecycle" prefix="lifecycle" uri="http://
<extension name="Time" prefix="time" uri="http://.../time.xesext"/>

.../lifecycle.xesext"/>

<extension name="Concept" prefix="concept" uri="http://.../concept.xesext"/>

<classifier name="Event Name" keys="concept:name"/>

<classifier name=" (Event Name AND Lifecycle transition)" keys="concept:name
lifecycle:transition"/>

<string key="concept:name" value="XES Event Log" />

<trace>

<string key="concept:name" value="1"/>

<event>
<string key="lifecycle:transition" value="start"/>
<string key="concept:name" value="a"/>

<date key="time:timestamp" value="2016-03-10T14:00:

<string key="Responsavel" value="Paulo"/>

</event>

<event>
<string key="lifecycle:transition" value="start"/>
<string key="concept:name" value="b"/>

<date key="time:timestamp" value="2016-04-10T14:00:

<string key="Responsavel" value="Iara"/>

</event>

<event>
<string key="lifecycle:transition" value="start"/>
<string key="concept:name" value="e¢"/>

<date key="time:timestamp" value="2016-05-10T14:00:

<string key="Responsavel" value="Giovanna"/>
</event>
<event>
<string key="lifecycle:transition" value="start"/>
<string key="concept:name" value="d"/>

<date key="time:timestamp" value="2016-06-10T14:00:

<string key="Responsavel" value="Carolina"/>
</event>
<event>
<string key="lifecycle:transition" value="start"/>
<string key="concept:name" value="e"/>

<date key="time:timestamp" value="2016-07-10T14:00:

<string key="Responsavel" value="Nara"/>

</event>

<event>
<string key="lifecycle:transition" value="start"/>
<string key="concept:name" value="g"/>

<date key="time:timestamp" value="2016-08-10T14:00:

<string key="Responsavel" value="Sergio"/>
</event>

</trace>

</log>

Figura 6 — Fragmento de log no formato .XES
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53.
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893-03:00"/>

894-03:00"/>

895-03:00"/>

896-03:00"/>

897-03:00"/>

898-03:00"/>

O plugin do ProM (Convert .csv to .XES) gera o arquivo “XES” exemplificado na

Figura 6, proveniente do log de eventos da Tabela 4. Por padrao, o XES néo descreve um

conjunto fixo de atributos. Identificadores do log sdo definidos como as extensdes (VAN
DER AALST, 2016) . No exemplo “XES”, séo identificadas trés extensoes: Lifecycle,

Time e Concept, e dois classificadores: Event name e Lifecycle transition. O classificador

“Atividade” € evidenciado pelo evento classificador concept:name, o classificador
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“Data_hora” € evidenciado pelo evento classificador time:timestamp e o classificador
“Responsavel” evidenciado pelo evento classificador “responsavel”.
Em um log de eventos, para cada trace existe um evento global que é obrigatorio.

A primeira linha que contém a descricdo Concept:name é o item que define esse evento

no exemplo da Figura 6. Um classificador (Classifier) é definido por qualquer evento e €

g; e € 0 nome do evento, ou seja, considerando que os eventos sdo identificados pelo
nome da atividade, entéo e = #atividade(e), que representa {(1,a), (1,b), (1,c), (1,d), (1,e),
(1,9)}-

Outras ferramentas de mineracdo de processos, como Disco (GUNTHER;
ROZINAT, 2012), Celonis, Minit, Rialto Process (VAN DER AALST, 2016), suportam
o modelo de arquivo “.XES”. O site <xes-standard.org> dispde de mais informacgdes

sobre a sintaxe “.XES”.

3.5 TIPOS DE PROCESSOS: LASANHA E SPAGHETTI

Os modelos de processo em MP podem ser definidos como “lasanha” ou
“spaghetti ”, derivados dos modelos estruturados, ndo estruturados ou semiestruturados.

A analise do modelo lasanha (ou estruturado) produz resultados mais consistentes,
sendo, portanto, 0 mais apropriado para demonstrar gargalos de forma assertiva e
produzindo modelos mais faceis de serem compreendidos. A maioria das técnicas de
mineragdo de processos focam na estrutura dos modelos lasanha.

Ja os modelos do tipo spaghetti sdo derivados de logs que possuem um grande
numero de atividades e diversos caminhos possiveis para se executar um trace. Sdo
modelos mais complexos e dificeis de serem lidos.

De acordo com Kumar et al. (2017), devido a complexidade intrinseca no modelo
spaghetti, a maioria das técnicas de mineracdo de processos nao consegue ser aplicada
sem que seja necessaria uma intervencdo na formatacdo para simplificar o modelo
spaghetti produzido.

Na definigcdo de Aalst (2016), um processo € consistente com o0 modelo lasanha se
pelo menos 80% dos eventos ocorrem de acordo com o planejado.

Com o grande volume de dados oriundos de diversas fontes e contextos, produzir

informacdes que resultem em modelos de processos torna-se um desafio. No entanto, a
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diversificacdo do contexto pode trazer descoberta de conhecimento para as organizacoes.
O desafio é minerar o processo proveniente de contexto de diversas atividades e caminhos
aglomerados. As técnicas de mineracdo de processos precisam evoluir nesse sentido. Um
exemplo dessa necessidade de evolucgdo é a Figura 7, que mostra um modelo de processo
do tipo spaghetti que, apesar de ter sido gerado com dados estruturados, apresenta um
grande conjunto de dados e possui diversos processos, 0 que o torna muito dificil de ser

analisado.

Figura 7— Modelos spaghetti podem ser gerados por informacdes estruturadas

Muitos modelos spaghetti sdo provenientes do cenario de acimulo de dados. De
acordo com Anne (2011), a mineracdo de processos esta mais relacionada a modelos
estruturados, mas pode ser usada com técnicas de mineracdo de dados ndo estruturados
como mineracdo de texto. Diversas técnicas podem auxiliar na mineracdo de textos ndo
estruturados; algoritmos ja consolidados e modelos treinados estdo incorporados em
ferramentas como Weka, Rapdminer, Knime e Pentaho (WITTEN et al. 2016,
BERTHOLD et al. 2016, NAIK; SAMANT, 2016, SOUSA et al. 2015). Essas
ferramentas podem auxiliar na limpeza e tratamento de dados e possuem algoritmos de
treinamento e teste para melhorar modelos, aplicar métricas etc. Falaremos mais dessas

ferramentas e algoritmos na sequéncia.
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3.6 ALGORITMOS DE MINERACAO DE PROCESSOS
NO PROM

Diversos algoritmos para a descoberta do processo em mineracdo de processos
séo propostos na literatura. De acordo com van der Aalst (2016), a mineragéo indutiva
tem como objetivo dividir o log de eventos em sub-logs, e a forma como se dara depende
do operador. Basicamente, o algoritmo inductive miner trabalha de forma a separar o log
de eventos e introduzir os operadores necessarios para formular o modelo. A iteracdo de
separagdo do log de eventos € feita repetidamente. Um exemplo de trace é mostrado na
parte 1 da Figura 8; em seguida, na parte 2, define-se a ilustracdo da separacdo de cada
item agrupado pelo operador; e, na parte 3, é gerado 0 modelo de Rede de Petri.

O resultado do modelo gerado pela técnica de mineracdo indutiva pode ser
convertido para modelos nas notacdes BPMN e Rede de Petri de forma direta dentro da
propria ferramenta do ProM.

O algoritmo inductive miner é um dos poucos implementados na ferramenta que

garantem a solidez do processo.

,,,,,,,,,,,,

i <ab,cdfg> |
| <a,c,dbfg> |
| <ab,d,ceg> i
<a,d,c,b,fg> i

|
|
|
L ______

________________________

Figura 8 — Processo de split do log e geracdo do modelo em Rede de Petri

A Figura 8, na parte 1, contém 5 linhas de um log de eventos denominados traces
ou casos. A arvore representada na parte 2 separa as atividades mais comuns, a e g, sendo

o inicio e o fim de cada trace, seguidas de e ou f; posteriormente cada trace contém as
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atividades b, c e d em ordens distintas, havendo um paralelismo entre as atividades. Os 5

casos do trecho do log e os 30 eventos sdo apresentados na Formula 1.

L=[(a,b,cde g, (abcdfg’, (acdbfg’, (abdceg?!, (adchbfg!]

Formula 1 — Representacdo do log da Figura 8 na parte 1

Além do modelo em Rede de Petri (Petri Net), ha possibilidade de geracdo do
modelo usando a notagdo BPMN.

By = Im(L1) = (a,A\(b,b,d),x(e, ), g)
Formula 2 — Equacéo base para geragdo da arvore

Varios trabalhos apresentam resultados de analises utilizando o plugin inductive
miner e a ferramenta ProM na mineracéo do processo. Em Feeley et al. (2017), os autores
usaram-no para criar 0 modelo de log de eventos de solicitacdo de crédito de clientes no
segmento de banco. Para descobrir o modelo de um dataset treinado (Ghawi, 2016), usa
o0 algoritmo inductive miner do ProM.

A implementacdo no framework ProM com os pacotes que usam o método de
inducdo junto com Rede de Petri para gerar o modelo foi descrita por Leemans et al.
(2013).

3.6.1 Redes de Petri

Uma Rede de Petri € um grafo bipartido com transicdes, posicdes e arcos. A
abordagem de Redes de Petri é descrita por van der Aalst (2016) como a mais antiga
linguagem usada para modelos de processo. Os arcos interligam as posicdes e transicoes.
A transicé@o age sobre os simbolos (tokens) se 0 nimero de simbolos que foi requisitado
aparecer em cada posicédo de entrada.

A distribuicdo dos simbolos sobre as posi¢6es define o estado da Rede de Petri.
Na Figura 9, existe apenas um simbolo, que esta marcado como estado inicial.

uma topologia formada por trés elementos basicos representados por N= (C, T,

G), sendo C um conjunto finito de posi¢des; T um conjunto finito de transi¢cdes de forma
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que CNT = @; e G 0 conjunto de arcos, o qual representa as relagdes do fluxo, sendo que
G < (Cx T)U(T x C) compde o conjunto dos arcos, ou seja, a relacdo do fluxo. Diz-se
que (A, B) comp6e um conjunto marcador das Redes de Petri onde A= (C,T,G) e BS
N(C) € um multiconjunto de C definindo a marcacéao da rede. A Rede de Petri da Figura

9 tem os estados [C], as a¢des [T] e as relacBes do fluxo (G) apresentadas na Férmula 3.

C = {Inicio, c1,c2,c3,c4,c5,fim)

T ={a,b,cdef,g h}

G = {Inicio,a), (a,cl),(a,c2),(c1,b),(c1,c),(c2,4d), (b, c3),(c c3),(d,c4),
(c3,e),(c4,e), (e,¢5),(c5, 1), f,c1), (f, ¢2),(c5, 9), (5, h), (g, fim), (h, fim)}

Formula 3 — Representacdo de transi¢des e sistemas

A transicdo € habilitada se cada uma das posi¢Oes de entrada possui um simbolo.
Na Figura 9, a posicéao de entrada é marcada pelo “Inicio”, neste caso, um multiconjunto
que contém apenas um simbolo. Cada transi¢do da Rede de Petri tem o comportamento
de consumir simbolos e produzir posi¢des, fazendo com que uma posi¢do seja marcada e
ou disparada. Dito isso, na representacdo da imagem citada, temos que a é habilitado a
partir da marcagdo “Inicio”. Em seguida, apés disparar o a, (c1, c2) sdo marcados, neste
caso havendo a o consumo de um simbolo apenas e a producdo de dois. Depois da
marcacdo em (cl, c2), a transicdo a é desabilitada. J& as transicdes b, ¢ e d ficam
habilitadas nas marcagdes de (c1, c2), disparando b em (c2, c3), que sdo marcados, o que
faz com que d continue ativo, mas b e ¢ inativos. A atividade f no modelo apresenta um
loop que possibilita uma infinita sequéncia de disparos para as atividades [inicio] e [fim].

Conforme jé citado, uma das caracteristicas da Rede de Petri € o fato de trabalhar
com marcaces através do consumo e da producdo de simbolos, que podem pertencer a
um multiconjunto. Na definicao de van der Aalst (2016), o0 multiconjunto corresponde a
um conjunto em que cada elemento pode ocorrer n vezes. Se considerarmos a marcagao
inicial da Figura 9 como {Inicio®}, e o disparo for feito por a, a marcagdo muda para
{Inicio*, c1,c2 }, produzindo a marcacdo de a; desta vez, se fizer o disparo de a, uma
vez que ele esta marcado, o conjunto de marcacdo mudara para {Inicio3,c1,c2 }, o que
fara com que a transicéo a seja disparada 5 vezes {c1°, ¢2°}. Como consequéncia, a, b, ¢

e d ficam ativas e podem ser disparadas simultaneamente.
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A Formula 3 contempla a definicdo de transicdo de sistemas, uma abordagem
béasica utilizada na modelagem de processo. Esses modelos sdo comumente criados a
partir de multiconjuntos nos quais os elementos podem ocorrer varias vezes. Por exemplo,
em um multiconjunto com 11 elementos em que 0s 3 conjuntos sdo idénticos
{a,b?,c?,d®,e?,g ¥{a,bb,c?,d,d,d,e?,g}{g,b?,c?,d3,e?,a}, aordem dos
conjuntos nao importa, somente o nimero de ocorréncias de cada um,

SeX={a,b?,c?,d®,e?,g}, entdo X (b)=2 e X (f) = 0. Logo, 0 somatdrio de
(XWY), a diferenca (X/Y), qualquer elemento contido em um multiconjunto faz com que
esta pertenca a X o subconjunto sendo (X<Y), estendendo para diferentes dominios se
necessario. Os operadores sdo aplicados nos conjuntos, garantindo que cada elemento
ocorrera somente uma vez. Por exemplo: {a,b%2}¥ {b,C, g} ={a,b3,c,g}.

Outras caracteristicas das Redes de Petri, como efeito de ocorréncia, redes
elementares, definicdo de sequéncia, definicdo de conflitos etc., sdo descritas em
Marranghello (2005), o trabalho estente uma viséo aplicada em mineracdo de processos
e identifica os trabalhos que contribuiram para a formulagdo do framework de Redes Petri
no ProM. J& no trabalho de van der Aalst (2016), ha definicdes sobre o uso de
multiconjuntos, marcacao dos estados, regras de ativacdo da marcacdo, além de gréafico

de alcance.

transi¢do (transition)

@ posicao (place)

. simbolo (token)

Verificar
cuidadosamente

Pagaa
compensagio

Verificar

Inicio  Registrar casualmente
requisi¢io
Rejeita a

requisi¢do

Reiniciaa
requisicao

Figura 9 — Representacdo grafica de uma Rede de Petri
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Os conceitos fundamentais de Redes de Petri sdo comumente usados nos modelos
de notagdo BPMN, EPCs, UML, entre outros, pois estes usam a semantica baseada em
tokens. Isso ocorre devido ao fato de haver muitas ferramentas que possibilitam a
transformacao de Rede de Petri nesses modelos e vice-versa (VAN DER AALST, 2015).

Na Figura 10, tem-se a representacdo de trés modelos (Modelo A, Modelo B e
Modelo C), os quais foram gerados pela ferramenta ProM a partir do arquivo
transformado para “. XES”. Para cria-los, trés plugins foram utilizados: Redes de Petri
(Modelo A), BPMN (Modelo B) e EPC (Modelo C). Primeiramente, o Modelo A, que
usa o plugin de Redes de Petri, foi criado e, em seguida, usado para transformar o Modelo

A nos modelos: Modelo B e Modelo C.

---------------------------------------------------------------------------------------------------------------------

Modelo A b e
®_> d c g @
d f

Figura 10 — Transformacéo Petri Net usando o ProM

3.6.2 Algoritmo Inductive Miner (IM)

Nesta subsecdo, introduziremos o algoritmo Inductive Miner (IM), um dos
principais algoritmos de descoberta de processos. O IM usa a abordagem de divisdo e
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conquista, dividindo o log de eventos de forma recursiva em sublogs (LEEMANS et al.
2013).

Sendo assim, supondo um cenario em que existam dois grupos de atividades x e
Y, sendo o grupo x precedido pelo grupo ¥, mas nunca ao contrario, diz-se que esse
grupo esta em uma relagdo sequencial. O log de eventos seré dividido em dois grupos e
novas escolhas serdo feitas considerando concorréncias e lagos, até que reste apenas uma
atividade.

O IM é um dos poucos algoritmos de descoberta de processo que garantem a
solidez e a adequacéo, além de produzir o modelo do processo considerando todo o log
de eventos (LEEMANS et al. 2013). O algoritmo IM trabalha de forma a fazer o split no
log de eventos; em seguida, detecta o operador que descreve o split e continua o processo
no sublog.

Na literatura, existem outros algoritmos de descoberta do processo. Um exemplo
é o a-algorithm (VAN DER AALST et al. 2004), um dos primeiros algoritmos de
descoberta, que impulsionou os demais. De acordo com LEEMANS et al. (2013), o IM
foi capaz de identificar transicdes no modelo onde o a-algorithm falhou.

O IM consiste na abordagem que considera o sequencial das atividades do
processo em que o sequencial retorna uma arvore especifica, além de produzir o modelo
do processo considerando todo o log de eventos.

De acordo com van der Aalst (2016), as tecnicas cuja abordagem trabalha com

arvores sdo mais robustas e auxiliam na resolucdo de anomalias como:

e Deadlock: travamentos em determinados estados em que outras agdes ou grupos
ficam esperando uma resposta de um processo que foi blogueado.
e Livelock: similar ao Deadlock, com a diferenca de que o estado do travamento

muda constantemente.

Deadlock e Livelock s&o problemas comuns em modelos de Redes de Petri, WF-
nets, BPMN, EPCs, YAWL e diagrama de atividades da UML. Uma caracteristica do
Inductive Miner é o fato de conseguir produzir um modelo de processo com
caracteristicas de todo o log de eventos. Isso ocorre devido ao IM trabalhar com modelo
estruturado em blocos; além disso, os modelos tendem a ser mais simples (LEEMANS et
al. 2013). Assumindo que o algoritmo é deterministico, uma arvore P € avaliada como
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redescoberta se segue o log de eventos E tal que P, E (IM(E)) = M(P), se para cada
atividade de P apresentada no log com atividade inicial e final em P existir um trace
iniciando e finalizando.
Nas arvores de decisdo, além dos operadores de concorréncia (A) e loop (U), os
operadores de sequéncia (—) e exclusividade (x) podem ser inseridos.

A Figura 11 demonstra os dois processos, 0s quais sao representados por: Zrd =
U (A (a,b)A (c,d)) e Zpar =A (U (a,¢), U (b,d), que representam comportamentos
distintos, mas o direcionamento e a sequéncia para os graficos sdo idénticos tanto para o
loop (U,{a, b} {c,d}) quanto para o paralelismo (A,{a,b},{c,d}). Esse tipo de
abordagem néo permite distingdo dos dois processos, mas van der Aalst et al. (2016)
descrevem que, para a maioria dos casos, o grafico de segmento direto é suficiente e
garante a aptiddo. A aptiddo é um dos indicadores altamente representativos na literatura

como forma de avaliar um algoritmo de descoberta e modelagem de processo.

Zrd Zpar
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Figura 11 — Arvores de processo

Nesse exemplo, o IM seleciona o operador paralelo da expressédo (A, {a, b}, {c,d})
e retorna o Zpar, que representa os traces [a,b,c,a] e [a,c,b,d,b], 0s quais ndo sdo possiveis
em Zrd.

Um ponto negativo do IM é que ele pode gerar modelos com underfitting se o log
de eventos ndo possuir atividades repetidas. O problema de underfitting generaliza
modelos, criando mais comportamentos do que o log efetivamente possui (VAN DER
AALST et al. 2010).

Além do underfitting, outros problemas, como overfitting, podem afetar o modelo
gerado. Algumas variagdes acopladas a técnica de 1M, vastamente estudada na literatura,

séo apresentadas na Tabela 5.

38



O IM ¢é uma das trés técnicas definidas em Leemans et al. (2014) que trabalham
com a descoberta de processos; as outras duas séo definidas como IMi-C e ILP-c e estdo
inseridas no plugin de mineracao de processos ILP (Integer Linear Programming) (VAN
DER AALST, 2016). A abordagem que consiste na otimizacdo de problema é baseada
diretamente em frequéncia (directly-follows). Cada uma dessas técnicas possui um
conjunto de caracteristicas as quais sdo definidas como:

e IM: caracterizado como rapido, garante a solidez e a aptiddo do processo,
além de permitir filtragem de ruidos.

e ILP: permite semantica, disponibiliza 6tima adequacédo e precisdo, mas
ndo garante solidez do modelo.

e DF: ndo fornecem semantica e ndo trabalham com paralelismo, sdo

rapidos e permitem filtragem.

Tabela 5 — Variagdes do IM

| Algoritmo variacéo ‘ Caracteristicas

Considera a frequéncia das atividades do log e tem por

IMF: frequency objetivo demonstrar o comportamento principal.

Trata 0 comportamento excepcional de completude do log

IMC: incompleteness através das relacdes de atividade probabilistica.

IMD: directly-follows based VariacOes para o IM, IMF e IMC para melhorar a acurécia.

IMFD: infrequent — directly-
follows based VariagOes para o IM, IMF e IMC para melhorar a acuracia.

IMCD: incompleteness —
directly-follows based VariagOes para o IM, IMF e IMC para melhorar a acuracia.

3.6.3 Petri Net With Inductive Miner

Internamente, o IM trabalha com arvore de decisdo e ndo com Rede de Petri. A
Rede de Petri é formada a partir de representagéo de blocos, e, a partir dos operadores, 0s
blocos sdo definidos. Na Figura 12, o trace de {1...7} é representado no topo, como arvore,
e os operadores concorréncia (A) e exclusividade (x) sdo representados nos blocos da
Rede de Petri, na parte inferior da figura.
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Figura 12 — Arvore de decisdo e Petri Net com o mesmo trace

3.7 REPLAY A LOG ON PETRI NET FOR
CONFORMANCE ANALYSIS

Neste item, falaremos um pouco sobre o plugin usado para avaliar a conformidade
em mineragédo de processos através do modelo Petri Net.

A verificagdo de conformidade é uma das subdivisdes da area de mineragdo de
processos que avalia formas de medir a conformidade entre o log de eventos e 0 modelo
do processo, sendo importante para o alinhamento do negécio e auditoria. Existem quatro
dimensGes em que a area de mineracdo de processo contribui para mensurar a qualidade;
elas sdo representadas na Figura 13. A aptiddo mede os desvios no log de eventos de
acordo com o modelo, logo, é uma das principais métricas para verificacdo de
conformidade (VAN DER AALST et al. 2016).

A aptidao trabalha de forma a verificar o alinhamento entre o log e 0 modelo. Diz-
se que o modelo esta perfeitamente apto se 0 modelo e o trace do log estiverem em

perfeita equalizacgéo.
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Figura 13 — Dimens0es de qualidade

Para mensurar o alinhamento entre 0 modelo e o log em mineracgéo de processos,
os desvios sdo capturados para que seja calculada a aptidao entre ambos. Os movimentos
sdo medidos a fim de capturar os desvios. Para ilustrar, considere 0 modelo da Figura 8,
parte 3, e os seguintes traces: t1={ a,b,c,d,e,g }; t2= {a,b,c,e,g} e t3 ={a,b,c,d,e,f,g}. Isso
produz o resultado da Tabela 6, em que P1 possui um alinhamento perfeito entre o log e
0 modelo, ou seja, as atividades de tlestdo de acordo tanto com o trace quanto com o log.
Diferentemente de P2 e P3, que apresentam desvios de acordo com t2 e t3. Em P2, a
atividade “d” sé existe no trace, enquanto em P3 a atividade “f” s6 existe no modelo. Em
resumo, P1, na Tabela 6, representa 100% de aptidao entre o modelo e o trace, enquanto

P2 e P3 contém desvios.

Tabela 6 — Alinhamento entre trace e modelo

Modelo

Modelo

Os dois tipos de desvios observados na Tabela 6 sdo penalizados, sendo calculados

custos para ambos. Considere-se apenas o trace {a,b,c,d,e,g} para fins de exemplificacao.
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Esse trace, com o0 modelo da Figura 14, gera o resultado dos traces e do modelo na Tabela

7. Todos os caminhos foram representados; dependendo do caminho a ser seguido, a

comparacdo é feita entre 0 modelo e o log, e os eventos sdo descritos. Quando este ndo

esta de acordo, ou seja, ndo bate, o simbolo “>>" ¢ inserido para esse evento, seja para 0

modelo, seja para o trace. Feito isso, verifica-se que, no log, temos as atividades “a” e

“g” para todos os P, enquanto a atividade “c”” somente aparece ou no log ou no trace. I1sso

depende do caminho que seguird no modelo, sendo possivel, apos o “a”, seguir trés op¢des

que se encotram ilustradas na Figura 14 , as quais geram 0s eventos que sao descritos na

Tabela 7.

Tabela 7 — Log e trace

Trace |a b ¢ d >> e >> g [@INGAGIE]

=4Replay fitness = 0.67

4 f—
Trace | a >> P INGICusto total =4|Replay fitness
ol T n el ol ¢ 1 4] 1-—2 =067
6+6
Custo total =2|Replay fitness
2 —
Modelo|a | c | b |>>|d | e | g 1-—=083
T T T T T T T T T T T T T T T T T T T |
i :
I |
; o} O O PO e
I |
ICEE O~ OrLa Ol e >
' I
|

| b d e |
i ORle Ol O |
! |
| I
! |

Figura 14 — Modelo Petri Net com seis atividades
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Na Tabela 7, em P11, o custo do movimento do log é igual a 6 para o trace
{a,b,c,d,e,g} e o custo do modelo também é 6 para esse exemplo, totalizando um custo
de movimento igual a 12. O procedimento ocorre para P22 e P33, sendo o valor total de
movimento igual para os trés.

Porém, o custo total entre 0 modelo e o log ndo permite avaliar o sincronismo
entre ambos. Para isso, considera-se o alinhamento entre o log e 0 modelo, o qual é
calculado de acordo com custo do movimento entre eles (log e modelo). No exemplo dado,
0 custo calculado entre 0 modelo e os traces de log foi dado por al=4; b1=4; c1=2.

Para calcular a aptiddo, é necessario normalizar o custo do alinhamento para
valores entre 0 (zero) e 1 (um), em que 1 é o melhor resultado e 0 é o pior resultado. O
pior resultado € dado quando ndo ha nenhum sincronismo entre 0 modelo e o log. Na
primeira tabela, temos o custo = 4, entdo 1-4 / 6+6 = 0.67; na segunda tabela, temos o
custo = 4, entdo 1-4 / 6+6 = 0.67; na terceira tabela temos o custo = 2, entdo 1-2 / 6+6 =
0.83.

Na definicdo de van der Aalst et at. (2016), o calculo da aptidao (fitness) do log
com o modelo considera os tokens consumidos e os tokens perdidos na execucédo do log
de eventos. Para exemplificar, considere p,, o como o numero de tokens da execugao do
log o em N, sendo cy, g, my, g, 1y, o representados por my, o € que representa o nimero
de tokens perdidos quando se executa ¢ em N. A definicdo da aptiddo do log de eventos
L no WF-NET N é definida, na Férmula 4, por:

2
Formula 4 — Calculo da aptiddo no WF-NET

_ 1 Soel @) x my, 0\ 1 Yoel 9 x 1y, 0
fitness(L,N) = =(1— —
2 Yoel L9 x ¢y, 0 oel L9 x py, 0

Onde ZoeL ™ x my,o = Total de tokens perdidos ao reproduzir o log de
eventos calculado na entrada da leitura, sendo L(o) a frequéncia do trace o e my,c 0
numero de tokens perdidos para cada instancia de o. O valor da aptiddo estaentre O e 1,
em que 0 é o pior resultado, ou seja, em caso de valor zero, nenhum token é consumido e
todos os tokens produzidos foram perdidos. Por outro lado, o valor 1 indica a aptiddo
perfeita, em que todos os tokens podem ser reproduzidos. A aptiddo (L, N) é focada nos

tokens locais, e, por conveniéncia sera considerada como a medida dos eventos.
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A medida de 80% de aptiddo é considerada por van der Aalst (2011a) uma boa
métrica. Nessa definicdo, se considerarmos o exemplo da Tabela 7, apenas o trace P33
estd com uma métrica boa e, na média de (P11+ P22+ P33), soma menos de 73%,

indicando uma meétrica de aptiddao do modelo com o log abaixo do esperado na defini¢éo.

3.8 MINERACAO/TRATAMENTO DE TEXTO

Neste trabalho, usamos técnicas de tratamento de texto para padronizacgdo do log
de eventos, colocando-o no formato adequado ou requerido para a mineragao de processos.
Consideramos 0 mapeamento das categorias de acordo com o processo levantado.

Neste item, descreveremos os métodos e ferramentas usadas para tratamento de

texto, as quais foram utilizadas neste trabalho.

3.8.1 Transformacao e classificacédo do texto

O objetivo da mineracdo de processos é descobrir o que de fato estd sendo
executado na visdo do dado. A descoberta do modelo deriva do log de eventos. Para
possibilitar a geracdo do modelo a partir do log, uma estrutura de padronizacdo €
requerida. O desafio aumenta quando ha necessidade de tratar o texto a fim de mapear e
descobrir as atividades, categorizando-as para modelar os caminhos e, assim, permitir a
geracdo do modelo quando o log de dados nédo é estruturado ou semiestruturado.

Nesse contexto, as técnicas de classificacdo de texto auxiliam na estrutura
necessaria. Com o uso das técnicas de classificacdo de documentos de linguagem natural,
é possivel categorizar e rotular as tarefas requeridas para padronizacao do log de dados.
Para Lan et al. (2009), o processo de classificacdo de texto é crucial para permitir o
reconhecimento pelo computador possibilitando que a méaquina classifique o texto.

Um documento de texto é composto por uma colecdo de palavras que podem ser
representadas por um modelo de espaco vetorial ou um saco de palavras (bag of words).
Nos experimentos executados neste trabalho, primeiramente efetuou-se o tratamento do
texto para melhorar a adequacdo do tageamento das palavras; em seguida, o texto foi

transferido para um vetor de palavras.
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3.8.2 Extracao de informacéo

A decomposicao do texto é uma tarefa que possibilita a extracdo de contedo para
formatar os atributos em vetores. Uma das formas mais comuns de decomposi¢éo do texto
é em palavras (WITTEN et al. 2016). Paragrafos, sentencas, frases e atributos numéricos
sdo outras possibilidades.

A extracdo de texto requer algumas ac¢des que auxiliam os métodos a trabalharem

com o texto de forma equalizada. Por exemplo:

Tokenizacdo: transforma o texto em termos.

o Exemplos de termos => [“cancelamento”, “de”, “matricula”,” fora”, “do”,”
prazo”]

e Normalizacdo: remoc¢do de acentos, pontos, nimeros, adequacdo do texto em
letras minusculas etc.

e Remocéo de stop words: remover as preposicdes, 0s pronomes e as palavras sem
significado relevante no contexto.

e Stemming: elimina o plural das palavras ou equaliza os termos de acordo com a

raiz gramatical.

Uma forma de equalizar a tokenizacdo do texto é atraves do word count. A
frequéncia das palavras pode ser usada para avaliar aquelas mais frequentes, modelando
seu uso ou a sua exclusdo do contexto. Inicialmente, no nosso estudo, usamos o word
count para efetuar o agrupamento das palavras, o que ajudou a identificar no texto as
palavras com erros de escrita. Foi feita uma correcdo no texto de origem antes de aplicar

os algoritmos de classificacgao.

3.8.3 Classificacdo do texto com TF-IDF

Frequéncia vem do termo em inglés term frequency (TF). Uma medida
amplamente utilizada na recuperacao da informacéo € o TF-IDF (WITTEN et al. 2016).
A medida depende de qudo comum uma determinada palavra aparece em um determinado

documento, ou seja, verifica-se 0 quanto o texto é frequente de acordo com o resto do
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documento. A medida do TF-IDF é tipicamente representada na Formula 5, em que o TF
conta 0 numero de vezes que uma palavra aparece em um documento; na Férmula 5, o

TF é multiplicado pelo IDF, retornando um termo t.

N? de documentos )

idf (t =1 (
idf (termo) = log N2 de documentos com o termo

Formula 5 — Frequéncia do termo — Frequéncia inversa do termo

A Tabela 8 mostra um exemplo de como a frequéncia de cada classe aparece no
texto. Os dados sdo de trés processos da classe “autorizar cursar menos de 6 créditos”,
cada coluna representa um vetor e nela aparece a frequéncia da palavra usada em cada

linha do texto para um determinado processo.

Tabela 8 — Frequéncia e termos

CLASSE requerim créditos

eID ento

inscricao em menos seis

1:2 0 1 1 0 1 1 1

1:3 2 1 0 0 1 1 1

O TF-IDF é um algoritmo eficiente para encontrar palavras que estdo em uma
colecdo de documentos, mas ha limitacdes para trabalhar com os sinénimos ou plurais de
palavras (RAMOQOS, 2003). Em experimento efetuado, identificou-se que as palavras “drug”

e “drugs” foram inseridas em duas categorias.

3.8.4 Weka data mining

Weka (Waikato Environment for Knowledge Analysis) ou (Waikato Ambiente
para Analise de Conhecimento) é uma ferramenta de mineracdo de dados desenvolvida
na linguagem Java mantida por um projeto de software livre na universidade de Waikato.
O Weka incorpora uma colecao de algoritmos de aprendizado de maquina dentre outros.

A colecdo de algoritmos permite pré-processamento de dados, classificacéo,

regressdo, agrupamento, regras de associagéo e visualizacéo.
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Com a colecdo de algoritmos que a ferramenta Weka possui, ha muitas

possiblidades de tratamento de dados. Witten et al. (2016) destacam:

e Uso de modelos de aprendizado para descobrir mais sobre os dados.

e Possibilidade de prever novas instancias com a aplicagdo de modelos de
aprendizado.

e Aplicagéo de comparagdes entre modelos diferentes, comparacao de desempenho

e uso das métricas para gerar novos modelos de previsao.

O kit de ferramentas do Weka é parametrizavel, o que facilita a escolha e a
configuracdo de algoritmos; a suite do Weka possibilita, ainda, a implementacdo de
algoritmos proprios integrando com os algoritmos existentes na ferramenta. A Figura 15
mostra a tela de input principal da ferramenta ao utilizar um conjunto de dados. Apos o
input, muitas opcOes parametrizaveis sdo disponibilizadas.

As configuragdes e customizagdes da ferramenta tém por objetivo ajudar a descobrir
mais sobre os dados tratados, o que é um problema do KDD vastamente discutido na area
de mineracdo de dados. A ferramenta Weka possui algoritmos de aprendizado
supervisionado e ndo supervisionado. Nos proximos topicos, falaremos mais sobre alguns
algoritmos utilizados neste trabalho e suas respectivas configuragdes, como o KNN (K-

Nearest Neighbor Algorithm), a arvore de decisdo e o Naive Bayes.

©) Weka Explorer
Preprocess | Classity | Cluster | Associate | Select atrioutes | Visualize | Auto-WEK |

. Open file. ] Open URL. I Open DB. I Generate. ] Undo ] L Edit ] Save. ]

Filter
Choose | StringToWWord\ector -R first-last -y 1000 -prune-rate -1.0 -T -1 -N 0 -stermmer weka.care.stermers. NullStemmmer - stapwards-handler weka.care. stopuards.Null -M 1 -takenizer "weka.core takenizers WordTaken | Apply

Current relation Selected attribute

Relation: sap2-wek: i py-R1 i Aftributes: 598 Name: classeN Type: Nominal
Instances: 10381 Sum of weights: 10391 Missing: 0 (0%) Distinct: 25 Unique: 0 (0%)
Aftributes No. | Label | Count | weignt
79 Outros’ GEL 64510
20 RevalidaA§AZo de diploma 0 00
[ Al I None J ( Invert I 1 Pattern | 21 RevisA£o de Prova 2 250
22 SequndaChamadadeProva 49 490
No | Name ] 23 Segundavia de Diploma 18 180
24 Sobrepor Horkirio 83 830
L unidaden | 25 Trancamento de disciplina 809 8090
26 Trancamento do perA-odo fora 276 276.0 W
3L ateracao 27 TransferA*ncia 08 3050
4 attercao
5 J carater =
6] correcao | Cass: classeN (Nom) [ visualize A |
70 de
8 [J disciplina
9 dre e
0
110 em
12 [ frequencia
13 L grau
14 L) gravidez pkel)

15 no 1130
16| | nota v
788 209
481
e M B e W o2 s .

Figura 15 — Tela inicial do Weka para input de dados
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Ha muitas possibilidades de parametrizacdes na suite do Weka no que diz respeito

aos pardmetros de configuracdo, as caracteristicas de importacdo e transformacdo dos

dados e as possibilidades de filtragem. Mais informacdes podem ser obtidas no link° do

projeto, que recebe contribuicdo de diversas areas de estudo por ser uma ferramenta de

cddigo aberto.

Ainda sobre as possibilidades de visualizagdo dos dados, a Tabela 9 apresenta um

exemplo de como de saida dos termos e das frequéncias de uma determinada classe. No

exemplo tem-se 0 agrupamento da classe por unidade e a frequéncia dos termos que nela

ocorre.
Tabela 9 — Exemplo de planilha com TF-IDF do Weka

unidadeN classeN alteracao altercao carater correcao de
36000000 Outros 0.0 1.0 0.0 1.0 1.0
36000000 Transferéncia 0.0 0.0 0.0 0.0 1.0
36020000 Inscricao em disciplina fora do prazo 0.0 0.0 0.0 0.0 0.0
36020000 Estagio fora do prazo 1.0 0.0 0.0 1.0 1.0
36000000 Transferéncia 0.0 0.0 0.0 0.0 1.0
36010000 Dispensa de Disciplina 0.0 0.0 0.0 0.0 1.0

3.8.4.1 Configuracdo de pardmetros

A configuracdo dos parametros € um processo importante. As opgdes escolhidas

para o tratamento do texto, como configuracdo de lista de palavras, stop word, entre outras,

sdo etapas a serem definidas. A Tabela 11 e a Tabela 12 apresentam as configuracdes

utilizadas no Weka e no scikit-learn, nas etapas de pré-processamento e classificacao do

texto.

3.8.5 Rapidminer

10 Disponivel em: <https://www.cs.waikato.ac.nz/ml/Weka/index.html>.
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O Rapidminer é uma ferramenta de mineracdo de dados que possui uma suite de
diversos algoritmos de aprendizado de maquina e mineracdo de dados. A plataforma,
apesar de ser comercializada, possui uma plataforma gratuita. Recentemente, o plugin
rapidProM*! foi inserido em sua suite.

O rapidProM possibilita a analise de workflows cientificos para mineracdo de
processos (BOLT et al. 2016) com a construcéo do processo efetuado em blocos, em que

sS40 necessarios:

¢ Input de eventos em formatos .csv, ou .xes.
e Construcdo do modelo (EPC, BPMN, Petri Net).
e Analise da conformidade do modelo construido.

e Meétricas sdo demonstradas.

Além de o Rapidminer trabalhar com modelos complexos de mineracdo de
processos, sua suite permite, ainda, que eles sejam usados e reusados. Isso beneficia a
area de mineracdo de processos e possibilita treinar os modelos para, a partir destes, criar
outros novos (VAN DER AALST et al. 2017). A Figura 16 ilustra a arquitetura da
ferramenta. Nem todos os plugins do ProM encontram-se disponiveis, mas os de
modelagem mais usados e o de avaliacdo da conformidade (conformance checking) estéo

acoplados e disponiveis.

1 @ ropid I

o /
ProM Plug-in(s) :J RM Operator(s)
ProM Object(s) ——— RM Object(s)
ProM Visualizer(s) ———=> RM Renderer(s)
m Q))) rapidminer
AN / N .

Figura 16 — Arquitetura do rapidProM

1 http://www.rapidprom.org/
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3.8.6 Python scikit-learn

Biblioteca de aprendizado de maquina da linguagem Python, o scikit-learn possui
diversos algoritmos de classificagdo regressao e agrupamento. Os algoritmos de selecédo
de modelos oferecem esquemas de validacdo cruzada, entre eles o k-folder padréo, o k-
folder estratificado e o leave-one-out (BUITINCK et al. 2013).

A biblioteca permite ainda efetuar o split de dados com combinacdo de treino e
teste gerados a partir da Otica da validacdo cruzada. Com as funcionalidades
GridSearchCV e RandomizedSearchCV, ajusta-se o conjunto de dados de treinamento e
0 desempenho € avaliado no conjunto de validacéo.

O conjunto de técnicas da biblioteca possui configuracdes de pré-processamento,
incluindo o TF-IDF, que extrai features de um texto. A etapa de pré-processamento

também inclui a formatacéo e normalizacdo dos dados para vetores numeéricos.

3.8.7 Algoritmos para avaliacdo do texto

Para avaliar a classificagdo do texto, trés algoritmos foram testados e as métricas
foram usadas para melhorar a adequacdo das classes com o uso dos algoritmos de
classificacdo, definidos como classificadores. Aplicando o modelo ou uma funcéo
aprendida, a classificacdo rotula automaticamente novas instancias identificadas em um
conjunto de dados. O modelo identifica e baseia a saida no modelo de treinamento.
Diversos algoritmos classificadores séo apresentados na literatura e podem ser definidos
como arvores de decisio (MONARD; BARANAUSKAS, 2003), baseados em regras
(BLUM; MITCHELL, 1998), redes neurais artificiais ou modelos probabilisticos
(bayesianos). Na classificacdo do texto e categorizacdo das classes dos documentos
utilizados a partir de um conjunto de documentos que definem os tipos de processos,
incluindo unidades as quais eles pertencem, trés modelos populares de aprendizado de

maquina foram testadas. Os classificadores sao:
o K-Nearest Neighbors (KNN): algoritmo classificador que trabalha com o

objetivo de rotular a classificacdo de uma amostra a partir do vizinho mais

proximo. Para a sua implementac&o, requerem-se o valor do K e a distancia.

50



D= \/(xl + yl)z + ot (g + Yn)z = \/Z?:l(xi - yi)z

Formula 6 — Distancia euclidiana

Na Formula 6, a distancia de X = (x1, ..., xn) e Y = (y1, ..., yn) sdo dois pontos
n-dimensionais representados na Figura 17, que mostra uma nova entrada a ser
classificada definida na nuvem em cor preta. A distancia a ser calculada possui o valor

em X, e y considera 0s pontos verde e azul.

3

.....

|
o 0
1

o 0

_____

>
»

Figura 17 — Exemplo de classificagdo com dois rétulos de classe e k=8

Para casos em que o conjunto de dados é grande, 0 KNN procura os padrdes de K
mais proximos em todo o espaco (KRAMER, 2013). E necessario definir a medida de

similaridade.

o Naive Bayes: frequentemente usado em tarefas que resolvem problemas de
classificacdo de texto, o algoritmo Naive Bayes é um classificador bayesiano
capaz de prever estatisticamente a probabilidade de um registro pertencer a uma
determinada classe. O principal foco do algoritmo Naive Bayes é fornecer a base
para algoritmos que se baseiam em probabilidades em relacdo a um conjunto de
dados, mas sua aplicacdo também se estende para algoritmos que nédo trabalham

explicitamente com probabilidade. Uma das caracteristicas € o fato de possuir
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dependéncia naive em relacdo a outras features, ou seja, o classificador parte do

principio que os atributos sdo independentes.

A probabilidade processada pelo Naive Bayes é dada por P(c|d) para que um
documento seja pertencente a uma determinada classe a partir da probabilidade a priori
da classe dada por P(c). A probabilidade a priori de P(c) define se o documento é da
classe a partir das probabilidades condicionais dadas por P(tx|c) se 0 termo t;, ocorrer
em um documento da mesma classe. A probabilidade a priori representa a probabilidade
em D para a classificacdo de uma determinada classe da base de dados possuir os termos
“reprovagdo” e “exclusdo”. O vocabulario é extraido a partir da funcdo de treinamento,
obtendo-se o grupo de documentos D, que representa a probabilidade total. A partir disso,
um vetor de probabilidades a priori divide o nimero de documentos de cada classe; entéo,
0 Naive Bayes faz o trabalho de classificacao, estimando o P(c|d) para todas as classes
existentes na base de dados e rotulando-as na categoria mais provavel. Ao ganho

computacional do Naive Bayes, € atribuida a funcdo P(D|C).

P(D|C) P(C)
P(D)

Formula 7 — Teorema de Bayes

P(C|D) =

Na Foérmula 7, o Teorema de Bayes considera que P(CeD = P(DeC(C), em
que P(D) determina a probabilidade total. A probabilidade a priori é dada por P(C), e
essa probabilidade é modificada pelo experimento. A probabilidade a posteriori €
representada por P(C|D), também chamada de nivel de crenga definida ap0s a realizacéo

do experimento.

e Arvores de decisdo (AD): arvore de decisdo é um tipo de classificador com
desempenho geralmente bom que possui grande apatia de uso na literatura pelo
fato de seu funcionamento interno ser facil de entender, ja que apresenta decisGes
relacionadas aos atributos dos itens analisados. E um classificador que utiliza do
paradigma bottom-up, cujas caracteristicas sdo: 1) os termos pertencentes a um
objeto sdo representados por uma colecao fixa e 2) o numero de classes pode ser

definida a priori. A classificacao a priori possibilitaa modelagem da classificacéo,
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tanto em treinamento supervisionado quanto em treinamento nao supervisionado.
O treinamento ndo supervisionado ocorre quando ha a definicdo do modelo de
treinamento de forma automatica, usando método de inducdo. Os métodos de
inducdo trabalham com a associacdo de uma hipotese baseada em outra a partir de
bias indutivo.
A Figura 18 mostra uma éarvore de decisdo com estrutura de:
o Folha(s) que indicam uma classe;
o no(s) de decisdo, que representam a(s) estrutura(s) que define(m) algum
tipo de teste sobre atributo, valor especifico ou subconjunto de atributos,
que podem ser determinados como ramos e subarvores para cada um dos

valores possiveis de teste.

O no de decisdo inicializa no processo raiz. Na Figura 18, 0 né de decisdo pode
ser representado por “aplicagdes” ou “saldo em conta corrente”; na sequéncia, cada
resultado do teste de decisdo é contemplado iniciando-se pela raiz da subarvore. Vérias
arvores distintas podem ser geradas a partir de um conjunto de dados. Dependendo do né

escolhido, o caminho pode ficar mais extenso.

Saldo em conta corrente

Positivo Negativo
/
Cliente sem risco
Sim Nio
AN
Cliente sem risco Cliente com risco

Figura 18 — Exemplo de uma arvore de deciséo
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Algoritmos como CART e C4.5 sdo exemplos de algoritmos de indugéo baseados
em arvore de decisdo (DRAZIN; MONTAG, 2012).

Quando o conjunto de dados é muito grande, a construcao da arvore percorrendo
todos os n6s da mesma classe pode ser um processo complexo e, assim, gerar um conjunto
preditivo ruim. Nesse caso, o resultado pode ser obtido através de uso de outliers e ruido
pelo fato de o algoritmo memorizar uma determinada classe, e, com isso, pode gerar um
resultado preditivo ruim. O ideal é que o modelo possibilite a generalizacdo das amostras
de treinamento para uma funcgdo subjacente que possibilite respostas razoaveis para novas
entradas (REED, 1993).

Para o contexto da utilizacdo de outliers e ruido, as arvores podem ser podadas. E
nesse contexto, pode-se usar a abordagem de pré-poda (prepruning) que possibilita a
interrupcdo da construcdo da arvore. Essa possibilidade requer a atribuicdo de limites
quanto as caracteristicas de profundidade da arvore. Outra técnica definida é a pos-
remocdo (postpruning), que substitui as subarvores por ramificacGes, trabalhando de
baixo para cima da arvore e calculando a probabilidade dos nos folhas. Os nds folhas sdo
comparados entre 0s nds irmaos e a diferencga € podada. O erro estimado de cada n6 filho
é calculado e usado para derivar o erro total do né pai; o0 no pai €, entdo, removido de
acordo com a frequéncia relativa dos nos filhos. A Formula 8 mostra a equacéo do calculo
da estimativa de erro, em que E representa o0 erro estimado, e sdo 0s exemplos
classificados erradamente dado um determinado no, N sdo os exemplos que alcangam o

no6 determinado e m representa todos 0s exemplos do conjunto de treinamento.

e +1
“N+m
Férmula 8 — Célculo da estimativa de erros

Conforme citado, as arvores de decisdo possuem grande utilizacdo nos métodos
de classificacdo, portanto, sua implementacdo esta disponivel em diversas ferramentas,
como Weka (DRAZIN; MONTAG, 2012), ProM, Rapidminer (BHARGAVA et al. 2013)
e na biblioteca do scikit-learn do Python (BUITINCK et al. 2013).
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3.8.8 Matrix de confusao

A matriz de confusdo é produzida pelo output do classificador, e demonstra o0s
valores reais e preditos de um algoritmo de classificacao.

O detalhamento da matriz de confusdo permite uma visualizacdo detalhada de
como o classificador se comportou na classificacdo dos dados (HAN et al. 2011). O
output mostra com detalhes o reconhecimento de diferentes tuplas. A Tabela 10
demonstra um exemplo do resultado da matriz de confuséo para trés classes. Para cada
uma das classes, temos o valor da classe atual e o valor da predicdo da classe. Para a
classe “Alteracdo de Grau”, existem 10 tuplas classificadas como “Alteragdo de Grau”,
as quais sdo também classificadas na predicdo, representando, portanto, 100% da
classificacdo. Para a classe “Cancelamento de Matricula”, o classificador indicou na
predicdo uma classe como pertencente a de “Alteracdo de Grau”. Na terceira classe do
exemplo, representada por “Inclusdo de Grau”, o classificador indicou na predicdo que

quatro classes pertencem a “Alteracao de Grau”.

Tabela 10 — Exemplo de matriz de confusdo

Predi¢do da Classe

Alteracdo de Cancelamento de  Inclusio de
grau Matricula Grau

Alteracio de Gran

Cancelamento de
Matricula

Classe Atual

Inclasio de Gran

Na diagonal da matriz de confusdo da Tabela 10, s&o destacados em negrito 0s

valores classificados corretamente para cada classe.
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4 PROPOSTA DE AVALIACAO DA
CONFORMIDADE

Nossa abordagem para avaliagdo da conformidade do log de eventos em
mineracdo de processos engloba dois momentos: o primeiro € o alinhamento do log ndo
estruturado para adequagdo do input necessario; o segundo é a avaliacdo dos modelos
produzidos por esse log que foi tratado. O nosso objetivo principal € mensurar a saida dos
modelos gerados, uma vez que usamos técnicas de mineracao e adequacdo de dados para
tratar as entradas.

Neste capitulo, descrevemos a abordagem utilizada para analisar os dados e,

posteriormente, criar os modelos e avaliar a conformidade do log com o modelo gerado.

4.1 TRATAMENTO DOS DADOS/ADEQUACAO DE
ENTRADA

Como visto no item 3.4, a estrutura requerida no ProM para a mineracdo de
processos é um log de eventos estruturado. Outras ferramentas, como Disco (GUNTHER;
ROZINAT, 2012), Celonis e Minit (VAN DER AALST, 2016) também possuem esses
requisitos de log estruturado, seguindo o padrdo de uma instancia e os tracos (traces)
definidos. De fato, nem todas as aplicacdes apresentam o padrdo requerido, e, quando os
sistemas permitem o input de texto de forma livre pelo usuério, esse problema se torna
mais abrangente, principalmente se ha necessidade de identificar instancias e classes ndo
normalizadas.

Considerando essa necessidade, para tratar o texto e classifica-lo, usamos os trés
algoritmos definidos no item 3.8.8. A abordagem demonstrou que existiam mais classes
na estrutura de dados do que as levantadas e pré-classificadas no levantamento da
necessidade. O modelo proposto para o tratamento e adequacéo do log, possui as etapas
de tratamento de dados apresentadas na figura 19. A representacdo mostra a perspectiva
a partir do tratamento dos dados e, considera a adequacdo do log de eventos para o

formato de input requerido para a mineragé@o de processos. Inicialmente, o tratamento dos
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dados considera um input de classes abstraidas a partir da visdo do usuario, visdo obtida
a partir da efetivacdo de um diagnostico. Apds a fase de diagndstico; atuamos na
classificacdo dos dados baseados nas classes. A gerac¢ao do output foi usada para assimilar

a necessidade de melhoria na classificacdo que atua sobre o texto que classifica a classe.

Tratar os
dados

» gerar
classificar output

Figura 19 — Etapas do tratamento do texto

Os trabalhos de mineracdo de processos definem amplamente a aproximacao da
area de mineracgdo de processos com a mineracdo de dados, mas, para Bolt et al. (2016),
os resultados da mineracao de processos tendem a ser muito diferentes dos resultados das
técnicas classicas de mineragédo de dados. Sua justificativa gira em torno das perspectivas
do processo: a assimilacédo de classes, por exemplo, revisita a necessidade de juncéo de
técnicas para adequacao dos parametros. Para van der Aalst et al. (2017), o grande gap
entre as técnicas de mineracdo de dados e de mineracdo de processos é o fato de a
mineracdo de dados ndo contemplar processos de ponta a ponta. A area de mineragdo de
processos também € vista como uma forma de agregar os modelos de mineracao de dados
com o aprendizado de méaquina (VAN DER AALST et al. 2016).

4.2 AVALIACAO DA CONFORMIDADE APLICADA
SOBRE A VALIDACAO CRUZADA

Neste item, discutiremos 0 modelo proposto a fim de avaliar a conformidade para

um log de eventos ndo estruturado. A necessidade da formatacdo do log de eventos foi
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tratada com os métodos descritos no capitulo 3 deste trabalho; nosso objetivo é fazer a
avaliacdo dos modelos gerados a partir de entéo.

Propomos a utilizagdo do método estatistico de validacdo cruzada (cross
validation) para medir a aptiddo do modelo gerado com o log de eventos. Nossa
abordagem considera um log de eventos ndo estruturado, logo, esta técnica podera
mostrar ganhos. Como o processo de tratamento de dados passou por etapas aprofundadas
de tratamento, a avaliacdo da conformidade do modelo gerado com o log poderé trazer

ganho e insights relevantes.

4.2.1 Validacéo cruzada

Diversos trabalhos descrevem as caracteristicas da validacdo cruzada na analise
de dados. Em Refaeilzadeh et al. (2008), os autores descrevem que na mineracdo de dados,
assim como na aprendizagem de maquina, a validacédo cruzada mais usada € o k=10. Ja
os autores Brink et al. (2016) apontam que as escolhas mais comuns para 0 k séo 0s
valores 5,10 e 20.

O dataset de treino T ¢ dividido em k subconjuntos T, ..., T®) com tamanhos
iguais. Cada um dos conjuntos de T®. O pedaco do conjunto de dados que ndo é usado
para treinamento sera o conjunto de dados usado para teste, ou seja, cada T é usado
como conjunto de testes. Por fim, seré calculado o erro do modelo, o qual considera cada
iteracdo realizada e calcula quantas classificagdes incorretas foram feitas no conjunto de
casos de teste.

Por fim, serdo calculados o erro do modelo e a estimativa total do erro. A
estimativa do erro do modelo considera cada iteracdo realizada e calcula quantas
classifica¢Ges incorretas foram feitas no conjunto de casos de teste; ja a estimativa total
do erro do modelo € dada pela soma das estimativas obtidas em cada iteracdo dividida
por K.

Dada a caracteristica do método estatistico, usamos a abordagem para auxiliar na
escolha da melhor opgdo do modelo para a generaliza¢do de cada classe. Como insumos
para o modelo, foram usados os dados classificados no dataset** composto pelos
campos {processo + classe + data}. O “processo” é a feature que representa a chave
principal na tabela original. A “classe” é a feature classificada a partir do resumo descrito
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do item. A feature “data” identifica a data de abertura do processo. A ordem em que a
solicitacdo foi feita é identificada no campo “data” e é importante para identificar a
sequéncia das atividades.

A Figura 20 demonstra a caracteristica da validacdo cruzada com os k
subconjuntos do dataset**. O subconjunto T gera o modelo dado pelo algoritmo do
ProM definido em 3.7; o modelo representa o teste.

A caracteristica da validacdo cruzada usa, ao final da avaliacdo, a média dos
resultados obtidos em cada etapa, o que, no modelo proposto, € representado na saida da

Figura 6. As métricas apontadas irdo propor a estimativa do melhor modelo.

HHHE
HHHS

resultado resultado resultado resultado
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Figura 20 — Processo de 5 vezes a validagédo cruzada

Supondo a avaliacdo do primeiro item da Figura 20, temos o resultado no
experimento demonstrado na Figura 21, em que o pl é a parte dos dados usados para
gerar o modelo em Petri Net e representa o conjunto de dados de teste com 20% do dataset
total, e os subconjuntos p2, p3, p4 e p5 representam a parte do conjunto de dados que sera
usada para treino e equivale a 80% do dataset total.

O processo seré repetido até que n — 1 seja utilizado como treinamento e a outra
parte como teste. Esse processo sera repetido n vezes até que cada parte seja usada uma
vez como conjunto de teste. O dataset de treino e teste serd composto pelos 0s seguintes

conjuntos:



e C1 = Avaliacdo do modelo p1 com o resto do log = {p2, p3, p4, p5} > modelo
Petri Net de p1={pl};

e (C2 = Avaliacdo do modelo p2 com o resto do log = {p1, p3, p4, p5} = modelo
Petri Net de p2 = {p2};

e (C3 = Avaliacdo do modelo p3 com o resto do log = {p2, p1, p4, p5} > modelo
Petri Net de p3 = {p3};

e C4 = Avaliacdo do modelo p4 com o resto do log = {p2, p3, p1, p5} = modelo
Petri Net de p4 = {p4};

e (5 = Avaliacdo do modelo p5 com o resto do log = {p2, p3, p4, p1} = modelo
Petri Net de p5 = {p5}.

No final, para cada classe, serdo obtidos 5 modelos que disponibilizardo um grupo

de métricas para cada modelo, as quais serdo usadas para avaliar o melhor modelo.
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Modelo petri net de p1 Avaliagdo do modelo pl com o
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—>

sy ) .
- .y &7\

N

Wiy

Y
-

]

-

Figura 21 — Geragdo do modelo de cada subconjunto

4.2.2 Aplicacdo da validacdo cruzada no modelo

Utiliza-se a abordagem do método estatistico de validacdo cruzada para avaliar as

medidas de precisdo e aptiddo (fitness e precision) do modelo em relacdo ao log de
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eventos. Aplica-se a abordagem proposta em cada classe cujo modelo € inicialmente
criado e, em seguida, faz-se a validacdo em relagédo ao restante do log de eventos. Para

identificar medidas de cada parte, usamos o0s seguintes plugins implementados no ProM:

e Mine Petri net With Inductive Miner;

e Replay a Log on Petri Net for Conformance Analysis.

As métricas do ProM citadas sdo as métricas de saida apontadas no modelo da
Figura21. As caracteristicas da implementacdo das métricas foram definidas no item 3.7.

4.2.3 Métricas

Para criar o modelo com a parte do log de cada dataset do k-folder, usamos o
plugin do ProM Mine Petri net with Inductive Miner. A mineragdo indutiva usa
internamente a estrutura de arvores —sua definigdo foi introduzida no item 3.6. Os plugins

utilizados do ProM produzem as métricas:

e NumOfCases: agrupa o numero de cases de cada trace, ou seja, aqueles
que possuem 0 mesmo caminho;

e Trace length: contabiliza o caminho a ser percorrido pelo log (conta total
de atividades);

e Max move log cost: tamanho do trace;

e Max fitness cost: tamanho do trace +1;

e Move model fitness: calcula a aptidao do log em relacdo aos movimentos
do trace;

e Trace fitness: contabiliza a aptiddo do log.

Extraindo essas métricas de cada modelo k-1 com os 20% do log e aplicando a

validacao ao restante de 80% do log, obtém-se as métricas para cada modelo.
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4.3 AVALIACAO EXPERIMENTAL DO MODELO

Neste subcapitulo, detalhamos como foi aplicada a implementacao sugerida sobre
a avaliacdo da conformidade usando a abordagem de mineracgéo de processos. A evolugéo
do experimento neste trabalho esta dividida em duas partes. Na primeira parte, tratamos
a classificacdo do texto e a obtencéo das classes. O objetivo da classificacdo das classes
contempla também a tratativa e a classificagdo do texto. Na segunda parte, com as classes
definidas, usamos a abordagem da validagdo cruzada para cada classe, separando-as em
cinco folders que, em seguida, geram o modelo para avaliacdo das métricas da
conformidade através de plugin do ProM. Antes de entrarmos no experimento, discutimos

o formato geral dos dados e as métricas de avaliagdo que foram usadas.

4.4 DATASET - TRATAMENTO DOS DADOS

Antes de aplicar o modelo proposto de validacdo cruzada em modelos de
processos e avaliar as métricas de aptiddo para mensurar a conformidade, consideramos
o0 cenario de utilizacdo do modelo para casos em que o0s dados ndo sejam estruturados, o
modelo pode ser aplicado para dados estruturados.

Para a classificacdo e tratamento do texto, foram usadas as ferramentas Weka e
Rapidminer. O objetivo foi a equalizacdo de palavras do texto antes de usar o texto no
classificador.

Foram efetuadas diversas rodadas de extracao do texto com split em palavras para
efetuar a analise do texto em formato de uma lista de palavras. Para cada palavra descrita
de forma errada ou com abreviagéo, fez-se uma extracdo de todos os documentos em que
tal palavra constava e uma leitura pré-analise, antes de fazer o update do texto. O processo
se deu com o uso das ferramentas apresentadas na Figura 22. Em primeiro lugar, foi feita
uma andlise inicial dos documentos em relagédo a avaliacdo do texto; em seguida, o dataset
foi atualizado; depois, uma nova extracdo foi efetuada e, a partir de entéo, os dados foram

novamente inputados para avaliar as palavras e fazer a adequacao ao texto.
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Figura 22 — Processo de selecdo e tratamento do texto

Os agrupamentos das palavras para tratamento foi feito pelas ferramentas Weka,
Rapidminer e biblioteca do Python. E importante ressaltar os seguintes pontos sobre essas

ferramentas:

e Weka:

Héa necessidade de transformar o texto para o padréaoreconhecido .arff. Com isso,
0 agrupamento é feito por meio da importagcdo para o dashboard do Weka atraves do
menu. A opcdo do processamento do StringToWordVector provém da configuragdo do
filtro de algoritmo ndo supervisionado aplicada a lista de palavras. O filtro
StringToWordVector converte um conjunto de atributo do tipo string para o tipo numérico,
0s quais representam as palavras no texto (BOUCKAERT et al. 2008).

O retorno do texto gera uma lista de atributos do tipo texto e numérico.
Visualmente, isso facilita a identificagdo das palavras escritas de foma errada, com
acentuacdo ou pontuacdo. A transformacdo do texto para o formato .arrf retorna diversas
criticas de acentuacdo que foram tratadas até que a importacdo fosse realizada com
Sucesso.

Outras configuracGes, como lowerCaseTokens, e outros parametros apresentados
na Tabela 11 foram escolhidos na configuracdo da primeira etapa de pré-processamento

dos dados.
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Em uma etapa posterior ao tratamento dos documentos, o texto foi utilizado no
classificador dos algoritmos definidos no item 3.8.7 para avaliar as classes definidas que

na Figura 22 estéo representadas pelo sub-processo definido como “Usar classificadores”.

Tabela 11 — Lista de valores configurados no Weka

Parametro | Valor
Parametro Valor
IDFTransform True
Transforme True
lowerCaseTokens True
minTermFreq 1
normalizeDocLength Normalize all data
outputWordCounts True

e Rapidminer:

Na ferramenta Rapidminer, a sugestdo € de uso do operador Process Documents
From File (GUPTA; MALHOTRA, 2015), que gera um vetor de palavras a partir de uma
colecdo de texto. A primeira opcdo utilizada foi a tokenizacdo, esta abordagem foi
utilizada com o filtro de “non letters”, que remove 0s caracteres numericos, formatando
uma lista de palavras que utilizamos para analisar e processar as corre¢des no texto. A
lista de palavras foi utilizada em paralelo junto com a ferramenta Weka. A configuracao
utilizada no fluxo da tokenizacdo considerou os parametros definidos na Tabela 12. A
saida do fluxo utilizando esta configuracao gera uma listagem de palavras como mostrada
no Apéndice A, Figura 44, que mostra a saida do arquivo tokenizado. Na listagem, 12
tipos distintos de escrita para a palavra “transferéncia” sdo identificados no conjunto de
1.962 ocorréncias que compde todos os documentos, sendo 1.014 ocorréncias com a
escrita correta. Em média, 52% das ocorréncias no texto estavam preenchidas de forma

completa e correta de acordo com a palavra transferéncia.
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Tabela 12 — Lista de valores configurados no Rapidminer

Operador | Valor
Process Documents from
Files Text Processing Input da lista com os documentos
Tokenize Text Processing non letters
Tokenize Text Processing linguistic tokens

Filter Stopwords (English)
Text Processing -

Filter Stopwords (French)
Text Processing -

Stem (Porter) Text Proce -

Transform Cases Text
Processing -

outputWordCounts True

e Scikit-learn Python:
O texto com as classes pré-definidas com a unidade e o campo texto tratado foi
utilizado na biblioteca do scikit-learn com os classificadores definidos no item 3.8.6 com

a configuragéo de:

o TF-IDF;

o cross validation;

o dataframe;

o split do dataset de treino em 30%;
o split do dataset de teste em 70%;

o parametro de cross validation = 5.

4.4.1 DATASET — Escolha das features e selecéo inicial das classes

O dataset utilizado neste experimento foi obtido de uma base de dados
semiestruturada de abertura de processo e encaminhamento de solicitacdo de aprovacéo.
Os processos sdo provenientes de solicitacdes feitas para requerer determinadas acoes

referentes a areas especificas — no caso do dataset utilizado, a area académica, em que
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solicitacOes de notas, aprovacao, exclusao de disciplina, entre outras, séo feitas por alunos
e 0s pedidos sdo encaminhados para as devidas centrais académicas responsaveis.

Para o experimento, foi escolhido um periodo de corte de data, visto que o dataset
possui armazenamento de muitos anos. Além do corte de data, consideramos somente 0s
processos em que a tramitacdo possuia pelo menos uma de duas atividades “A19 Para
Arquivar” OU “A64 Arquivado na prépria Unidade”, as quais indicam o
encerramento do processo.

A colecdo de features dos processos para a abertura é composta pelos campos
“NUmero”, “interessado”, “unidade”, “assunto”, “data”, “resumo”, “autuador” e “0rgao”.
A colecdo de features dos processos para a tramitacdo é composta pelos campos
“processo”, “origem”, “destino”, “despacho” e “data”.

As features da tramitacdo possuem todo o histérico dos processos abertos, e o
texto a ser classificado encontra-se na feature “resumo da abertura do processo”, na qual
se descrevem a necessidade, 0 motivo e a solicitacdo realizada. O ponto de atencao desse
item esta relacionado a classificacdo da feature “resumo”, que tem o mesmo codigo
(0671-8) para todo o assunto definido como “Assuntos académicos”.

Para a escolha das features, utilizamos como base todos 0s processos abertos na
unidade 36 CT — Centro de Tecnologia. A escolha foi feita com base no levantamento do
caso de estudo feito junto com o gestor da &rea, dado que 0s processos levantados foram
feitos a partir do entendimento desse centro. Em seguida, as trés principais features
escolhidas para classificacdo das classes foram “Processo”, “resumo” e “unidade de
abertura”. Como o campo “resumo” é um campo de texto livre, diversas caracteristicas
sdo cadastradas, como nimero do processo (para alguns casos), palavras abreviadas, texto
em inglés, em portugués, em francés e acentuacdo. Para equalizar os dados, antes da
transformacéo do texto e outros procedimentos serem executados, seguimos 0s seguintes

passos para tratamento do texto:

Remocéo de nameros;

e remocao de pontuacéo;

e padronizagdo dos termos para letras minusculas;
e remocao dos nomes das pessoas;

e remocao de palavras em inglés;

e correcdo de algumas palavras escritas de forma incorreta.
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Para trés classes especificas foi necessario um tratamento antes da remocéo dos

ndmeros. Sao elas:

e Autorizar Mais de 32 créditos;
e Autorizar Menos de 6 créditos;

e Cursar 1/3 de disciplinas fora do curso.

Para as trés classes, inicialmente foram removidos os ndmeros do campo
“resumo”, mas, para esses casos especificos, os nimeros definem a classe. Logo, uma
segunda tratativa para ajustar foi adequa-los e manté-los.

Ainda a partir da anélise dos dados, algumas subunidades foram retiradas da base
por apresentarem quantidade de dados insignificante para 0 modelo. O corte da base de
dado foi executado apos se avaliarem 0s processos abertos para toda a base de dados
referente a unidade de estudo.

A classificacdo inicial do texto deu-se pela extragdo da categorizacéo das classes
com base no conhecimento do levantamento do processo, ou seja, para uma classe
definida como “alteracdo de grau”, inicialmente usamos esse entendimento para
classificar os processos pertencentes a ela. Para todas as classes levantadas, conseguimos
extrair classe para 0s processos. A extracdo da classificacdo inicial foi efetuada com o

script da Formula 9.

UPDATE processo set classe = 'Alteracao de Grau'
WHERE assunto = '0671-8' AND unidade like '%36%"'
AND

resumo like '%Alteracdo de Grauk';

Formula 9 — Classificacdo inicial das classes

4.4.2 Resultado dos classificadores

Com abordagem de correcéo das palavras, remocdao de stop words e aplicacdo do
classificador KNN no Weka com a configuragdo demonstrada na Tabela 11 com split em
dois momentos — o primeiro de 66% para treino e 0 segundo de 70% —, obtivemos
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resultado superior nos dois casos quando utilizamos o dataset com as palavras com o pre-
processamento. Nos dois experimentos, foi utilizada a validacéo cruzada com k = 5.

Para ambos 0s momentos de avaliagdo, as métricas estdo bem proximas, tanto em
relacdo a porcentagem de split para a avaliacdo quanto em relacdo ao ganho. Ou seja, a
diferenca entre 0 uso de 66% ou 70% na aplicacdo do classificador sem o pré-
processamento é de 0,04%; ja na utilizacdo do texto com pré-processamento, a diferenca
é de 0,06%. Os valores apresentados na Figura 23 representam o numero de instancias
classificadas corretamente de acordo com o uso do classificador KNN.

Nos resultados apresentados no Apéndice A, comparando-se a medida do KNN
nas ferramentas Weka e scikit-learn, os valores mais otimistas foram os obtidos na
classificagdo feita no Weka. Porém, no que diz respeito a medida de precisdo que
representa o calculo dos Verdadeiros Positivos (TP) / (Verdadeiros Positivos (TP) +
Falsos positivos (FP)), apds o pré-processamento do texto ela se manteve a mesma no
algoritmo do Weka, enquanto, no scikit-learn, a medida demostrou-se mais equalizada
em relacéo ao recall — que representa a medida que classifica os valores encontrados nas
classes e também possui um valor menor. O recall representa o calculo dos Verdadeiros
positivos (TP) / verdadeiros positivos (TP) + Falsos Negativos (FN). Ja a medida F1-
Score ficou proxima do recall em ambas as plataformas, o F1-score que combina as
medidas de preciséo e recall como dissemos possuem valores distintos se olharmos as
plataformas separadamente (weka e scikit-learn) mas na propria plataforma os valores
sdo bastante préximos do recall. O F1 tem como principio retornar uma métrica Unica
que possibilite uma visdo da qualidade do modelo, sendo calculada por 2* (precisdo *
recall) / preciséo + recall. As trés medidas estdo representadas na Figura 37 do Apéndice
A, representando a classificacdo do dataset final para geracdo do log de eventos para a
mineracdo dos modelos de acordo com as classes.

As métricas para 0 Naive Bayes sdo apresentadas na Figura 38 do Apéndice A.
Para esse classificador, ap0s 0 pré-processamento no campo “resumo”, apenas a medida
de precisdo ficou menor na plataforma Weka, ja as métricas recall e F1 ficaram mais
otimistas, seguindo 0 mesmo padrdo do classificador KNN.

O terceiro e tltimo classificador, o de arvore de decisao (ou J48, como é definido
no Weka), apresentou para ambas as plataformas métricas superiores a 96% de precision

para o texto final, conforme mostra a Figura 38 do Apéndice A.
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Usando da mesma abordagem definida em mineracdo de processos sobre a
definicdo de que uma métrica boa para a aptiddo é uma métrica de 80% para o fitness,
nosso objetivo foi obter pelos classificadores métricas pelo menos a partir deste valor
para o recall. Por isso, diversas rodas de avalicao e revisdo do texto foram executadas no
experimento, avaliando-se o texto da classe recomendada e revendo a extracdo das
features “resumo” e “classe”.

O item 4.5.1 apresenta mais detalhes das métricas da classificacdo do texto, as
medidas de cada classe e sua evolugdo. As classes aqui definidas serédo utilizadas para

gerar o modelo do processo aplicando as técnicas de mineragéo de processos.

£ K-Nearest Neighbor (KNN)
K=5

97,15

TEXTO SEM PRE_PROCESSAMENTO TEXTO COM PRE_PROCESSAMENTO

Figura 23 — Classificador KNN — Métricas

4.4.3 Experimento com os classificadores

O Apéndice C mostra a evolugcdo dos experimentos sobre os dados. A
classificacdo comecou com 17 classes, de acordo com 0 escopo do estudo de caso
levantado; em seguida, evoluiu para 31 e finalizou com 27 classes no total.

A evolucdo do experimento deu-se pela seguinte sequéncia:

e Experimento | — Weka KNN: As medidas de Preciséo, Recall e F-Measure de
cada classe estdo demonstradas no Apéndice C, Tabela 24. O classificador foi o
KNN na ferramenta Weka, e utilizou-se a validacdo cruzada com cinco folders
em todo o dataset, com um total de 17 classes mapeadas de acordo com o escopo

especificado e 0 modelo mapeado. Nesta anélise, para seis classes nédo foi possivel
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obter pelo menos uma das métricas de avaliacdo. Em uma analise mais detalhada,
observamos que as classes “Revalidagéo de diploma” e “Segunda via de Diploma”
possuiam apenas dois processos em todo o dataset com a classificacdo, enquanto

para a classe “Intercdmbio” ndo havia processo mapeado.

Experimento Il — Weka KNN: Na evolucdo do experimento, apds avaliacdo do
resultado da matrix de confusdo (confusion matrix) do Experimento I, foi feita a
reavaliacdo do texto e a adequacdo das classes. Nova consulta foi efetuada com base
na Formula 9 para incluir novos termos. Apos a avaliacdo, novas classes foram
mapeadas. A nova classificacdo resultou na identificacdo de 31 classes que estdo

representadas na

Tabela 25 do Apéndice V. Nesse segundo momento, foi possivel verificar que apenas
para duas classes ndo foi possivel obter uma das métricas de avaliacédo, diferentemente

do Experimento I, em que seis classes ficaram sem pelo menos uma das métricas.

Para as 31 classes, o algoritmo de classificacdo no Weka validou a escrita
do agrupamento da classe e considerou a caracteristica de case sensitive,
classificando em classes distintas caso a classe estivesse escrita com letras
mailsculas e mindsculas. A escrita com nimero em vez de texto também foi
considerada como classe distinta. A escrita errada na definicdo da classe “dem”
no lugar de “de” foi outro ponto que duplicou a classe, e as métricas de
classificacdo foram geradas de forma separada. Nesta validacdo, o agrupamento
considerou classes distintas quando na verdade deveria ter sido considerado uma,
para:

o “Trancamento de Disciplina” e “Trancamento de disciplina”;

o “Cursar 1/3 de disciplinas fora do curso” e “Cursar um terco de disciplinas
fora do curso”;

o “Inscricdo dem disciplina fora do prazo” e “Inscri¢do em disciplina fora

do prazo”
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e Experimento Il — Classificacdo Weka e Python: Apos diversas iteracfes
seguindo o descrito nos experimentos | e Il para a adequacdo das classes,
finalmente as classes foram estabelecidas como 27 no total.

As 27 classes foram utilizadas nos trés classificadores propostos neste
trabalho, e as métricas demonstram um bom resultado para a maioria delas. A
Tabela 26, a Tabela 27 e a Tabela 28 do Apéndice C demonstram as métricas dos
trés algoritmos para cada classe, tanto no pacote scikit-learn do python quanto no
Weka datamining tool Kit.

Para os trés classificadores, a classe “Revalidagdo de diploma” nao
apresentou métricas. Isso ocorreu devido a falta de balanceamento dos datasets
de treino e teste. Para essa classe, somente dois processos foram identificados.
Como concluséo, foi identificado que, na base de dados, a classe pertence ao
assunto de codigo '0069-8', definido como ‘“Revalidagdo/Reconhecimento”,
diferentemente do assunto deste estudo, de codigo “0671-8”, definido como
“Assuntos académicos”.

No que diz respeito as métricas de cada classe, podemos ainda observar,
nas tabelas do Apéndice C, que:

o O classificador Naive Bayes nédo classificou cinco classes no python,
enguanto, no Weka, essas classes possuem meétricas, ainda que baixas.
Apenas a classe “Revalidacdo de diploma” nédo foi classificada em ambos
(Scikit e Weka).

o No classificador Decison Tree, apenas a classe “Revalidacéo de diploma”
ndo foi classificada em ambos (Scikit e Weka).

o O classificador KNN néo classificou “Disciplina avulsa” e “Revalidacédo
de diploma” em nenhum dos dois ambientes (Scikit e Weka).

o A classe “inscricdo em disciplina” possui a menor métrica para todos 0s

classificadores.

Considerando o F1 acima de 90% nos dois ambientes (Scikit e Weka), foram
mapeadas 21 classes no classificador KNN, 22 no Decision Tree e 18 no Naive Bayes.
Essas classes serdo utilizadas para gerar os modelos dos processos que serdo apresentados

no item Capitulo 44.5.
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O grafico da Figura 24 mostra em detalhes a métrica apresentada para a classe

com o texto original sem o pré-processamento.
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Figura 24— KNN scikit-learn — Aplicacdo sobre o resumo tratado
A Figura 25 mostra mais detalhes sobre a preciséo calculada pelo KNN no scikit-
learn, considerando todas as classes, o grafico mostra as métricas sobrepondo o texto do

resumo original com o texto do resumo tratado.

Precisdo: Resumo origial e resumo Tratado

T @ O @ P & P & ®
& 5 ROl ST S &° . { s . . S S S e
" d‘z‘é ébb @"’é < <<‘°,é (@'z,-! \9';{@ @"OQ oF o Q@-A © e & o & 4@;’& ¥ & 66 gﬁ = ‘on“ b\"(}‘? ® !}z@‘
ol v 2 S & Sl O 2 5 & o 2 @ 3 2
& 2 ‘_‘b?‘ i "0‘ ob?’ o8 & @& o oéq’ o Q;a"? L\s;"’ & @ ¥ ob“ .«eob ;,3’ S ‘.;ab gef\’o ¥ @
N R A R R e F F oo & & & F O F S &
& o8 @ 20 N &S o & o
F @ & & F S B & & oo 5 &
'(vé & (.‘7‘\'h b\"“b oéb cz"c oY@ & « & \‘-‘\“ ¢ e°b ‘a?’% ’b& 0&
&g &
N O A &£ & S & ¥
SIS > & Q o ® &
Al S \S ® & & & &
N Q o 5 & &
3 < 4§ i
& 0"(‘ @‘b\ ‘\(?
o ~§ <&
——precision(resumoOriginal) ——precision(ResumoTratado)

Figura 25 — Preciséo das classes em relacdo ao resumo original e ao tratado
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4.5 CLASSIFICACAO DOS MODELOS

Neste item, descreveremos o processo de classificacdo dos modelos de processos
gerados a partir dos dados que foram tratados sob a perspectiva do topico 5.1 e com a

aplicacdo da abordagem discutida no capitulo 4.

4.5.1 Analise inicial — Estudo de avaliacdo experimental

O direcionamento do uso da abordagem utilizando a validacdo cruzada sobre os
modelos e sua separacdo ocorreu apés diversos experimentos serem desenvolvidos na
tentativa de mineracdo do log de forma geral e uso de técnicas que possibilitassem a
verificacdo da conformidade entre o modelo entendido e o log de eventos.

Como haviamos detalhado 0 modelo existente, havia um direcionamento sobre a
expectativa do modelo a ser gerado. Algumas questdes essenciais sobre as unidades e 0s
times dos tramites que apresentavam no modelo foram algumas das primeiras iniciativas
a serem olhadas no modelo gerado pelo log.

Ainda a fim de definir a melhor estratégia foram feitos experimentos utilizando o
plugin do ProM, “multi-perspective process explorer”, definido por Mannhardt et al.
(2015), no entanto, dois pontos de visdo impeditiva fizeram com que procurassemos outro
direcionamento: a questdo da leitura do log de eventos que, o plugin ndo suportou grande
montante de eventos para processamento, gerando quebra de interface e também por nédo
possuir a opcao de exportacdo da métricas para avaliagdo. Alguns modelos gerados com
parte do log da classe “sobrepor Horario” séo apresentados na Figura 39 e na Figura 40.
O plugin petri net também ndo demonstrou ganhos na avaliagdo do modelo entendido em
relacdo ao modelo gerado, mesmo se utilizando apenas uma classe, como o mostrado na
Figura 41. De uma forma mais abrangente, mesmo apds a classificacdo do texto e da
criacdo das classes com a utilizacdo de todo o log de eventos, sempre obtivemos
resultados mais voltados para modelos spaghetti, conforme mostra Figura 7.

Outro experimento feito foi em relacdo a concatenacdo da atividade com sua
unidade de destino. Esse experimento foi feito utilizando o plugin net With Inductive
Miner, da familia do método definido no item 3.6.3. O experimento deu-se em razédo de

haver varias atividades que se repetem para a feature que descreve a tramitacdo. No
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entanto, 0 modelo gerado apresentou-se de forma mais abrangente, tornando-o complexo
e aproximando-o de um modelo do tipo spaghetti (a Figura 42 mostra 0 modelo gerado
concatenando o numero da unidade e a atividade para apenas um processo). Outros
experimentos empreendidos na tentativa de identificar, dentro dos algoritmos propostos,
a identificacdo da conformidade em relacdo ao modelo que o log gera versus o modelo

mapeado utilizaram os seguintes plugins:

e Mine Petri net With Inductive Miner;
Mine Petri net With Inductive Miner — Mudando a opc¢éo para visualizar PETRI
NET (DOT);
e Convert Petri Net to BPMN diagram;
e Mine for Heuristic Net using Heuristic Miner / Convert Heuristic net into Flexible
model;
e Convert c_net to BPMN;

e Replay a Log on Petri Net for conformance Analysis.

Visando melhorar o entendimento dos modelos gerados pelo log, usamos a
abordagem dos plugins que geram modelos em BPMN, apresentada por Kalenkova et al.
(2014). Para melhorar o entendimento do que a ferramenta ProM proporciona, utilizamos
um id de um protocolo (uma instancia) para analisar os plugins que o ProM possui para a
analise do modelo BPMN. Inicialmente, criamos o0 modelo BPMN de forma manual,
representando todos os departamentos pelos quais ele tramita. A Figura 24 mostra o
modelo criado de forma manual, utilizando instancia de um processo de solicitacdo
académica. O protocolo possui uma instancia completa de [aberto — arquivado] com 11
traces. O processo pertence a classe “Exclusdo de reprovacdo”. No modelo manual,

desenhamos 6 atores que participam do processo:

e Escola politécnica;

e Secretaria académica;

e Dep. de engenharia metallrgica;

e Secdo de Pessoal,

e Diviséo de registro de estudantes (DRE);

e Centro de Tecnologia (CT).
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Dos seis atores identificados, temos pelo menos um (“Secdo de Pessoal”) que
claramente ndo mapeamos no processo. A atividade de providenciar/atender também se
repete seis vezes, inclusive na mesma unidade que abre o processo. Consisténcias no
processo mapeado também sdo avaliadas em relacdo ao local de abertura e tramite entre
departamentos, exceto a secdo de pessoal. No entanto, os modelos gerados na ferramenta
ProM com plugins BPMN ndo demonstram com insights que possam ajudar a avaliar os
dois modelos, um dos pontos que ndo conseguimos identificar no modelo sdo os atores
envolvidos no processo, uma perspectiva que pode gerar insights de forma abrangente.
Um exemplo € o trace mapeado que possibilitou identificar unidades que a tramitacao
passa e que ndo estava mapeada no processo. Na visdo do processo gerado com o plugin,
com 0 mesmo trace, ndo conseguimos obter a mesma visdao de modelo conforme
exemplificado na Figura 39.

Outras ferramentas, como Disco (GUNTHER; ROZINAT, 2012), Celonise Minit
(VAN DER AALST, 2016), foram utilizadas sob liberacdo de licenca académica, por
serem ferramentas ndo open source, no inicio da pesquisa, para analisar a questdo da
conformidade em relacdo a melhor perspectiva e identificacao.

ApoOs toda analise e testes feitos e, principalmente, ap6s avaliar e verificar a
perspectiva de modelos direcionados a serem complexos e tendenciosos a obtermos
modelos spaghetti, houve a deciséo de utilizar a abordagem de validagdo cruzada. Os

experimentos serdo apresentados no item Capitulo 44.6.
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Departamentos envolvidos na tramita¢do de um processo
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Figura 26 — Modelo BPMN de um processo
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4.6 AVALIACAO CRUZADA SOBRE OS MODELOS

O modelo da validacdo cruzada sobre 0 modelo proposto no item Capitulo 44.2
foi efetuada para cada classe do processo. A validacdo foi feita de forma que, para cada
classe, foi gerado o particionamento dos dados da feature raiz definida pela tabela de
processo e, em seguida, para cada folder, foi efetuada a busca do histérico dos processos.
Nessa abordagem, garantimos que no caso de uma classe possuir 100 processos, estes
foram divididos por uma funcgao randdémica do python em cinco folders. Nessa abordagem,
ao final da montagem do log de cada folder, o quantitativo de linhas do historico muda,
uma vez que o numero de tramitacao do processo ndo é equalizado, podendo variar de 8
a mais de 50 tramitacdes, em casos mais raros. A tramitacdo representa o historico do
processo. Cada processo € uma instancia e cada tramitacao do histérico representa o traco
(trace) do log de eventos.

Nesse particionamento das classes, 0 nimero de instancias em cada folder é feito

em dois passos:

e Aplicando-se uma fungdo randdémica nos dados;
e Salvando-se os arquivos em cinco folders;
e Gerenciando-se o retorno do historico dos processos para agrupar o log

de eventos.

Apos a aplicagdo da funcdo randdmica na feature que retorna o numero do
processo, o0 agrupamento de cada particionamento foi gerenciado. Como exemplo do
particionamento, na Tabela 13, o folder 1 tem 805 processos para a classe “Dispensa de
disciplina” com 7.299 tramites. Ainda na Tabela 13, as medidas de aptiddo de cada folder
foram processadas no primeiro experimento que se deu em relacdo a gerar o modelo com
todo o log do folder um e, em seguida, avaliar o modelo gerado com os dados dos demais
quatro folders. A aptiddo minima e maxima para cada folder é apresentada apés a
execucdo da abordagem de uso dos plugins de geracdo do modelo Miner petri net with
inductive miner e com o plugin mine petri net for conformance Analysis, que trabalham
juntos de forma a gerar o modelo e, em seguida, aplicar a avaliagdo do modelo sobre o

log.
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Para avaliar o modelo, utilizamos quatro folders para criagdo do modelo e, em
seguida, o avaliamos com os dados do folder 1. O experimento resultou nas métricas
demonstradas na Tabela 14. Demonstrou-se que, com a abordagem de criar o modelo com
quatro folders e avaliar sobre os dados de log de um folder, as métricas sempre
apresentam melhor resultado do que os obtidos com a abordagem de criar o modelo com
os dados de um folder e avaliar com os dados do log dos outros quatro. I1sso ocorre porque
0 modelo é mais abrangente do que os dados, 0 que acaba criando uma visao de
contemplar todo o modelo. Essa estratégia ndo se mostrou eficiente para trabalhar com o
objetivo de avaliacdo da conformidade que um modelo exibe em relacdo ao log de eventos;
logo, nossa abordagem sera usar um folder para criar o modelo e os demais dados serdo
utilizados para avaliagdo do modelo.

No primeiro experimento, utilizamos cinco classes, gerando 25 modelos de dados
de um folder e 25 modelos com dados de 4 folders. O Apéndice B mostra a Tabela 19
com as métricas de aptiddo para trés classe, em que a aptidao entre 0 modelo gerado por
um folder foi avaliada no restante do log. A classe “Alteragao de Grau” possui 72 traces
com aptidao 1 e os demais com métrica de 0,09, 0,9 e .083.

Tabela 13 — Classe “Dispensa de disciplinas” — Modelo com 1 folder

Minimum Maximum | Std. Deviation
FOLDER1 0,75 1 0,01
FOLDER?2 0,86 1 0,01
FOLDER3 0,78 1 0,01
FOLDER4 0,75 1 0,01
FOLDERS 0,86 1 0

Tabela 14 — Classe “Dispensa de disciplinas” — Modelo com 4 folders

| Folder Minimum Maximum | Std. Deviation
FOLDER1 0,89 1 0
FOLDER?2 1 1 0
FOLDER3 0,94 1 0
FOLDER4 1 1 0
FOLDERS 0,96 1 0
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4.7 AVALIACAO CRUZADA: GENERALIZACAO
DOS MODELOS POR CLASSE

Neste item, descreveremos o experimento efetuado em relagdo a avaliar os
modelos de cada classe, com objetivo de verificar a similaridade entre os modelos gerados.
Nesse sentido, alguns pontos foram identificados sob a perspectiva de comportamento
dos dados — por exemplo, um processo com atividade de arquivamento possuindo varias
tramitagOes posteriores e finalizando na atividade de abertura de processo, ou seja,
voltando para a atividade de iniciar. Os modelos por classes s@o apresentados a seguir
para trés classes. Foram gerados 15 modelos que foram alterados e reavaliados. O plugin

utilizado para gera-los foi 0 mesmo aplicado para avaliar as métricas de conformidade.

4.7.1 Classe: “Alteracao de Grau”

A Figura 27 mostra 0 modelo do folder 1 da classe “Alteracdo de Grau” antes e
depois de sofrer alteracéo.

A atividade inicial de start do processo ¢ mantida como “abertura do processo”
ou “AG_AutGrau-Abertura de Processo” na classe atual. Para cada modelo gerado,
observou-se que existe a repeticdo das atividades apos a atividade inicial, ndo havendo
um padréo de atividade fixa na segunda posi¢do ou segunda tarefa do processo. Nos
modelos gerados a partir dos dados dos folders 4 e 5 ap6s atividade de finalizacdo do
processo, ela volta para a abertura do processo.

Outras caracteristicas sdo apresentadas nos modelos, como: os modelos do folder
1 e folder 4, ap6s a Gltima atividade, voltam para a atividade inicial de “Abertura de
Processo”. Apesar de a atividade “Para comentar/opinar/analisar” s estar presente no
modelo do folder 1, exemplificado na Figura 27, ela ndo modifica 0 modelo em sua
estrutura, visto que se encontra com 0 mesmo comportamento do agrupamento da maioria
das atividades, ou seja, logo ap0s a atividade inicial.

Apenas essas duas atividades sdo singulares, porém, nos modelos que se seguem
para todos os folders, notam-se caracteristicas distintas em sua forma visual e estrutural.
Exemplo: atividade inicial de “Abertura de processo”, que, no folder 1, ndo indica de

forma clara ser a atividade inicial do processo.
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Por outro lado, no modelo do folder 4, apesar de a atividade inicial estar
claramente descrita como “Abertura de processo”, podemos notar que existe N0 modelo

uma atividade retornando para ela ap6s o fim. Foram feitos ajustes nos modelos dos
folders 1 e 4.

Figura 27 — Modelo da classe “Alteracdo de Grau” — folder 1

As metricas dos modelos inicial e adequado de cada modelo da classe “Alteracao
de Grau” foram geradas no ProM e estdo representadas nos graficos da Figura 27. No
primeiro grafico da imagem, é possivel verificar que todas as métricas sofreram mudangas,
exceto aqueles referentes ao tamanho do trace e ao custo maximo do movimento do log.
Isso se justifica pelos seguintes fatores:

e Trace length = N&o houve delecdo nas atividades que compdem o trace do log,
houve apenas ajuste no conteido da descricéo.

e Max move-log cost > O folder do log a ser comparado com o modelo ndo sofreu
nenhum tipo de alteragéo.

e Move model fitness = A aptiddo do movimento do modelo mudou de 1 para
0,91 para todos os folders.

e Move log fitness 2 A aptiddo do movimento do log diminuiu para quase todas
as métricas dos folders apoés a alteragéo.
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e Fitness trace = A métrica de aptiddo dos traces diminuiu para quase todas as
métricas dos folders apds a alteracao.

e Max fitness cost = O custo maximo da aptiddo aumentou para todos os folders
apos a alteracéo.

ALTERACAO DE GRAU METRICAS: 1 ALTERACAO DE GRAU METRICAS: 2

folder 2 for 3 folder 4 b folder folder 1 folder 2 folder 3 folder 4 —#=falder

Figura 28 — Métricas dos modelos da classe “Alteracdo de Grau” antes e depois da
alteracéo

Com as adequacdes, todos os folders sofreram alteracdo para a métrica trace
fitness, que inicialmente apresentou melhores resultados, e ap6s a alteracdo o pior
resultado se manteve acima de 0,84 para a métrica. O mesmo comportamento foi
observado para a métrica Move model fitness, que apresentou alteracdo para todos 0s
folders. As métricas da anélise feita apds alteracdo mostraram resultados inferiores assim
como ocorreu com a métrica do trace fitness.

Sobre a feature que impacta diretamente na criacdo dos modelos no Apéndice A,
as tabelas Tabela 20, Tabela 21 e Tabela 22 apresentam mais detalhes sobre a aderéncia
da atividade para cada folder em trés classes distintas. Para a maioria, ha aderéncia de
100%, no entanto, para alguns casos, ha aderéncia menor que 50%. Para a classe

“Alteracéo de Grau”, tem-se:

e Comentado/opinado > inaderéncia de 40% para folders 1, 3 e 4.
e Para aprovar/autorizar - inaderéncia de 40% para folders 2, 3 e 4.

e Para comentar/opinar/analisar - inaderéncia de 20% para folders 2, 3, 4 e 5.
A inaderéncia avaliada nas atividades reforca as métricas de aptiddo definidas

como trace fitness apresentadas na Figura 28, que apresenta melhores resultados para os

folders 1 e 5 da classe “Alteracdo de Grau”.
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4.7.1.1 Analise dos modelos

Na analise dos modelos obtidos antes de fazer a adequacdo, alguns insights

importantes foram observados. Nesse cenario, foi identificado o desejo de se verificarem

modelos equalizados, ou seja, modelos simples, principalmente que representassem uma

proximidade estrutural em relacdo aos K modelos gerados. Os pontos observados para

cada folder foram:

Folder 1:

Processo com tramitacdo da unidade origem e destino iguais.

Processos com duas atividades definidas como “Para arquivar” em sequéncia.
Processos com atividade de “Para arquivar” e, em seguida, com varias tramitaces
sem finalizar com uma atividade de “Para arquivar”.

39 processos com atividade “Arquivado na propria Unidade” que foram alterados

para a atividade “Para arquivar”.

Folder 2:

37 processos com atividade “Arquivado na propria Unidade” que foram alterados
para a atividade “Para arquivar”.

Processo com 10 tramitagdes em que a sexta possui atividade “Arquivado na
propria Unidade”.

Processo com atividade de “Abertura” ¢, em seguida, de “Arquivado na propria
Unidade”.

Folder 3:

37 processos com atividade “Arquivado na propria Unidade” que foram alterados
para a atividade “Para arquivar”.

Processo com 13 tramitacGes e, na nona tarefa, a atividade “Arquivado na propria
Unidade” foi substituida por "Para providenciar/atender”.

Processo com 20 tramitacdes e, na quarta tarefa, a atividade “Arquivado na
propria Unidade” foi substituida por “Para providenciar/atender”.

Processo com 16 tramitacdes e, na décima tarefa, a atividade “Arquivado na

propria Unidade” foi substituida por “Para providenciar/atender”.

82



Folder 4:
e 39 processos com atividade “Arquivado na prépria Unidade” que foram alterados
para a atividade “Para arquivar”.
e Processo com apenas 3 atividades, uma de abertura e duas “Para arquivar”.
e Processo com duas atividades de abertura.
e Processo com mais de uma atividade “Arquivado na propria Unidade”, sendo uma

delas substituida por “Para arquivar”.

Folder 5:
e 41 processos com atividade “Arquivado na propria Unidade” que foram alterados
para a atividade “Para arquivar’;
e Processo com trés atividades de “abertura do processo”, sendo duas substituidas
por “Para atender/providenciar”;
e Processo com Ultima atividade “Para providenciar/atender”, que foi substituida

por “Para arquivar”.

Os itens dos cinco folders foram identificados com os itens que impactaram o0s
modelos causando a falta de equalizacdo dos modelos. No entanto, podemos verificar que
0s pontos sdo similares, ainda que existam casos particulares, como, por exemplo,

processo com mais de uma atividade de “Abertura”.

4.7.2 Classe “Dispensa de Disciplina”

A classe “Dispensa de Disciplina” é composta por 16 atividades. As métricas dos
modelos inicial e adequado de cada modelo da classe “Dispensa de Disciplina” foram
geradas no ProM e estdo representadas nos graficos da Figura 29. No primeiro grafico da
imagem, é possivel verificar que todas as metricas sofreram mudancas, assim como na
classe “Alteracdo de Grau”, exceto as referentes ao tamanho do trace e 0 custo maximo

do movimento do log. Isso se justifica pelos seguintes fatores:
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1. Trace length - N&o houve delecédo nas atividades que comp&em o trace do
log, apenas ajuste no conteido da descricao.
2. Max move-log cost - O folder do log a ser comparado com o modelo ndo

sofreu nenhum tipo de alteracao.

DISPENSA DE DISCIPLINA METRICAS: 1 DISPENSA DE DISCIPLINA METRICAS: 2

folder 1 flier 2 folder 3 oMer 1 —a—folder s falder 1 lder 3 T p——

Figura 29 — Métricas dos modelos inicial e adequado da classe “Dispensa de Disciplina”

Apesar das adequacdes, o unico folder que sofreu alteracdo para a métrica trace
fitness foi o folder 5, que inicialmente apresentou o valor 1, e ap0s a alteragdo mudou
para 0,99 a medida de fitness. O mesmo comportamento foi observado para a métrica
Move model fitness, que apresentou a mesma métrica que o trace fitness. Das 16
atividades que compdem toda a base da classe, sdo usadas 12 na geracdo do modelo
representado no folder 1 da Figura 30. A atividade “DD_DispDis-Providenciado/atendido”
aparece em dois processos como a ultima. Um processo que se iniciou com a primeira
atividade igual a “Para encaminhar setor competente”. Para o modelo da Figura 31, 0s
dois itens foram adaptados para a ultima atividade igual a “Arquivado na propria Unidade”
e a atividade inicial padrao “Abertura de processo”.

No modelo da Figura 30, a atividade que inicia o processo afetou o caminho
inicial. Podemos verificar que, na Figura 31, gerada apoés a alteracdo da atividade inicial
de “Para encaminhar setor competente” para “Arquivado na propria Unidade”, 0 modelo
contempla a separacéo da atividade de inicio.

Além disso, para todos os folders na geracdo do modelo adequado, houve
alteracdo na atividade final para “Para arquivar” ou “Arquivado na propria unidade”,
definindo-se pelo maior percentual existente no folder da classe como atividade final. Por
exemplo: No folder 1, sete processos foram setados da atividade final
“Providenciado/atendido” para “Para arquivar”; no folder 5, 87 processos foram setados

da atividade final “Para providenciar/atender” para “Arquivado na propria Unidade”, uma
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vez que 90% dos processos dessa classe finalizam com essa atividade. Vale ressaltar que

os processos foram filtrados inicialmente com a premissa de haver pelo menos uma

atividade que descrevesse a justificativa de que o processo foi finalizado.

DD_DispDis-Abertura de Processa

‘ DD_DispDis-Arquivado na propria Unidade

\ Qhr{‘ixl’um solicitar informacoes

Figura 31 — Classe “Dispensa de Disciplina” — Modelo do folder 1 (adequado)

4.7.3 Classe “Exclusdo de Reprovacao”

Para a classe “Exclusdo de Reprovac¢do”, o modelo do folder 1, que possui 62
processos distintos e 767 linhas de tramitacdo, manteve, para todos 0S processos, a
atividade inicial “Abertura de processo” ¢ a atividade final “Arquivado na propria
Unidade”. Para essa classe, ndo houve intervencao na atividade para ajustar o modelo.

Mesmo apresentando duas atividades distintas como ultima atividade do processo,

h& uma que se destaca, que ¢ a “Arquivado na propria Unidade” com 93,54% dos

processos, enquanto a atividade de “Para arquivar” finaliza 6,46% dos processos.
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Ja 0 modelo do folder 2 tem 57 processos distintos e 636 linhas de tramitacéo.
Também possui as mesmas caracteristicas do folder 1, tanto para atividade inicial quanto
para a atividade final, desta vez com 96,49% dos processos finalizando na atividade de
“Arquivado na propria Unidade”.

O folder 3 apresenta 63 processos distintos com 891 linhas de tramitagédo. 96,29%
dos processos finalizam na atividade “Arquivado na propria Unidade”. Nesse folder, foi
identificado um processo com a atividade final “Para providenciar/atender”, que foi
alterada para “Arquivado na propria Unidade”. As figuras Figura 47 e Figura 48
representam os modelos antes e depois da alteragdo. Nos dois modelos, as atividades se
mantém.

O penultimo folder dessa classe, o folder 4, possui 60 processos distintos com 743
linhas de tramitacdo, e 96,29% dos processos finalizam na atividade “Arquivado na
propria Unidade”.

O folder 5, por sua vez, tem 61 processos distintos com 754 linhas de tramitacéo,
e 97,45% dos processos finalizam na atividade “Arquivado na propria Unidade”.

Considerando os cinco folders da classe “Excluséo de Reprovagdo”, somente no
folder 3 foi necessario fazer ajuste. Havia um processo que estava com a Ultima atividade
diferente das atividades “Arquivado na propria Unidade” e “Para arquivar” as quais
definem a tarefa final do processo. Vale ressaltar que essa Ultima atividade é apenas um
pardmetro de término do processo. Como jé citado, verificamos também nesta classe apds
ter uma das duas atividades como final, a caracteristica dos dados possibilita voltar o

processo para um nivel de tramitacdo qualquer.

EXCLUSAO DE REPROVACAO METRICAS: 1 EXCLUSAO DE REPROVACAO METRICAS: 2

L2 N ——— s séries St —Sédss

Figura 32 — Métricas dos modelos inicial e adequado da classe “Excluséo de
Reprovacgédo”

No grafico da Figura 32, as métricas dos modelos inicial e adequado de cada folder

da classe “Exclusdo de Reprovagdo” foram geradas no ProM. Antes de aplicar o plugin
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para gerar o modelo, foi efetuado o ajuste em um processo que teve a atividade final
alterada, mudando de “Para providenciar/atender” para “Arquivado na propria Unidade”.

Mesmo com alteragdo em apenas um folder, podemos observar, na Figura 32, que
ndo houve alteracdo em nenhum folder para as medidas trace fitness e Move model fitness.

Isso se justifica pelos seguintes fatores:

1. Trace length - N&o houve dele¢do nas atividades que compdem o trace
do log, apenas ajuste no conteudo da descrigéo.
2. Max move-log cost - O folder do log a ser comparado com o modelo néao

sofreu nenhum tipo de alteragéo.

4.8 ESTUDO DE CASO — DEFINICAO

Neste item, exporemos o levantamento e a analise do estudo de caso da POLI/UFRJ
(Escola Politécnica da Universidade Federal do Rio de Janeiro) como estudo do conceito
do modelo proposto neste trabalho.

O estudo de caso considera um processo detalhado a partir do levantamento
efetuado por alunos juntamente com o coordenador da area, que definiu o processo e
solicitacdo de processos académicos da POLI/UFRJ. O mapeamento foi feito através de
entrevistas, modelagem do processo e, posteriormente, validacdo e melhoria do modelo
desenhado.

Os modelos foram levantados a partir de documento mapeado com o
entendimento do processo. Basicamente, o processo definido e documentado possui na

sua composi¢do trés momentos:

e Tratamento de Irregularidade via Memorando
e Tratamento de Irregularidade via Processo

e Processos Internos

Esses momentos sdo partes dos diversos processos de trabalho que cada unidade

académica possui e sdo focados na vida académica dos alunos. Dos trés tipos de processos
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levantados, o “Tratamento de Irregularidade via Processo” ¢ aquele que detém
sistemicamente o controle na base de dados SAP (solicitacdo de processos académicos).
Como o modelo proposto requer log de sistemas para teste, usaremos 0O Processo
“Tratamento de Irregularidade via Processo” na avaliacdo. Vale ressaltar que esse tipo de
processo possui diversos subprocessos dentro dele, sendo cada tipo de irregularidade

dentro desta tratada.

4.8.1 Levantamento do processo - escopo

Para 0 mapeamento do processo, foram feitas entrevistas e reunides presenciais
com a coordenadora da POLI/UFRJ, que detalhou todo o processo académico da unidade.
O mapeamento foi feito por uma equipe de estudantes da COPPE/UFRJ (mestrandos e
doutorandos) que, apds documentarem as atividades realizadas dentro do escopo referente
ao tratamento de irregularidades da escola Politécnica (POLI), produziram o modelo dos

processos em BPMN.

4.8.1.1 Andamento via processo

As irregularidades tratadas via processo sdo iniciadas no setor de protocolo da
escola Politécnica (POLI) ou do Centro de Tecnologia (CT), dependendo do assunto.

A opcdo de andamento via processo acontece para aqueles que ndo podem ser
regularizados via memorando. Em casos assim, o tramite da tratativa é a solicitagdo do
aluno para que seja instaurado um processo administrativo.

Havendo a necessidade de instauracdo do processo, o aluno procura o setor da
POLI ou o CT e solicita a abertura do processo. No setor de protocolo, a solicitacdo
protocolada é encaminhada para o coordenador responsavel, que a analisa e a leva para a
assembleia de coordenadores.

As decisdes sdo registradas no sistema SAP pela Daec. Se o parecer for favoravel,
0 processo seguird até o departamento responsavel e o registro da decisdo ficara no
historico do aluno, que ndo sera notificado. No caso de parecer negativo, o aluno é

comunicado e pode recorrer em duas ocasides:
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e Se houver fato novo: recorre levando os fatos novos para o coordenador, que
novamente levara para a decisdo em assembleia
e Se ndo houver fato novo: Em caso de discordar da deciséo, ha possibilidade de

recorrer a congregagao.

Para o envio do recurso, existe um prazo de 30 dias; depois, 0 processo é arquivado.
Um processo arquivado pode ser reaberto.

No mapeamento do andamento via processo, foi modelado o BPMN demonstrado
na Figura 33. Para esse tipo de tratamento, foram levantados sete envolvidos que

representam os autores do processo:

e Aluno: solicitante do processo para regularizar alguma situacdo de sua vida
académica.

e Setor de protocolo da POLI/UFRJ: departamento responsavel por receber o aluno
e efetivar a solicitacdo da irregularidade, atividade que requer anélise de
documento e abertura do processo no sistema SAP.

e Coordenador/departamento responsavel: unidade académica responsavel por
algum parecer para o processo ou encaminhamento para outras unidades.

e Comissdo de coordenadores: corpo responsavel por avaliar as solicitacdes.

e Comissdo de ensino (Daec): diretoria de ensino e cultura, responsavel por solicitar
aos coordenadores dos cursos a listagem de alunos irregulares. A listagem é
solicitada depois do periodo estipulado ap6s o prazo de trancamento de cada
periodo.

e Congregacdo: responsavel por receber as solicitacGes de excepcionalidades, que

séo votadas pela comissdo de ensino.

A Figura 33 apresenta os departamentos que sao definidos no modelo do processo.
Os responsaveis por avaliar as irregularidades estdo representados em cada raia do
processo da Figura 33. No documento de levantamento do processo, 19 tipos de
irregularidades foram identificadas e sdo apresentadas na Tabela 15. Dos 19 tipos de

irregularidades, cinco seguem o tratamento de excepcionalidade.
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Tabela 15 — Tipos de irregularidades

Tratamento Local de
Irregularidade c_Ie ~ Tratamento tratamento
excepcionalida via Processo
de
© Weosdeoordts | | sm |
Mais de 32 créditos Sim
1/3 de disciplinas fora do curso Sim
Disciplinas sem pré—reguisitos ou requisitos sim
concomitantes
Homologacéao de Grau Sim
Exclusdo de Reprovacao Sim
Dispensa de Disciplina
Revalidacdo de diploma CT
Transferéncia )
Disciplina avulsa Sim CT
Colacéo de grau fora da época Sim
Estéagio fora do prazo Sim
IntercAmbio Sim
Cancelamento de matricula
Trancamento do periodo fora do prazo CT
Destrancamento do periodo fora do prazo CT
Diploma especial Sim
Cancelamento de Diploma Sim

Na definicdo do gestor, tratamento de excepcionalidades € quando 0s casos
excepcionais sdo votados pela comissdo de ensino e, em seguida, encaminhados para a
congregacdo. Quando a excepcionalidade pode ser tratada via coordenador, ele avalia,
elabora 0 memorando e leva a Daec. Uma comissdo avalia e depois leva a congregacao.
Essas situacbes ndo sdo tratadas via autSec nem via processo, mas, ao final, a

regularizacdo é gravada no sistema e, estando correta, a situagdo é regularizada.
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Figura 33 — Modelo do processo de regulariza¢do de assuntos académicos
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4.8.1.2 Processos internos

No detalhamento dos processos, foi efetuado o levantamento dos processos
internos atrelados ao tratamento de irregularidades, o qual também foi mapeado — um
artefato a parte, mas que pode influenciar a decisdo, uma vez que gera impacto no tramite.
O modelo do processo mapeado na Figura 45 identifica dois envolvidos nos cenarios, o
aluno e a COA — Comissao de Orientacdo e Acompanhamento Académico.

A COA é acionado nas seguintes situagoes:

e Quando ocorre o cancelamento de matricula (jubilamento);

e quando o aluno esta ativo no curso ha mais de 14 periodos;

e quando o coeficiente de rendimento (CR) é menor que 3 em periodos
consecutivos;

e quando acontece a reprovacao da mesma disciplina quatro vezes.

Nessas situagfes, um processo interno € aberto e direcionado para a COA, que o
acompanha até a conclusdo. O aluno assina um termo de compromisso e, se ndo cumpri-
lo em trés periodos (que é o prazo de acompanhamento da COA), o processo é levado

para a Congregacdo. Se o aluno cumprir com a exigéncia, sua situacéo é regularizada.

4.8.1.3 Andamento via memorando

O andamento via memorando ocorre nas situagdes em que a Diretoria Adjunta de
Ensino e Cultura (Daec) faz o acompanhamento de situac¢Ges dos alunos. O levantamento
é feito aos coordenadores, que devem enviar listagem por e-mail das situac@es dos alunos.

As situacOes de irregularidade apontadas para tratativa neste molde séo as seguintes:

e O aluno solicita autorizagao para cursar mais de 1/3 de disciplinas fora do curso;

e 0 aluno solicita autorizagdo para cursar menos de seis créditos no periodo;

e 0 aluno abre solicitacdo para cursar disciplinas sem pré-requisitos ou requisitos
concomitantes (que, em alguns casos, devem ser autorizadas);

e 0 aluno solicita autorizagdo para cursar mais de 32 créditos.
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Outras situacOes, como inscrigédo e trancamento de disciplinas fora do prazo, séo
tratadas diretamente com o coordenador, para elas logo, ndo existe processo e a
solicitacdo é feita via memorando. O modelo em BPMN desse processo esta demonstrado
na Figura 46 e mantém, na sua definicdo, a Daec e a coordenacdo como as duas areas

envolvidas. O modelo mostra que o parecer da regularizacdo € inserido no sistema SAP.

3.8.1 Base de dados

A base de dados SAP armazena 276 assuntos distintos que sdo representados por
um codigo e uma descricdo. Dentre os assuntos, o cédigo 0671-8, por exemplo, representa
0s assuntos académicos. Outros assuntos, como afastamento, aposentadoria, promogao
etc. estdo na mesma base.

O esquema da Figura 34 mostra todas as tabelas da base de dados do SAP, no
entanto, o historico das tramitagGes encontra-se em 5 tabelas: (1 - Tramitagdo, 2 -
Despacho, 3 - Assunto, 4 - Processo, 5 - Unidade).

Em analise da base total, temos os seguintes status:

1. Menor data de processo cadastrado: 1923-01-01.

2. Maior data de processo cadastrado: 2016-09-05.

3. Total de processos: 2.131.570, sendo 45.690 provenientes da unidade Escola
Politécnica.

4. Total de processos abertos na unidade Escola Politécnica, cujo assunto é
““assuntos académicos”: 1.408.

5. Total de processos abertos na unidade Centro de Tecnologia, cujo assunto é

“assuntos académicos”: 16.631.

Filtrando os processos para as unidades CT e POLI verificamos que, no CT, 0 ano
com maior nimero de abertura de processos foi 2015, enquanto na POLI foi 2016. Na
Tabela 23, podemos ver que, em anos anteriores a 2015, 0s processos académicos da Poli
apresentam um baixo volume de dados na base, enquanto no CT o nimero € mais

equalizado.
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Figura 34 — Diagrama do banco de dados SAP

4.8.2.1 Desafios/caracteristicas identificadas na base de dados

Alguns desafios sobre os dados foram mapeados analisando-se 0 processo
“Tratamento de Irregularidades via Processo”. Sao eles:

e O campo “Resumo” da tabela de processo € livre para digitacdo do usuério.

e O campo de data da tabela de processo guarda a data e a hora como [00:00:00.000].

e Atabela de tramitacdo apresenta a coluna de despacho como “null”.
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e Ascolunas de data e ordem possuem, as vezes, datas distintas para a primeira

linha da tramitacdo. O campo de data é igual ao da tabela de processo.

Na tabela de tramitacdo para processo, o valor null nas colunas despacho e a data

com valor zero foram considerados da seguinte forma:

e Despacho = considerar como atividade inicial.
e Data > considerar a data informada na tabela de processo cuja chave

identificadora € a mesma da tabela tramitacao.

Tabela 16 — Descri¢do do campo “Resumo” — Cursar menos de seis créditos

Autorizacao para Cursar Menos de Seis Creditos

Autorizacao para Cursar menos de Seis Creditos

AUTORIZACAO P/CURSAR MENOS SEIS CREDITOS

AUTORIZACAO PARA CURSAR MENOS 6 CREDITOS

Autorizacao para Cursar Menos de 6 Creditos Fora do Prazo. DRE
011111111

AUTORIZACAO PARA CURSAR MENOS DE 6 CREDITOS.

menos de 6 créditos

Menos de 6 créditos
INSCRICAO EM UM MENOS DE SEIS CREDITOS EM UM MESMO

PERIODO
REQUERIMENTO DE INSCRICAO EM MENOS DE 6 CREDITOS EM UM
MESMO PERIODO

MENOS DE 06 (SEIS) CREDITOS

Efetuando a consulta da Formula 10 sem o parametro do assunto, conseguimos o
retorno de 360 documentos, e, com o parametro, 356 documentos. Logo, podemos
concluir que, mesmo para toda a base, tem-se um acoplamento sobre a descricéo (pelo
menos o tipo de assunto versus a descri¢do), conforme mostra o resultado da Tabela 16,

cujo resultado provém da Formula 10:
SELECT distinct resumo, 'Menos de 6 créditos' AS tipo_processo from processo
where resumo like '%credito%' and (

resumo like '%seis%' or
resumo like '% 6 %")
and assunto = ‘9671-8'

Formula 10 — Consulta de filtro
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No entanto, a clausula resumo like '% 6 %’ pode ter retornado uma linha que
possui uma matricula e nada tem relacionado a classe “cursar 6 créditos”. A Tabela 17,
na linha 1, demonstra o efeito da busca, utilizando a clausula like '% 6 %’. Para casos

assim, o classificador poderé indicar a classificacao errada da classe.

Tabela 17 — Exemplo do retorno da consulta executada

resumo

Tipo_processo| Classificagao:

Ok, ndo-ok

EQUIVALENCIA DE 4 PARA 6 CREDITQS NA | Menos de 6
DISC. LINGUA INSTRUMENTAL(INGLES)I E créditos ~
Né&o ok
II(LEG)
Equivaléncia de disciplinas e permissdo p/ cursar Menos de 6
o 1 Ok
menos de 6 creditos créditos
INCRICAO EM MENOS DE SEIS CREDITOS EM | Menos de 6 Ok
UM MESMO PERIODO créditos
Inscricdo em Disciplinas com menos de 6 créditos - | Menos de 6
. : 1 Ok
Coord. Licenciatura créditos

A partir das informac0es levantadas, principalmente sobre 0 escopo do processo,
foi possivel iniciar uma avaliacao tanto da base de dados, em relacéo ao que foi levantado,

quanto do processo, em relagdo ao que estava sendo identificado no banco de dados.

4.8.4 Avaliacao de dados relacionada ao modelo

O escopo do projeto e 0 entendimento do processo direcionaram o entendimento
inicial da analise da base de dados no que se refere a necessidade de preparar o log para
mapeamento do modelo e aplicacdo de métodos de mineracdo de processos.

A Tabela 18 mostra a analise sobre os dados em relacédo aos itens mapeados no
modelo do processo de “Tratamento de irregularidade via processo”, com 0 objetivo de

identificar nos dados os atores envolvidos.
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A Figura 33, identifica os sete atores do processo, mas dois deles (Coordenador /

Departamento Responsavel e Congregacdo) possuem informacdes de quantidade

irrelevante na perspectiva de avaliacdo das unidades como mostrado na Tabela 18.

Tabela 18 — Abstracédo de atores — Visao dos dados

Autor ___________ Obsenvagio

Aluno

Setor de Protocolo da POLI

Secretaria académica

Coordenador / Departamento Responsavel

Comissdo de coordenadores

Comissdo de Ensino / DAEC

Congregagdo

Tem o nome do requerente do processo.

Na base de dados, a Unidade Escola Politécnica (36.01.00.00) aparece
como 3 lugar de quantidade de processos abertos; apesar do processo
ter sido mapeado neste centro.

19 (36.00.00.00=>CT- Centro de Tecnologia): 16.573
22 (36.02.00.00~>Escola de Quimica): 16.369
32 (36.01.00.00—>Escola Politecnica): 1.209

—Escola Politécnica (14.933) Tramitaram pela secretaria académica
unidade 36.01.00.00

—Escola de Quimica (6.237) Tramitaram pela secretaria académica
36.02.00.00

Em toda a base sé existe um processo “23079.007080/2015-19” inerente
a unidade (31.01.07.00 -> Congregacao)

36.01.50.00—> Coordenacio de Relagbes Internacionais (39 processos)
36.02.06.00~> Coordenacgio de Estagio (741 processos)

36.03.00.00> COPPE-Coord.de Prog.de Pos Grad. em Engenharia (285
processos)

* N&o representa todos, apenas 4% dos quase 23 mil processos
finalizados.

36.01.01.01 DAEC - Diretoria Adjunta de Ensino e Cultura (336
processos)

31.01.07.00-> Congregacdo (Nenhum processo)
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5 CONSIDERACOES FINAIS

5.1 CONCLUSAO

A analise da conformidade sob o log de eventos e o processo mapeado é um
cenario dentro da area de mineracdo de processos que necessita de esforgos para evoluir.
Fazer validacdo de regras definidas ainda € uma tarefa mais facil do que abranger a
avaliacdo da conformidade com o foco de um processo como um todo.

No entanto, um processo mapeado e definido pode ser de grande ajuda na
abstracdo de artefatos de regras e validacdo das mesmas. Para cenarios em que a
proveniéncia do tratamento do log passou por avaliacdo e classificacdo por algoritmos
autdnomos, a avaliagdo da conformidade sob 0 modelo mapeado tem um ganho singular,
visto que a propria abordagem de avaliar a conformidade entre 0 modelo e o log faz uma
avaliacdo entrelacada com a instancia que fez a classificacdo das features, ou seja, 0s
classificadores.

Por outro lado, a abrangéncia do estudo mostrou que, dependendo da abordagem
adotada e da necessidade de uso da validagcdo com varios modelos, ainda ha necessidade
de evolucédo no contexto de automatizar a possibilidade de avaliacdo de diversos modelos
simultaneamente. Além disso, 0 processo inicial de avaliacao de ferramentas e algoritmos
que possibilitem a validagdo de modelo com o log, mesmo que de forma particionada,
nédo identificou variedades de ferramentas com esta possibilidade. Na realidade, apenas
na ferramenta ProM foi identificada a viabilidade de exportacdo do log processado com
as métricas geradas.

A anélise do item 5.4.1.1, relativamente ao desejo de visualizar a similaridade
estrutural entre os modelos, direcionou para a analise dos pontos divergentes. Ao avaliar
cada diferenca de folder, verificou-se que as divergéncias compartilham, em sua grande
maioria, a mesma estrutura para cada folder, algumas inclusive quantitativamente.

Em relacdo a estrutura de cada folder, neste estudo, o modelo da validacao cruzada
proposto para avaliar a conformidade demonstrou que a abordagem de classificacdo e
geracdo dos modelos apresentou métricas positivas. Em relagdo ao log de eventos, e
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considerando as medidas de aptiddo com foco em 80% que a literatura recomenda (VAN
DER AALST, 2016), estas foram representadas de forma positiva, ja que a aptidao
apresentada no item 5.4.1 para os cinco folders da classe “Alteragdo de grau” possuem
métricas superior a 80%. A abordagem também demonstrou grande aderéncia em relagédo
a trés dimensdes de qualidade (Aptiddo, Simplicidade e Preciséo) discutidas no item 3.7
que mensuram a qualidade e sdo discutidas em termos de auxiliar em abordagem de
auditoria e qualidade.

Vale ressaltar que em caso de métrica inferior a 80%, a abordagem pode ser
entendida como o caso a ndo ser escolhido para a avaliagdo da conformidade do modelo
com o log. Ou seja, o fato da métrica apresentar valor inferior a 80% de aptidao, também
mensura a conformidade do processo em relagdo ao log de eventos.

Nosso estudo néo foi baseado nem teve foco em nenhuma abordagem de auditoria,
no entanto, de forma abstrata, o levantamento do processo foi um manual de qualidade
cujas lacunas buscamos avaliar e preencher. Com essa viséo, identificamos que o modelo
desenhado possui pontos que divergem em relacdo aos modelos gerados pelo log de
eventos. Outro fator que impacta de forma negativa as analises esta relacionado as
ferramentas de mineragdo de processos. Para as abordagens existentes, o maior gargalo é
em relacdo a capacidade de validar um modelo proposto de forma automatica, sem que

haja intervenc&o critica no modelo.

5.2 TRABALHOS FUTUROS

A avaliacdo da conformidade relacionada a aptiddo detalhada no capitulo 4
mostrou-se eficaz, no entanto, a abordagem de criacdo dos modelos usando a validagéo
cruzada é um processo Oneroso, uma vez que € necessario criar varios modelos e na
sequéncia fazer a comparacdo com o log. Como proposta de trabalho futuro, uma
automatizacdo para avaliar as conformidades dos cinco folders versus os modelos se faz
necessaria.

Dentro do modelo proposto de validacdo cruzada, € preciso utilizar outras
abordagens de classificacdo com a perspectiva de identificar outras features como aluno,

quantidade de processos que ele ja solicitou, quais 0s processos com mais tramitacdes,
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quais 0s usuarios mais impactados com o efeito ping pong nas tramitagdes identificadas
no sistema etc. Assim, sera possivel extrair outras visdes relacionadas as perspectivas dos
dados que podem auxiliar na validagdo mais acurada da conformidade.

Sob a visdo da perspectiva dos dados, € necessario avaliar a qualidade do input do
texto digitado e a incidéncia na adequacdo da classificacdo, utilizando abordagem de
classificador com algoritmos de redes neurais.

Considerando a perspectiva do sistema, é indispenséavel avaliar a generalizacdo do
modelo uma das métricas de qualidade.

Avaliar a abordagem utilizando dados estruturados também ¢é fundamental, pois,
como definimos no item 4.4, o trabalho atual avaliou 0 modelo utilizando dados néo
estruturados. Para a abordagem com o uso de dados estruturados, entendemos que as
técnicas utilizadas para classificacdo do texto ndo precisam ser aplicadas.

Ainda, executar o experimento usando K=10 em vez de k=5 para gerar os modelos
e além disto, utilizar uma serie temporal de dados abrangendo o dobro de anos do

experimento atual mostram-se acOes cruciais para trabalhos futuros.
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Apéndice A — Experimento

A Figura 35 — Evolucdo das classes mostra mais detalhes sobre a evolug¢do do nimero de documentos de cada classe.
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Cursar 1/3 sem pré- Inscricio Matricula Trancamen
Aut Aut Cancel d D ] isitos  Di Inscrics Revalidacs Segunda  Segund T tad
Alteraggo  NUOTEAr | Autorizar Cancelame  de SSCANCETA piscipling 008 DIPENSA b cio foraExclusio de Exclusao de Homologag Inclusio de. oo o0 %™ ntercambi com EVANTACT pevisio de TEUNCR SEBUNGE g repar |TNCAMEN 1090 qansferenc
Mais de 32 Menosde 6 ntade  disciplinas  menta de au e ) == em disciplina - Qutros ode Chamada  viade o to de periodo
de Grau o : . y avulsa . - doprazo | Disciplina Reprovacho §ode Grau  Grau e o Isengéo de : Prova Horario e ia
créditos | créditos  matricula  forado | matricula requisitos  Disciplina Disciplina  fora do ventibator diploma deProva Diploma disciplina  fora do
curse concomitan prazo prazo
tes
- -F1_PROCESSD 0 72 250 671 145 215 o 1047 3518 0 o 282 1222 a 0 1330 2234 0 12.726 2 o 0 0 0 o 1216 0
F2_PROCESSO 274 153 359 743 217 708 3 1875 4048 2808 104 304 2411 497 173 2.968 15 106 2.809 50 698 154 1 273 1985 463 733

Figura 35 — Evolucdo das classes
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O grafico da Figura 36 mostra em detalhes a métrica apresentada para a classe com o texto original sem o pré-processamento.
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Figura 36 — KNN scikit-learn — Aplicacdo sobre o resumo original
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As figuras Figura 35 apresenta no grafico as métricas processadas no classificadores KNN
no weka e no scilit-learn apresentado as metricas para 0 resumo tratado e 0 resumo

original.

SCIKIT LEARN: K NEAREST WEKA: K NEAREST NEIGHBOORS
NEIGHBOORS K=5 TESTE K=5 TESTE

——Campa resumo Original ~#—-Campo resumo Tratado =t Campo resumao Original ~&. Campo resumo Tratado

0,972
g8a

——g —a 057 0,97 RG.57 - »

0,95
0,963

0,966

0,564

0,962
0,83 0,96

038 0,958
0,956

0,75 0,954
PRECISION RECALL F1-SCORE PRECISION RECALL F1-SCORE

Figura 37 — Métricas do classificador KNN no Weka e no Scikit-learn

As figura Figura 37 apresenta no grafico as métricas processadas no classificadores naive

Bayes no weka e no scilit-learn apresentado as métricas para o resumo tratado e o resumo

original.
Scikit e weka : Naive Bayes
1,2
0,98
! 0,56 '\"\ 94 0.95
0,8 =781 0,89
0,6
0,4
0,2
0
precision recall fl-score
=8==Campo resumo Tratado_Scikit 0,98 0,81 0,89
Campo resumo Tratado_WEKA 0,96 0,94 0,95

Figura 38 — Métricas do classificador Naive Bayes no Weka e no Scikit-learn

As Figura 39 e Figura 40 mostram o processo da classe “sobrepor horario” com o
uso do plugin de Multi-perspective, que possui por objetivo avaliar as dimensdes de
qualidade.
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I Multi-perspective Process Explorer

Base Model

1->8H_SobrHor-Abertura de Processo,
2->SH_SobrHor-Para providenciarfatender L 3

3->SH_SobrHor-Encaminhado

4->SH_SobrHor-Para ciencia/conhecimento
B8% 4

5->SH_SobrHor-Para encaminhar setor competente

6->SH_SobrHor-Para arquivar AT

T->SH_SobrHor-Recusado/indeferido 6% 5

8->SH_SobrHor-Arquivado na propria Unidade \

SH_SobrHor-Aprovado/autorizado/concedido | e 6 ot

SH_SobrHor-Para complementar dadosfinformacoes P T el
inh...

SH_SobrHor-Para comentar/opinar/analisar

SH_SobrHordnformacoes prestadas 1 e 4

} ™ 7 + jf:'ﬂ’ 1% 8 0
. * |

Figura 39 — Quatro dimens6es usando o plugin DataAwareExplorer — gerado no ProM

Multi-perspective Process Explorer
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— T [SH_SobrHor-Para
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b 3
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311030 BRI " T
s | 1
e s 1
ALIGNMENT MPE MODE CONFIGURATION PANEL INFORMATION PANEL
NO SELECTION |Avg fitness 99,6%

(Re)computte Alignment Show Performance Mode ¥ RETIEEEEY  Maximum time bl
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Query ° Toggle Trace View tdge measure (T - % Data violations 0%

seiscton Ed : dlonoiEvents 2408
Ji e scalin inear -
No filter v Toggle Chart View 0 a # Wrong Events 18

Color-code \::_ # Missing Events [0

Figura 40 — Processo da classe sobrepor horario — gerado no ProM
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12 ProM UlTopia

Prol\l

Petri net

wooz

[ N B

Figura 41 — Modelo gerado no plugin Petri Net — gerado no ProM
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Figura 42 — Mine Petri net With Inductive Miner com Visualize Petri NET (dot) —
gerado no ProM
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A Figura 43, mostra 0 modelo de processo BPMN com transformacdo de Petri Net
para BPMN.

[ nx; p— —
50101 | 5 |

3 26.01.0
36.01 36.01 | _ Para provi... | Paraprovi...
Abertura d... Para provi... “\\H - —

36.00 |

3% *D;’O
- Arquivado ...
//

Figura 43 — Modelo BPMN — Plugin ProM

Tabela 19 — Agrupamento de aptiddo

CLASSE: Dispensa de disciplinas Trace Fitness

FOLDER1 0,8 0,83 0,88 0,91 0,92 0,94 0,95 0,96 0,97 1  HFk*k xxx ok dokek shokk Xk
2 1 2 3 3 1 1 1 1 479  REE L kkk skskk kokok dkoksk skokok

FOLDER?2 0,86 0,87 0,88 0,89 0,91 0,92 0,93 0,94 0,95 0,97 1 *** k% xkx wxk sk
1 1 2 2 4 3 1 2 2 1 489 KERE  kkk kkx kkk kkk

FOLDER3 0,78 0,86 0,87 0,88 0,89 0,91 0,92 0,93 0,94 0,95 0,96 0,97 1 H¥* *kk *kx
1 1 1 1 2 3 3 1 1 2 1 1 BOL REE Rk ek

FOLDER4 0,75 0,83 0,86 0,88 0,9 0,91 092 0,94 096 1 *** *kx Hxk xkx xkx xkx
1 1 1 2 3 2 1 2 2 4OQ  *¥EF kEk skkk kkok kb kkok

FOLDERS 0,86 0,89 0,91 0,02 1  *%k kx  kxk | kkx ok kR Rk KRk Rk KRk Rk
1 2 1 1 491 REE Rk kkk kEk Rkk RRE REE RRR RRE RRE Rk

Autorizar Mais de 32 créditos Trace Fitness

FOLDER1 1 2 1 1 1 2 3 1 3 2 1 2 1 31 *wx kkk
0,79 0,81 0,83 0,86 0,87 0,88 0,89 0,9 0,91 0,92 0,93 0,94 0,96 1 *** ***

FOLDER2 1 2 1 1 1 2 3 1 3 2 1 2 1 31 ¥Rk kkk
0,79 0,81 0,83 0,86 0,87 0,88 0,89 0,9 0,91 0,92 0,93 0,94 0,96 1 *** *¥x*

FOLDER3 1 1 3 2 2 1 1 1 1 3G REE kEE RRk Rk Rk kkk
0,83 0,87 0,88 0,89 0,9 0,91 0,92 0,93 0,94 1  *¥x Hkk okx okok ek ok

FOLDER4 1 2 1 2 2 2 1 2 1 3G REE kEE RRk Rk kK Rkk
0,79 0,81 0,86 0,88 0,89 0,9 0,91 0,94 0,96 1  *¥x Hkk  hkx hokok ok okk

FOLDERS 1 1 1 2 3 1 1 2 A1 RFE L RERE KRR KRR KRR KRR RRK

0,83 0,84 0,87 0,88 0,89 0,9 0,93 0,94 1  *¥** cHkx ckkk | okl ek clokk ek

Trace Fitness

Alteracao de Grau

a '’ '

FOLDER2 1 2 2 1 3 2 2 3 1 B1 KRR RRE kkk kkk RRk ek
0,75 0,78 0,82 0,88 0,89 0,9 0,92 0,93 0,94 1  H¥* ckkk ek ok ok ek
FOLDER3 1 1 4 1 2 2 2 3 4 4 3 4 3 3 3 43
06 0,75 08 081 0,83 0,87 0,88 0,89 09 091 092 093 094 1 1 1
FOLDER4 1 1 1 1 2 1 1 2 2 3 1 GO | HEE kEk bRk kkk
0,8 0,81 0,83 0,87 0,88 0,89 0,9 0,91 0,92 0,93 0,95 1  Hk* ki sokk eokk
FOLDERS 1 75 RRE | kkk kR Rk RRk | RRR RRE KK RRE kK Rk Rk Rkk Rk

a

111



As tabelas Tabela 20, Tabela 21 e Tabela 22 mostram a avaliagdo dos cinco folders
em relagdo as atividades que contemplam. Podemaos verificar que a maioria das atividades
estd contemplada nos cinco folders, no entanto, para poucos casos, ha aderéncia inferior
a 50%.

Tabela 20 — Aderéncia de atividades por folder: classe “Alteracdo de Grau”

Atividades distintas Folderl Folder2 Folder3 Folder4 Folder5 ’;gf;g?géf
Abertura de Processo J J J J J 100%
Aprovado/autorizado/concedido J J 60%
Arquivado na propria Unidade J J J J J 100%
Comentado/opinado J J 40%
Encaminhado J J J J J 100%
Para aprovar/autorizar J J 40%
Para arquivar J J J 100%
Para ciencia/conhecimento J J J J 100%
Para comentar/opinar/analisar J 20%
Para encaminhar setor competente J J J J 80%
Para providenciar/atender J J J J J 100%
Providenciado/atendido J 80%
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Tabela 21 — Aderéncia de atividades por folder: classe “Dispensa de disciplina”

Atividades distintas Folderl | Folder2 Folder3 | Folder4 Folder5 ﬁgf;ﬁ?g;?
Abertura de Processo J J J J J 100%
Aprovado/autorizado/concedido J J J 60%
Arquivado na propria Unidade J J J 100%
Encaminhado J J J J J 100%
Exigéncia cumprida J 10%
Para aprovar/autorizar J J 40%
Para arquivar J J J 100%
Para ciencia/conhecimento J J J J J 100%
Para comentar/opinar/analisar J J J 60%
Para encaminhar setor competente J J J J J 100%
Para esclarecer J 10%
Para providenciar/atender J J J J J 100%
Para solicitar informacdes J 80%
Providenciado/atendido J J J J J 100%

Tabela 22 — Aderéncia de atividades por folder: classe “Excluséo de reprovacéo”

Atividades distintas Folderl | Folder2 Folder3 | Folder4 Folder5 'g‘gf;i?;;?
Abertura de Processo J J J J J 100%
Aprovado/autorizado/concedido J J 60%
Arquivado na propria Unidade J J J J J 100%
Encaminhado J J J J 80%
Exigéncia cumprida J J 20%
Para arquivar J J 100%
Para ciencia/conhecimento J J J J 100%
Para comentar/opinar/analisar J J 100%

Para complementar

dados/informagoes J J 20%
Para cumprir exigéncia J J 20%
Para encaminhar setor competente J 80%
Para providenciar/atender J J J J J 100%
Providenciado/atendido J 80%
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A utilizacdo da tokenizacdo do texto com a ferramenta Rapidminer gerou uma

lista de palavras conforme Figura 44.

Result History fl WordList (Process Documents from Files)
—
Word Attribute Name Total Occurences
Data
TRANSF TRANSF 7

TRANSFEMCIA

TRANSFERECIA

TRAMNSFENCIA

TRAMNSFERECIA

TRANSFERENCA TRAMNSFEREMNCA 1
TRANSFERENCIA TRAMNSFERENCIA 885
TRANSFERENCIAP TRANSFEREMNCIAP 2
TRANSFERENCIA TRAMSFEREMNCIA 36
TRANSFERMNCIA TRAMSFERMNCIA 5
TRANSFERENCIA TRANSFERENCIA 1014

TRANSFERENCIA
TRANSFETRENCIA
TRANSFRENCIA
TRANSFERENCIA

TRANSMISSAD

TRANSFERENCIA
TRANSFETRENCIA
TRANSFRENCIA
TRANSFERENCIA

TRANSMISSAD

Figura 44 — Tokenizagéo do campo “resumo” no Rapidminer

Apéndice B — Estudo de caso: detalhes

Proscessos htermas - Cancelamento de Malricula

Auno.

con

Figura 45 — Tratamento de Irregularidade via Processo
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Figura 46 — Tratamento de Irregularidade via Memorando

Tabela 23 — Total de processos por ano entre 2005 e 2016 (Centro de Tecnologia e
Escola Politécnica)

Total da unidade 36.00.00.00 desde Total da unidade 36.01.00.00 desde
2005 2005
Quantidade Ano Quantidade Ano
1360 2016 593 2016
2022 2015 522 2015
1217 2014 2 2014
1480 2013 1 2013
1278 2012 1 2012
1245 2011 6 2011
1486 2010 2 2010
1284 2009 5 2009
1006 2008 1 2006
532 2007 10 2005
513 2006 11 2004
335 2005 9 2003

Apéndice C — Classificadores

A Tabela 24 mostra as medidas de precisdo, recall e F-Measure ao utilizar o

dataset no primeiro experimento.
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A Tabela 25 demonstra a evolugdo das classes com as métricas de classificacdo. Neste
experimento, foram utilizados os mesmos parametros dos da Tabela 24.

A Tabela 26, a Tabela 27 e a Tabela 28 mostram as métricas dos experimentos
utilizando os trés classificados. As medidas foram extraidas dos classificadores utilizando
0 pacote Python Scikit-learn e Weka Datamining Tool Kit, utilizando 70% do dataset

como treino e 30% como.

Tabela 24 — Experimento 1l — Weka Classificador KNN

Precision Recall F-Measure
0,574 0,874 0,673
0,35 - 0,311
‘ Cancelamento de matricula 0,995 - 0,997
Cursar 1/3 de disciplinas fora do curso 0,904 0,996 0,949
Descancelamento de matricula 0,951 1 0,975
Disciplina avulsa 0 1 0
Disciplinas sem pré-requisitos ou 0,953 1 0,974
requisitos concomitantes
Dispensa de Disciplina 0,985 1 0,992
‘ Estagio fora do prazo 0 1 0
‘ Exclusdo de Reprovacédo 0,993 1 0,997
Homologacéo de Grau 0,982 - 0,991
0,982 0,814 0,992
- 1 -
0,996 1 0,931
- 0,28 -
0,994 0 0,997
- 0 -
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Tabela 25 — Experimento | — Weka Classificador KNN

Classes H Precision ‘ Recall ‘ F-Measure
Alteracdo de Grau 0,957 0,986 0,972
Autorizar Mais de 32 créditos 0,994 1 0,997
Autorizar Menos de 6 créditos 0,991 0,999 0,995
Cancelamento de diploma - 0 -
Cancelamento de matricula 0,993 0,998 0,995
Cursar 1/3 de disciplinas fora do curso 0,953 0,98 0,967
Cursar um terco de disciplinas fora do curso 0,796 0,723 0,758
Descancelamento de matricula 0,992 0,999 0,996
Disciplina avulsa 1 0,667 0,8
Disciplinas sem pré-requisitos ou requisitos
concomitantes 0,971 0,997 0,984
Dispensa de Disciplina 0,983 0,999 0,991
Estégio fora do prazo 0,989 0,998 0,993
Exclusdo de Disciplina 0,906 0,994 0,948
Exclusdo de Reprovacéo 0,984 0,997 0,991
Homologacdo de Grau 0,992 1 0,996
Inclusdo de Grau 0,975 0,996 0,985
Inscricdo dem disciplina fora do prazo 0,972 0,996 0,984
Inscrigdo em Disciplina 0,676 0,63 0,652
Inscrigdo em disciplina fora do prazo 0,714 0,444 0,548
Intercambio 0,97 0,956 0,963
Matricula com Isencéo de Vestibular 0,707 0,642 0,673
Outros 0,987 0,944 0,965
Revalidacdo de diploma - 0 -
Revisao de Prova 0,831 1 0,908
Segunda Chamada de Prova 0,88 0,968 0,922
Segunda via de Diploma 0,857 0,894 0,875
Sobrepor Horério 0,99 1 0,995
Trancamento de Disciplina 0,727 0,364 0,485
Trancamento de disciplina 0,982 0,991 0,987
Trancamento do periodo fora do prazo 0,983 0,997 0,99
Transferéncia 0,961 0,985 0,973
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Tabela 26 — Classificador KNN no Weka e Python: 70% de Treino e 30 % e Teste

— Python Weka
Precisdo Recall H F1 Precisdo Recall H F1

Alteracdo de Grau 0.95 0.98 0.96 (0,94 0,93 0,94
Autorizar Mais de 32 créditos 0.99 0.99 0.99 | 1,00 1,00 1,00
Autorizar Menos de 6 créditos 0.99 1.00 0.99 | 0,98 1,00 0,99
Cancelamento de matricula 0.99 1.00 0.99 0,99 1,00 1,00
Cursar 1/3 de disciplinas fora do|0.90 0.95 0.92 | 0,96 0,88 0,91
curso
Descancelamento de matricula 1.00 0.99 0.99 | 0,99 1,00 0,99
Disciplina avulsa 0.00 0.00 0.00 |- - -
Disciplinas sem pré-requisitos ou|0.96 0.97 0.97 10,97 1,00 0,98
requisitos concomitantes
Dispensa de Disciplina 0.99 0.99 0.99 | 0,98 1,00 0,99
Estégio fora do prazo 1.00 0.99 0.99 | 0,96 1,00 0,98
Exclus&o de Disciplina 0.90 1.00 0.95 | 0,78 1,00 0,88
Excluséo de Reprovacéo 1.00 1.00 1.00 | 0,97 1,00 0,98
Homologacdo de Grau 1.00 1.00 1.00 | 0,98 1,00 0,99
Inclusdo de Grau 1.00 0.99 0.99 | 0,95 1,00 0,97
Inscrigdo em Disciplina 0.44 0.45 0.44 | 0,61 0,68 0,64
Inscricdo em disciplina fora do prazo | 0.98 0.99 0.99 | 0,98 1,00 0,99
Intercambio 0.97 0.97 0.97 | 0,97 1,00 0,99
Matricula com Isengdo de Vestibular | 0.75 0.70 0.72 | 0,79 0,69 0,73
Outros 0.97 0.95 0.96 | 0,99 0,92 0,95
Revalidacédo de diploma 0.00 0.00 0.00 |- - -
Revisdo de Prova 0.94 1.00 0.97 | 0,77 1,00 0,87
Segunda Chamada de Prova 0.86 0.97 091 | 0,78 1,00 0,87
Segunda via de Diploma 0.85 0.93 0.89 | 0,88 0,93 0,90
Sobrepor Horério 0.99 1.00 1.00 | 0,97 1,00 0,98
Trancamento de disciplina 0.99 0.99 0.99 | 0,99 0,99 0,99
Trancamento do periodo fora do|1.00 0.98 0.99 | 0,97 0,98 0,98
prazo
Transferéncia 0.96 0.97 0.97 | 0,95 1,00 0,97

118




Tabela 27 — Classificador Decision tree no Weka e Python: 70% de Treino e 30 % e
Teste

— Python Weka
Precisdo Recall H F1 Precisdo Recall H F1

Alteracdo de Grau 0.97 098 [0.98 | 1,00 0,93 0,96
Autorizar Mais de 32 créditos 0.99 1.00 | 1.00 | 1,00 1,00 1,00
Autorizar Menos de 6 créditos 0.99 1.00 | 1.00 | 0,99 1,00 1,00
Cancelamento de matricula 0.99 1.00 0.99 | 1,00 1,00 1,00
Cursar 1/3 de disciplinas fora do|0.91 0.94 0.93 | 0,98 0,89 0,93
curso
Descancelamento de matricula 1.00 1.00 1.00 | 1,00 1,00 1,00
Disciplina avulsa 0.67 1.00 | 0.80 | 1,00 1,00 1,00
Disciplinas sem pré-requisitos ou |0.95 1.00 | 0.97 | 0,97 1,00 0,98
requisitos concomitantes
Dispensa de Disciplina 0.99 1.00 | 0.99 | 1,00 1,00 1,00
Estagio fora do prazo 1.00 1.00 1.00 | 1,00 1,00 1,00
Excluséo de Disciplina 0.97 0.98 0.98 | 0,88 1,00 0,93
Exclusdo de Reprovacao 1.00 1.00 1.00 | 0,97 1,00 0,99
Homologacéo de Grau 1.00 1.00 | 1.00 | 0,99 1,00 1,00
Incluséo de Grau 1.00 099 | 099 | 1,00 1,00 1,00
Inscricdo em Disciplina 0.61 0.50 0.55 | 0,64 0,68 0,66
Inscrigdo em disciplina fora do prazo | 0.98 0.99 0.99 | 0,99 0,99 0,99
Intercambio 0.98 0.99 0.98 | 1,00 1,00 1,00
Matricula com Isengéo de Vestibular | 0.68 0.72 | 0.70 | 0,81 0,91 0,85
Outros 0.98 0.95 | 0.97 | 0,99 0,96 0,97
Revalidacéo de diploma 0.00 0.00 |0.00 | - - -
Revisao de Prova 0.89 0.96 0.92 | 1,00 0,83 0,91
Segunda Chamada de Prova 0.87 093 | 0.90 | 0,79 0,98 0,88
Segunda via de Diploma 0.85 097 |091 |0,93 0,93 0,93
Sobrepor Horério 0.99 1.00 | 0.99 | 0,99 1,00 0,99
Trancamento de disciplina 0.99 1.00 0.99 | 0,98 1,00 0,99
Trancamento do periodo fora do|1.00 1.00 1.00 | 1,00 0,99 0,99
prazo
Transferéncia 0.97 0.99 0.98 | 0,96 1,00 0,98
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Tabela 28 — Classificador Naive Bayes no Weka e Python (Treino e Teste com 70% e

30%)
— Python Weka
Precisdo Recall H F1 Precisdo Recall H F1
Alteracdo de Grau 0.98 0.94 0.96 | 0,87 0,95 0,90
Autorizar Mais de 32 créditos 0.99 0.92 095 0,98 1,00 0,99
Autorizar Menos de 6 créditos 0.97 1.00 0.99 | 0,99 1,00 0,99
Cancelamento de matricula 0.96 0.99 0.98 | 0,97 1,00 0,99
Cursar 1/3 de disciplinas fora do| 0.85 0.99 0.92 | 0,91 0,97 0,94
curso
Descancelamento de matricula 1.00 1.00 1.00 | 0,98 1,00 0,99
Disciplina avulsa 0.00 0.00 0.00 | 1,00 1,00 1,00
Disciplinas sem pré-requisitos ou | 0.92 1.00 0.96 | 0,98 0,83 0,90
requisitos concomitantes
Dispensa de Disciplina 0.98 1.00 0.99 | 0,98 1,00 0,99
Estagio fora do prazo 0.97 1.00 0.98 | 0,98 1,00 0,99
Excluséo de Disciplina 0.00 0.00 0.00 | 0,66 1,00 0,79
Exclusdo de Reprovacao 0.99 1.00 0.99 | 0,99 1,00 1,00
Homologacéo de Grau 0.98 1.00 0.99 | 0,99 1,00 1,00
Incluséo de Grau 0.98 0.99 0.98 | 0,97 1,00 0,99
Inscricdo em Disciplina 0.00 0.00 0.00 | 0,25 0,81 0,38
Inscrigdo em disciplina fora do prazo | 0.94 0.99 0.97 | 0,98 0,99 0,98
Intercambio 1.00 0.85 0.92 | 1,00 1,00 1,00
Matricula com Isengdo de Vestibular | 0.00 0.00 0.00 | 0,47 1,00 0,64
Outros 0.94 0.92 0.93 | 0,99 0,85 0,92
Revalidacéo de diploma 0.00 0.00 0.00 | - - -
Revisao de Prova 0.96 0.50 0.66 | 0,91 0,83 0,86
Segunda Chamada de Prova 0.86 0.86 0.86 | 0,78 1,00 0,87
Segunda via de Diploma 0.00 0.00 0.00| 0,83 1,00 0,91
Sobrepor Horério 0.99 1.00 1.00 | 0,98 1,00 0,99
Trancamento de disciplina 0.98 1.00 0.99 | 0,96 0,96 0,96
Trancamento do periodo fora do| 0.99 0.99 0.99 | 0,75 0,99 0,85
prazo
Transferéncia 0.94 0.97 0.95| 0,93 0,98 0,95
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Figura 48 — Classe Exclusdo de Reprovacdo Modelo do folder 3 (Adequado)
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