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Esta tese apresenta um modelo paralelo de um Algoritmo Genético Conexionista (AGC)
adequado para tarefas que operam num meio ambiente dindmico. O modelo é baseado
nos mecanismos de busca dos Algoritmos Genéticos (AGs) e em resultados provenientes
das Redes Neuronais Artificiais (RNAs). As propriedades e os parimetros do AGC
permitem ao sistema se adaptar as mudangas do meio ambiente, respondendo
adequadamente as situa¢des para as quais ndo foi treinado. O AG € capaz de superar as
limitagOes de aprendizado automético das RNAs, permitindo alterar o conhecimento na
medida que o meio ambiente muda. O AGC apresenta propriedades desejdveis de ambos
0s campos, ou seja capacidade de generalizagdo das RNAs e capacidade de adaptacio
dos AGs.

As limitagOes de usar as RNAs num meio ambiente dindmico, como no caso do controle
de processos, € produto da dificuldade destas em capturar todos os padrdes na fase de
aprendizado. Daqui surge a necessidade de dispor de um sistema que possa se adaptar
facilmente as mudancas do meio ambiente.

Vdrias propostas tém sido apresentadas como uma solugo a este problema. Uma delas é
0 uso dos Algoritmos Genéticos, os quais t€m mostrado ser uma boa alternativa pela sua
flexibilidade na adaptagdo. Mas, estes AGs "puros" nfio possuem um mecanismo de
aprendizado eficiente que oriente a busca, dado que a forma de avaliar as solucdes
(fungfo objetivo) ¢ muito complexa de obter.

A solugdo proposta neste trabalho € um modelo paralelo de Algoritmo Genético
Conexionista que combina ambas as técnicas, onde € possivel modificar os pesos das
RNAs de tal forma que o conhecimento armazenado nas conexdes, seja alterado na
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medida que o meio ambiente muda. Isto permite herdar as propriedades desejdveis de

ambas as técnicas.

O AGC opera com uma familia (populagio) de RNAs (individuos) da mesma
arquitetura, cujo conhecimento armazenado nos pesos ¢ diferente. Cada processador
contem uma parcela da populagdo (populagdo local). O processamento € feito
localmente em cada processador em forma independente do resto da populagdo,
permitindo aumentar a velocidade de processamento.
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This thesis presents a parallel model to the combination of Artificial Neural Networks
(ANNs) with Genetic Algorithms (GAs), producing a flexible and powerful learning
paradigm, called Conexionist Genetic Algorithm (CGA).

In Computer Science, where sequential algorithms are usually paralleled by means of
tricks and contortions, it is altogether ironical that Genetic Algorithms, which are
inherently parallel, are performed serially, using the same unnatural, non-elegant tricks.
This thesis presents a parallel model for a Conexionist Genetic Algorithm, mapped
naturally on a parallel machine (Intel's iPSC and INMOS Transputer Network), with
good results in terms of communication, process and response time. The model is based
on GA's search mechanisms and on results from ANNs. The properties and parameters
of CGA allow for the system to adapt to changes in the environment, so that it responds
adequaly in situations for which it was not trained. The GA is able to overcome the
limitations of automatic learning of the ANNS, so that the knowledge can be modified to
the extend of changes in the environment. The CGA has desirable properties of both
fields, i.e., a capacity for generalisation of ANNs and a capacity for adaptation of GAs.
The CGA operates with a family (population) of ANNs (individuals) with a fixed
architecture, but with different knowledge stored in their weigths.

Starting from the hypothesis of building blocks, the cromosomic representation of the
ANNSs guarantees the search for the optimum of the solution. The set of synapses having
an effect on the learning of a single neuron on the output layer forms a block, which
must be contiguous with the other blocks having an influence on the same neuron.

The results obtained with the parallel model of automatic learning show that the initial
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population size is independent of the length of the cromosome, and that the processing
response is appropiate for real time applications in dynamic environments.
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CAPITULO I
I.1.- INTRODUCAO

O controle de processos foi sempre de grande interesse para O0S
pesquisadores tedricos e praticos. Estes sistemas sdo tipicamente caraterizados pelo seu
parcial entendimento da dindmica n3o linear, falta de conhecimento dos verdadeiros
parametros do sistema, subsistemas de rufido ¢ um grande montante de incertezas na
interagdo entre o processo ¢ 0 meio ambiente. Nestas dltimas décadas, os tedricos do
controle cldssico e moderno t€m oferecido novas e sofisticadas técnicas para cobrir
efetivamente algumas destas dificuldades. No entanto, um tratamento matemaético
rigoroso € restrito usualmente por um conjunto de suposi¢des. Para garantir a aplicacfo
de certas teorias, deve-se verificar continuamente as suposi¢des que foram colocadas, 0
que do ponto de vista pratico € geralmente impossivel. Esta ¢ uma das razdes pelas quais
muitas das inddstrias de controle de processos nos dltimos 40 anos t€m baseado suas
decistes de controle automdtico nas acGes da simples estrutura do controlador PID
(Proportional-Integral-Derivative), os quais ndo resolvem todos os problemas do
controle adaptativo [LEE et alii, 1992].

Existem diversos sistemas desenvolvidos com técnicas de Inteligéncia
Artificial (IA) que conseguem superar algumas desvantagens dos sistemas
convencionais, mas estes sistemas com técnicas de IA convencional m algumas
desvantagens que € possivel superar com as RNAs.

Neste trabalho € discutido o uso de Redes Neuronais Artificiais (RNAs)
como uma alternativa nos sistemas de controle. A aplicacio das RNAs no controle vém
dos anos 1962. WIDROW (1987), da Universidade de Stanford, mostrou uma RNA que
aprendeu com sucesso o algoritmo de controle para balancear um cabo de vassoura
("broomstick"). Desde entdo, muitos outros problemas de controle tem sido resolvidos
com técnicas das RNAs.

As RNAs tém a caracteristica de se adaptar bem as situagdes que consegue
associar com algum padrdo que armazenou na fase de aprendizado. O problema surge
quando ndo consegue identificar ou classificar um padrdo de entrada. Entdo, a RNA nao
responde adequadamente ou simplesmente entrega uma resposta errada. Uma solugio é
parar a operagdo da RNA e entrar na fase de aprendizado novamente, para ensinar a
nova situagio e logo apds continuar com a fase de operac¢do (ou "recall"). Isto ndo é
aceitdvel para problemas onde este tipo de situa¢Ges ocorre continuamente, como no



caso de uma aplicacdo que interage com um meio ambiente dindmico, sendo um
exemplo o controle de processos, onde a interacdo do ser humano nao € uma solugdo
para o controle automético.

Pela necessidade de desenvolver um modelo matemético rigoroso para
sistemas ffsicos, ¢ essencial ter em mente que o comportamento de sistemas de controle
no mundo real é extremamente diffcil, sendo impossivel para descrever com um modelo
matemdtico exato. Neste caso, o papel dos Algoritmos Genéticos (AGs) é importante
para compensar a falta de informagfo para obter um O6timo comportamento do
aprendizado dindmico em RNAs.

As contribugdes deste trabalho sio:

(1) Apresentar uma solugdo para o problema de aprendizado dindmico. A solucéo
proposta faz uso dos AGs para guiar o aprendizado em RNAs. Ou seja, um AG
que opera sobre uma populacio de RNAs da mesma arquitetura, realizando as
operagdes genéticas para encontrar o 6timo numa situa¢fo determinada. O modelo
de Algoritmo Genético Conexionista (AGC) ¢ inspirado no modelo apresentado
por MONTANA e DAVIS (1989), mas a técnica de codificagio ¢ diferente;

(2) Estudar e propor alguns modelos paralelos para o AGC, e selecionar um modelo
vidvel e simples de mapear numa méquina paralela real, como por exemplo um
Hipercubo baseado em Transputers;

(3) Verificar o comportamento do modelo selecionado, e determinar parimetros tais
como tamanho do cromossoma ¢ tamanho da populacdo;

(4) Mostrar que a solu¢do proposta consegue superar o problema do tratamento
seqliencial (VON NEUMANN), acelerando o processamento do modelo, e
permitindo o seu uso em controle de processos em tempo real.

1.2.- CONTEUDO DO TRABALHO

O Capitulo II apresenta uma discussdo blibliogrdfica das RNAs e as
vantagens e desvantagens de serem usadas no controle de processos. A discusdo
blibliografica mostrada no Capitulo III apresenta 0os AGs como uma solugdo ao
aprendizado automdtico em situa¢des onde 0 meio ambiente ¢ dindmico. No Capitulo IV



se mostra a solugdo deste problema, onde se detalha um modelo de um Algoritmo
Genético Conexionista (AGC) baseado numa RNA "feedforward", mas podendo usar
outros modelos de RNAs, tais como aprendizado competitivo ("clusters"). Para estes
casos se propdem as diferentes fungdes objetivos que devem ser usadas.

Como foi dito, a operagdo em tempo real do modelo proposto s6 € possivel
com 0 uso da computacdo paralela, para o qual no Capitulo V mostram-se vérios
modelos paralelos do AGC com multiprocessamento, fazendo uma avaliacdo do tempo
de execugdo, tempo de comunicagdo e quantidade de processadores necessdrios nos
diversos modelos. No fim apresenta-se uma implementagdo em arquiteturas reais, tais
como o hipercubo iPSC da Intel ¢ uma Rede Hipercibica de Transputers.

No fim, no Capitulo VI, mostram-se as conclusfes, os comentdrios do
modelo, e trabalho futuro a realizar.



CAPITULO II
APRENDIZADO NAS REDES NEURONAIS ARTIFICIAIS

Este capitulo objetiva mostrar os problemas apresentados pelas Redes
Neuronais Artificiais (RNAS) para implementar sistemas de controle de processos em
tempo real. Estes sistemas precisam ter adaptabilidade dinimica para responder as
mudangas do meio ambiente no qual devem operar continuamente. Para isso &
necessdrio dispor de habilidade para aprender por si s6, com a experiéncia e a
capacidade de tratar com analogias. Sdo estudados os algoritmos de aprendizado
adaptativo, e s@o indicadas as condi¢Ges exigidas pelos sistemas de controle, com o
objetivo de ter um aprendizado adaptativo em tempo real, de tal forma que o sistema
ndo entre em crise e possa operar continuamente sob qualquer circunstancia.

A principal abordagem do capitulo € mostrar os problemas que devem ser
resolvidos no desenvolvimento de uma RNA aplicada ao controle de processos. A
descriglio faz énfase na sele¢fio dos paradigmas conexionistas que devem ser escolhidos
na implementacdo de uma RNA. No estudo conclui-se que a RNA com aprendizado
competitivo € uma boa solu¢io para ser usada em conjunto com os Algoritmos
Genéticos (AGs) com o objetivo de obter um aprendizado adaptativo e incremental.

IL.1.- INTRODUCAO

Na teoria, oS8 neurocontroladores podem ser considerados para serem
aplicados em qualquer drea onde os engenheiros deseje construir circuitos para controlar
acOes (ou decisoes) de uma forma inteligente [WERBOS, 1989b]. O exemplo mais
obvio estd na robdtica [KAWATO et alii, 1988; MILLER III, 1989], mas existem outras
aplicagdes interessantes envolvendo controle de processo de manufatura [RANGWALA
e DORNFELD, 1989], controle de plantas [WERBOS, 1989a], veiculos autdnomos
[TOURETZKI ¢ POMERLEAU, 1988], aviagfo, propulsio, teleoperacdo [RAUCH e
WINARSKE, 1988; HIRAMATSU, 19891, ajuda aos desabilitados, incluindo sintese de
voz [SEINOWSKI e ROSENBERG, 1988], bracos artificiais [ECKMILLER, 1988],
ajuda na mobilizagdo [KUPERSTEIN e RUBINSTEIN, 1988], ¢ também préteses
neuronais. Muitas aplicacOes das RNA t€m sido desenvolvidas nas diferentes grandes
inddstrias, incluindo finangas, manufatura, defesa, aeroespaco e controle. Isto indica que
se tem suficientes resultados empfricos para apresentar as principais desvantagens das
RNAs na 4rea de controle de processos, e propor uma metodologia de desenvolvimento
preliminar com o objetivo de identificar as tarefas importantes de um processo que



geralmente carece de estrutura e organizacdo. Os beneficios Gbvios sdo o controle de
custo, incrementando a precisdo e a consisténcia, e o uso eficiente dos recursos,
incrementando a confiancga gerencial, e uma maior satisfagdo do usudrio.

Muitas das metodologias de desenvolvimento propostas para as RNAs sdo
adaptadas dos sistemas de software convencionais e mais recentemente dos Sistemas
Especialistas (SE). Em contraste, o desenvolvimento das RNA tem uma &nfase mais
forte na experimenta¢do e desenvolvimento simultineo de miltiplas alternativas, um
refinamento iterativo dos pardmetros da RNA, o reprojeto do problema e a sua
reformulagio, e o infcio de solugBes gerais que permitem estreitar o conjunto das
aproximagdes possiveis [BAILEY e THOMPSON, 1990].

Os modelos tradicionais para resolver sistemas de controle possuem certas
dificuldades, tais como [SUDDARTH, SUTTON e HOLDEN, 1988]: (1) o modelo
deve-se definir completamente para todas as circunstincias nas quais se espera que
opere; (2) o modelo ndo pode se adaptar bem num meio ambiente que muda além da
defini¢do original; e (3) o modelo deve ser apresentado para o computador numa forma
de 16gica completamente explicita.

Muitas destas desvantagens podem ser superadas com o treinamento por
exemplos numa RNA, obtendo os seguintes beneficios: (1) € facil obté-la rapidamente, e
sua qualidade pode melhorar com o tempo; (2) é adaptativo ao meio ambiente para o
qual nfo foi especificamente programado; e (3) aceita conhecimento humano na forma
de l6gica explicita e na forma de treinamento baseado na experiéncia [ECKMILLER,
1988]. Finalmente, se estes modelos sdo implementados usando um hardware especifico
para RNAs, estes sistemas podem atingir altas velocidades de operagéo.

Este trabalho mostra uma comparagdo entre os SEs e as RNAs na
implementagdo de sistemas de controle em tempo real, fazendo &nfase nas caracterfsticas
principais que estes sistemas precisam ter para operar num meio ambiente dindmico. A
seguir sfio definidos os conceitos bdsicos das RNAs, ¢ mostram-se os métodos e
algoritmos de aprendizado para este propdsito. Depois, sdo apresentadas as
consideragdes mais importantes nos sistemas em tempo real. No fim, apresentam-se
algumas respostas as questdes: E vidvel o uso de RNAs?; Quais paradigmas usar?;
Como especificar os paradigmas do projeto?; Que algoritmo de aprendizado usar?;
Como implementar um modelo de RNA?. Como conclusdo se propde o uso dos AGs
para guiar o aprendizado dindmico em RNAs em tempo real.



IL2.- TEMPO REAL: RNAs v/s SISTEMAS ESPECIALISTAS

O conceito de controle inteligente tem como necessidade dispor de
componentes inteligentes que operem em tempo real. Os r€s principais esquemas que
t&m demonstrado ter capacidade para o controle inteligente sdo:

(1) os SE como elementos adaptativos num sistema de controle;

(2) arealizagdo de cédlculos "fuzzy" como elementos produtores de decisGes num sistema
de controle; e

(3) as RNAs como elementos de compensagao.

A seguir sfo mostradas as caracteristicas dos sistemas de controle
inteligentes e as vantagens e desvantagens de serem implementados com SEs.

II.2.1.- Sistemas Especialistas e o Controle de Processos

Numa aplicagdo real, em centros de controle, pode-se identificar as
caracteristicas ideais de um sistema de processamento em tempo real, resumidas a
seguir:

.capacidade de identificar situac¢Ges de alteragdo;

.capacidade de alterar dinamicamente a prioridade dos eventos;

.capacidade de reconbecer e tratar os eventos esperados;

.capacidade de suprimir a enuncia¢io de determinados eventos (filtros);
.capacidade de reconhecimento automadtico de eventos;

.capacidade de eliminagdo automdtica de eventos;

.tempo de resposta;

facilidade de traducio de processos heuristicos da operagio em tempo real;
.consideracao do tempo de continuidade de uma situacio de alarme.

Em todo sistema de controle em tempo real, as tr€s Gltimas caracteristicas
determinam a eficiéncia e 0 desempenho do sistema para responder as situac¢des reais.

Os objetivos de um sistema de controle em tempo real sfo: oferecer mais
seguranca e agilidade no processo de tomada de decisdo. Quando ndo existe agilidade na
tomada de decisdes o sistema pode entrar em crise, onde o operador deve enfrentar
situagOes novas que dependem do seu julgamento; e também enfrentar muitos dados e
nfo a informagdo que esses dados podem conter.



Normalmente, esses sistemas operam em trés estados (Normal, Emergéncia
e Restaurativo) e muitos eventos indicam transi¢des entre estes estados. O operador deve
realizar certas operagdes com 0s eventos, tais como: reconhecer ou eliminar um evento
ou um bloco de eventos, onde as operagdes por bloco podem incorrer em erros ou falta
de informacdo.

Na ocorréncia de um evento o operador deve:
.perceber a anuncia¢@o do evento;
.entender o seu conteddo;
.analisar as conseqiiéncias do evento;
.procurar determinar a seqiiéncia de ocorréncias que levou a condigdo de
emergéncia;

.determinar uma ac¢fo a ser efetuada para normalizar a situagdo, se necessdrio.

Os sistemas tradicionais de controle, os quais operam com grande incerteza,
tipicamente dependem da intervencdo humana para funcionar apropriadamente.
Contudo, a interven¢do humana € inaceitdvel em muitas aplicages em tempo real para o
qual devem ser desenvolvidas técnicas autométicas para manipular a incerteza. Numa
aplicago tipica de controle, tal como robética, muitos problemas sédo enfrentados como
genéricos no projeto de controladores para grandes sistemas dindmicos. Alguns
problemas destas aplicacdes sio [BAVARIAN, 1988]:

.sobrecarregar o sensor de dados, o que pode decorrer de dados redundantes ou
dados especializados raramente usados pelo sistema;

Jfusdo de dados de sensor, € mapeamento dentro do laco de realimentacdo do
controle;

.sistema ndo suficientemente forte para manipular grandes excursdes dos
paradmetros;

.sistema incapaz de manipular informagao heuristica;

.sistemas que ndo podem ser usados para controle em tempo real de alta
velocidade porque eles consomem muito tempo nos cdlculos de IA;

.sistemas onde a alternativa de sensor ndo foi resolvida [ANDERSON, 1988;
FALK, 1988].

Os novos conceitos e as ferramentas novas procuram corrigir as deficiéncias
anteriores ou aumentar o escopo das fung¢des. Os SE resolvem em parte esses problemas,
e com o objetivo de mostrar a viabilidade de aplicar técnicas de IA, existem vérias
aplica¢Oes de SE para centros de controle, que t€m demonstrado ter melhor desempenho
que os sistemas usados tradicionalmente [SOLAR et alii, 1989].



I1.2.2.- Problemas dos Sistemas Especialistas

Embora um SE possa, em tese, chegar mesmo a superar O seu
correspondente humano num determinado assunto, algumas deficiéncias intrinsecas
normalmente impedem que se alcance tal desempenho, tais como [WILLIAMSON,
1985]:

.inabilidade para aprender por si s6 com a experiéncia;

.Incapacidade de tratar com analogias;

Jfalta de intuicao;

.08 especialistas humanos sabem avaliar em que ocasides as regras devem ser
quebradas.

Estas deficiéncias dos SE podem ser superadas por outro tipo de sistemas, as
RNAs, que possuem as seguintes caracteristicas gerais:

.adaptabilidade dindmica: que é a capacidade de ajuste no tratamento dos
eventos de modo a acompanhar mudangas no estado do sistema de controle.
Tais mudangas podem ser:

- ocorréncia de um evento;
- existéncia de uma combinagfo de eventos;
- ocorréncia de um determinado nimero de eventos num perfodo de tempo;
- declaragao explicita do operador.
.aprender com a experiéncia;
.capacidade de tratar com analogias;

Por outro lado, temos que o desenvolvimento de um SE envolve tarefas
muito complexas tais como:

.aquisi¢io do conhecimento, extrair a experiéncia do especialista na solugdo de
problemas (num dominio restrito);
Trepresentacio do conhecimento, estruturar o conhecimento nas formas cldssicas
de representagfo (quadros, regras, redes seméanticas, etc.);
.desenvolver mecanismos de inferéncia com os quais serd acessado o
conhecimento ("forward" e "backward chaining", etc.).

A implementagdo destas tarefas envolve a programacdo nas linguagens de
IA, tais como LISP ou Prolog, que permitem obter prot6tipos de SE em alguns meses (6
até 12 meses). Estas linguagens se caracterizam pela sua facilidade para manipular



sfmbolos e resolver os problemas de IA, mas sua velocidade de operacdo é lenta. Isto
motivou os pesquisadores a desenvolverem técnicas de paralelismo para estas
linguagens, permitindo uma maior velocidade na execucgdo dos programas. Contudo,
conseguiram-se alguns avancos neste aspecto, mas mesmo assim, o tempo consumido
em programar um SE é muito elevado, mesmo usando as ferramentas disponiveis e
desenvolvidas especialmente para este propésito.

OBERMEIER ¢ BARRON (1989), afirmam que o desenvolvimento de uma
configuragdo de RNA € feito s6 numa fragdo do tempo que seria usado para configurar e
construir um SE para a mesma aplicagao.

I1.2.3.- RNASs e 0 Controle de Processos

Na IA existem duas tendéncias de pesquisa: a simbolista ¢ a conexionista. A
simbolista possui alguns métodos de aprendizado j4 implementados em méquinas
seqiienciais, tais como SOAR [LAIRD et alii, 1987], mas com muitas limita¢des como
mostra MICHALSKI et alii (1986). A conexionista estd atualmente sendo muito
pesquisada, pelas grandes vantagens demonstradas nas vérias implementagdes, ndo s6
em aprendizado [LAIRD, 1988; HINTON et alii, 1984], como também em visdo
[FUKUSHIMA et alii, 1983; MILLER III, 1989], controle de robds [KAWATO et alii,
1988), reconhecimento de padrdes e associacdo [WIDROW et alia, 1988], memoria
associativa e endere¢dvel por contedido [KOSKO, 1988], produgdo de voz
[SEINOWSKI e ROSENBERG, 1986], formagio de categorias [PENG et alia, 1989] e
otimizagdo global [RANGWALA et alia, 1989].

As RNAs de auto-processamento, segundo REGGIA et alia (1988), sdo
fundamentalmente diferentes dos modelos de processamento de informagfo mais
tradicionais em IA e ciéncia cognitiva em pelo menos dois aspectos essenciais. Primeiro,
elas sdo de auto-processamento. Os modelos de processamento de informacdo
tradicionais consistem tipicamente de uma estrutura de dados passiva (redes
associativas, regras de produgdo, etc.), a qual ¢ manipulada por um procedimento ativo
externo (mecanismo de inferéncia, intérprete de regras, etc.). Nas RNAs, 0s nés e
conexdes numa RNA de auto-processamento sdo agentes ativos de processamento e
tipicamente ndo existe um agente ativo externo que opere sobre ela. Segundo, as RNAs
de auto-processamento mostram um comportamento global do sistema que emerge das
interagOes locais concorrentes dos seus miltiplos componentes. O processo externo que
manipula as estruturas de dados definidas nos modelos convencionais em TA e ciéncia



10

cognitiva t€m tipicamente um acesso global para toda a rede ou conjunto de regras, e
parte do processamento ¢ forte e explicitamente seqiiencial (por exemplo, resolucio de
conflitos nos sistemas baseados em regras).

Esta nog@o de intelig€ncia como uma propriedade emergente € um principio
fundamental que € aproveitado com as RNAs no problema de controle. Neste caso, o
controle € considerado como um problema de reconhecimento de padrdes, onde os
padrOes a serem reconhecidos sdo "mudangas" de sinais que sdo mapeadas em sinais de
"ag¢d0" para um sistema de funcionamento especifico [HECHT-NIELSEN, 1987].

Um controlador inteligente baseado em RNAs pode reconhecer e isolar
padrdes de mudancas em tempo real e aprender da experiéncia para reconhecer
mudangas mais facilmente, mesmo com dados incompletos [BAVARIAN, 1988].

IL3.- CONCEITOS BASICOS DAS RNAs

O cérebro € um computador incrivelmente poderoso. O cortex possue mais
de 10" neurdnios, cada um ligado com outras centenas. E provdvel que todo o
conhecimento humano esteja armazenado nos pesos das conexdes entre 0s neurdnios, 0s
quais realizam todas as complexas tarefas em tempo real [HINTON, 1985].

A velocidade de operagdo dos computadores modernos € um milhdo de
vezes mais rdpido que a dos neurdnios, os quais estdo na ordem dos milisegundos. Isto
significa que o cérebro, um dispositivo composto de elementos neuronais, é capaz de
resolver problemas dificeis de visdo e processamento de linguagem em algumas
centenas de milisegundos (500 mseg). Sendo que o melhor programa de TA para estas
tarefas estd muito longe desta velocidade [FELDMAN et alii, 1988].

E obvio que o cérebro é um dispositivo alta ¢ massicamente paralelo, e
também distribuido. Isto gerou uma polémica entre os pesquisadores de IA, pois de um
lado haviam os que se preocupavam nfo somente com o que o cérebro é capaz de fazer,
mas também como o faz [ROSENBLATT, 1962] (conexionistas), e de outro lado,
pesquisadores que tentavam simular o cérebro sem se preocuparem realmente com o
"como" [CARBONEL, 1989; HAYES-ROTH et alii, 1978] (simbolistas).

E importante mencionar que 08 conexionistas tentam imitar a forma na qual
funciona o cérebro baseados nos fundamentos biol6gicos do neurdnio, sendo que 0s
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simbolistas tentam simular as fung¢des do cérebro modelando sistemas que ndo se
baseiam nestes fundamentos.

O estudo das RNAs indica que a implementacdo destes sistemas
conexionistas ¢ feito em duas fases: a primeira, corresponde ao aprendizado da RNA,
chamada treinamento; ¢ a segunda, ao uso do conhecimento da RNA naquilo para o qual
foi treinada, a operagdo ou recuperagdo ("recall").

A fase de treinamento simplifica muito a tarefa de aprendizado, dado que a
RNA aprende por si mesma, ndo sendo necessdrio realizar as tarefas de aquisicdo e
representacdo do conhecimento. Dai surgiram vérios algoritmos de aprendizado e vérias
técnicas com diferentes arquiteturas de RNAs.

I1.3.1.- Definicao dos Conceitos

Dado que wuvsuvalmente na literatura sfdo definidos os elementos
conceitualmente similares com diferente simbologia, a seguir mostra-se a definicdo dos
termos que serdo usados ao longo do texto para eliminar qualquer ddvida referente ao
significado de cada elemento (figura I1.1).

n;: elemento ou unidade de processamento, n6é ou neurdnio i;

in;: entrada j do neurdnio;

a,(t): estado de ativacfo do neurdnio n, no instante t;

A(t)=(a,(D),a,(t),...,ax(1)): padrio de atividade da RNA no tempo t;

o,(t): resposta ou safda no tempo t em fungfio de seu estado de ativagao a,(t);

O(t): vetor de saida (0,(t),0,(t),...,0n(t));

f: regra de saida que relaciona o estado de saida em func¢fo do estado de ativagdo,
o,(O=f,(a,(t)). Geralmente a fungfo f; ¢ determinada pelo limiar ("threshold") do
n,.

wy: eficiéneia sindptica entre o ax0nio do neurdnio n, e um dendrito do neurdnio n;;

W: padrdo de conexfo (matriz de conexo), que € o conjunto de valores wy;

g, regra de propagaco que integra as entradas recebidas pelo neurdnio n; num impulso
total de entrada u,(t)=g,(in,(t),W). Classicamente € usada a regra gizf_)(wij-inj(t));
com (1<j<N);

h;: regra de ativagdo que fornece o novo estado de ativacio a(t+1) no instante t+1,
a,(t+1)=h,(a,(t),u,(t)). Classicamente h, € a fun¢io sigmoidal.

c. resposta correta dada externamente por um professor, se o aprendizado ¢é

r

supervisionado (ver se¢do I1.4 adiante).



12

CHHPE 7
“y
i afl)=Flameld  ofl)= Wy
7, L7a TEL=E¥, 0, 7
z F _;'I i -f?jl ! ’
76 &
7

Fig. II.1: Neurbnio Elementar

A selegiio destes pardmetros determina o desempenho da RNA para o qual
na seqiiéncia tenta-se dar uma resposta as seguintes questdes: Como a RNA obtém a
informac@0?; Qufo rdpido o sistema processa a informacgdo?; Qual € a capacidade de
armazenamento de uma RNA?; Quantos padrSes podem ser armazenados numa RNA
com N elementos?. Tudu isto tem relagdo com fungdes de energia, convergéncia,
estabilidade e pontos de equilibrio, os quais serdo tratados ao longo deste Capitulo.

I1.3.2.- Modelos de Neurdnios

Muitos trabalhos em computa¢@o neuronal atuais baseiam-se no neurdnio de
McCULLOCH e PITTS (1943) (muitas vezes acrescido por alguma regra de
aprendizado), ou no modelo integrador (conhecido como o neurdnio de HOPFIELD
(1982) se estd conectado com outros neurdnios numa forma simétrica) [ARBIB, 1989].

O modelo de McCULLOCH e PITTS é um modelo sincrono e discreto no
tempo. A safda o(t) de cada neurGnio i pode ter o valor 0 ("off", ndo disparado) ou 1
("on", disparado). A linha de safda (ax0nio) se ramifica repetidamente, terminando em
pontos de unido (sinapses) com outros neurdnios ou efetuadores. O neurdnio em si pode
receber sinapses de outros neurdnios ou receptores. Denota-se a safda do neurdnio como
ot), as N entradas in,(1),...,iny(t), correspondentes Aas sinapses com pesos
Wigse-s Wyperr, Wy, € Um limiar 0. A sinapse € excitatéria se o seu peso € positivo, e
inibitéria se € negativo. Neste modelo o neur6nio nfo possui memdria das entradas,
como nas regras de aprendizado dos modelos mais recentes que usam a memoria para
ajustar os pesos. Com 0s pesos correntes, e as entradas no tempo t € determinada a safda
no tempo t+1 de acordo a seguinte regra:
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fai(t+1) =1 sse in(t) = 6,
o,(t+1)=E,(t)- k-L(t) y
la,(t+1) = 0 sse in(t) < 6,

onde E,(t) € o nimero de in; em "on", L(t) € o ndimero de in, em "off", ¢ k ¢ uma
constante maior que 0.

A grande desvantagem deste modelo € que ndo possui um mecanismo de
aprendizado, portanto as relagdes de Entrada-Saida devem ser projetadas manualmente.
Mas, pode ser acrescido com regras para ajustar os pesos sindpticos, tais como a regra de
HEBB (1949) para aprendizado correlacional, o aprendizado competitivo de
RUMELHART e ZIPSER (1985) e GROSSBERG (1987), ou a regra de aprendizado de
Perceptron [ROSENBLATT, 1962], etc.

No outro modelo, o neurdnio pode ser modelado como um integrador, com
tempo continuo, € com duas quantidades que s3o wusadas para descrever o
comportamento do neurdnio, sendo estes o potencial da membrana m(t) € uma razio de
disparo M(t). M(t), na forma simplificada, ¢ uma funcdo de m(t), M(t)=f(m(t)), onde
pode ser a fungdo de safda de passo (bindria), a fun¢do de saida linear (gradual), ou a
funcio de safda sigmoidal k/(1+exp™“®) (contfnua), que cresce desde 0 para o seu
mdximo k na medida em que m(t) cresce.

Em forma resumida pode-se dizer que existem basicamente trés regras que
determinam o comportamento do neurdnio:

(1) regra de propagacgao: as entradas recebidas pelo neurdnio i sdo propagadas através
das conexdes com suas unidades vizinhas para outro processamento;

(2) regra de ativag@o: o nivel de atividade a, do neurbnio ¢ calculado a partir das
entradas com pesos das unidades que chegam ao neurdnio;

(3) regra de saida: a safda o, do neurbnio ¢ calculada baseada no nivel de atividade do
neurdnio.

As RNAs sfo sistemas de grande escala compostos destes elementos simples
de processamento que pode ser linear ou ndo (neurdnios). Cada neurdnio € caracterizado
pelo estado, que € uma lista de entradas com peso, € uma equagdo que governa o
comportamento dindmico do neurdnio. Os seguintes sdo os dois modelos mais
apropriados que s2o0 usadas na 4rea de controle:
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(1) A RNA bindria assincrona (memdria associativa de HOPFIELD) [HOPFIELD,
1982], que é composta de N neurbnios, cada um deles caracterizado pelos
parfimetros a;, 0 qual € o estado de atividade (bindrio) do neurdnio i, wy, 0 peso da
conexfo do neurdnio j para o neurdnio i, ¢ 6, que € o limiar do neurdnio i. O
estado bindrio (bipolar) do neurdnio € +1 ou -1. A dindmica da RNA ¢ tal que os
neurdnios atualizam os seus estados de acordo com a seguinte regra, onde sgn(x) ¢
o sinal algébrico de x:

a; = sgn(X(w;;in; - 6)))

O estado da RNA a cada instante do tempo ¢ descrito pelos N elementos

bindrios a,. Existe uma fun¢@o de Lyapunov na matriz simétrica w,, a qual garante

que todos os pontos de atra¢do no sistema de equagdes diferenjciais (a) sejam
pontos fixos. Estes pontos fixos servem para armazenar os padrdes desejados (tais
como comandos para o controlador). Quando a RNA € iniciada a partir de um
padrio inicial que estd préximo (por exemplo, em termos da distincia de
Hamming!') de um determinado ponto fixo, o estado do sistema converge
rapidamente para este ponto fixo. Um padrio do meio ambiente que cair dentro da
regido de atragfo associada a um ponto fixo é chamado de recuperagdo (“"recall")

do padrao armazenado nesse ponto fixo.

Como foi indicado acima, a informag¢fo que uma RNA armazena e recupera
estd no seu estado estdvel. Isto €, a arquitetura neuronal pode servir como uma
memoria enderegdvel por contetido. A informagéo € colocada na memoria através
de processos ou adaptacdo. Estes processos atribuem valores aos pardmetros
dinimicos que fazem certos padrdes serem os minimos locais da RNA, limitando-
0s a uma regido de atragdo.

(2) Os modelos da familia COHEN e GROSSBERG (1983) sdo uma generalizacdo do
modelo de HOPFIELD. Neste modelo, os estados dos neurdnios sdo um nuimero
real e ndo bindrio. O estado do neurdnio muda continuamente de acordo com um
conjunto de equagOes diferenciais ordindrias. Para o neurbnio i, o estado u, €
governado pela seguinte equagdo diferencial, onde a(u) € o termo que guia 0
controle, b,(u,) é o termo auto-excitatdrio, e, para cada j, o termo w..-d.(uj) é uma

]
entrada com peso inibitério do neurdnio j para 0 neurdnio i.

duy/dt = a;(uy)-[b;(w)- Z{w;-d(u)}]

Tryea e . - . . .
Distancia Hamming: o minimo niimero de trocas de bits que pode produzir um caractere para obter um outro caractere.



15

As propriedades de estabilidade do modelo estio em COHEN e
GROSSBERG (1983). Como no modelo anterior, a principal aplicagdo da RNA ¢
como memdria associativa com informagio armazenada nos diferentes minimos
locais do sistema.

IL4.- TREINAMENTO E APRENDIZADO NAS RNAs

O aprendizado é um aspecto intrfnseco da inteligéncia e uma necessidade
para a adapta¢do as mudancas do meio ambiente. Por esta razdo, este tépico € um dos
mais estudados pelos pesquisadores em RNAs. Os procedimentos de aprendizado
conexionista podem ser divididos em tr€s grandes classes: supervisionado
[SEINOWSKI e ROSENBERG, 1987], ndo-supervisionado [CARPENTER e
GROSSBERG, 1988] e auto-supervisionado [KOHONEN, 1984].

O aprendizado supervisionado requer um professor para especificar a safda
desejada, corrigindo as respostas erradas da RNA. E aplicdvel s6 quando o
comportamento desejado da RNA ¢é conhecido a priori, 0 qual nem sempre ocorre.

No aprendizado n#o-supervisionado, os dados sdo simplesmente
introduzidos sem interven¢do humana. Este processo permite 8 RNA fazer suas proprias
representacdes internas, construindo modelos internos que capturam as regularidades da
entrada sem receber informagao adicional.

O aprendizado auto-supervisionado (ou de reforcamento) ocorre quando a
RNA se monitora a si mesma, corrigindo os erros de interpretacdo dos dados pela
realimentacfio através da RNA. Existem vdrias formas de transformar um tipo de
procedimento de aprendizado nos outros tipos.

Quando uma arquitetura de RNA em particular tem a capacidade tedrica de
modelar uma fungfo desejada, permanece a questio de quido boa € a regra de
aprendizado usada para produzir uma representacdo apropriada [HINTON, 1985 e
1989]. Enquanto as representagdes de longo prazo estdo distribuidas através dos pesos
das conexdes entre as unidades, o aprendizado de novas informagdes € efetuado pela
modificagio destes pesos de tal forma que melhore o mapeamento desejado entre oS
vetores de entrada e safda. Esta funcdo de mapeamento ¢ efetuada pelo ajuste dos pesos
de acordo com regras de aprendizado bem definidas. MATHEUS e HOHENSEE (1987)
identificam tr€s classes gerais de regras. A primeira, chamada de regras correlacionais,
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que determinam o ajuste individual dos pesos somente na base dos niveis de atividade
entre as unidades conectadas; a segunda classe é o conjunto de regras de corregdo de
erros, a qual conta com uma realimentagfo externa do valor desejado das unidades de
safda. A terceira classe é composta pelas regras de aprendizado ndo-supervisionado, na
qual o aprendizado ocorre como uma auto-adaptacdo as regularidades detetadas no
espaco de entrada, sem uma realimentagdo direta de um professor.

As RNAs podem ser classificadas de acordo com o tipo de memoria
associativa que elas realizam. A memdria associativa obtém a informag@o completa a
partir de informagdo parcial, e tem um papel fundamental em reconhecimento de
padrdes e aplicagdes de processamento da informagao.

Duas variantes de memdrias associativas sdo de especial interesse nas
aplicagdes de RNAs: memdrias auto-associativas e memorias hetero-associativas. A
memdria auto-associativa faz um mapeamento de parcelas de dados em si mesmos,
memorizando informag#o especifica. Os paradigmas conexionistas auto-associativo mais
comuns sio a RNA de HOPFIELD (1982) e a teoria de ressonancia adaptativa (ART)
[CARPENTER ¢ GROSSBERG, 1988], embora muitos pesquisadores tenham
explorado paradigmas similares. Este tipo de memoria € usado quando s¢ quer
reconstruir um padrdo parcial ou um padrdo contendo erros na sua forma original, ou
para otimizar certos problemas da pesquisa operacional. Exemplos de aplicagGes auto-
associativas sdo reconhecimento de caracteres, o ato de completar imagens,
reconhecimento efetuado pela retina e reconstrugdo de sinais.

A memdria hetero-associativa faz um mapeamento de um conjunto de
padrbes para um outro padrdo. Os padrdes, as classificagdes ¢ os nimeros reais sao
geralmente armazenados como safdas de RNAs hetero-associativas. Os paradigmas
conexionistas que pertencem Aas memorias hetero-associativas incluem Memoria
Associativa Bidirecional (BAM) [KOSKO, 1988], o esquema de mapeamento do
KOHONEN (1984), e alguns paradigmas estatisticos. Exemplos de aplicagGes hetero-
associativas sdo classificacdo de padrdes, monitoragfio e controle de processos.

A regra correlacional ¢ frequentemente encontrada nas RNAs auto-
associativas que efetuam aprendizado de rota de estados especificos de memoria
[HOPFIELD, 1982; KOHONEN, 1984].

A regra de corre¢do de erro é predominantemente usada pelo aprendizado
supervisionado a partir de exemplos enquanto ela usa conhecimento de como o sistema
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se desvia dos exemplos do professor para modificar os pesos das conexdes
[ROSENBLATT, 1962; RUMELHART et alii, 1986; SEINOWSKI ¢ ROSENBERG,
1987].

A regra do aprendizado nfo-supervisionado € usada em situagdes onde a
RNA deve aprender a se auto-adaptar ao meio ambiente sem receber realimentagdo
especifica do professor [KOHONEN, 1984].

I1.4.1.- Regras Correlacionais

A inspira¢do de muitas regras de aprendizado nas RNAs € baseada nos
sistemas biolégicos estudados por HEBB (1949), indicando que a efici€ncia das sinapses
entre dois neurdnios € incrementada quando o nivel de disparo da atividade entre eles
estd correlacionado. O resultado é que a conexdo da unidade i com a unidade j €
reforgada cada vez que o disparo da unidade i contribui no disparo da unidade j, ou seja,
quando as unidades i e j sdo excitadas simultanemente, 0 peso da sua conexao se
incrementa proporcionalmente ao produto dos seus niveis de atividade. A regra €
definida formalmente como:

Aw. = 0,0,

onde Aw; € a variagfo do peso da conexdo da unidade j para a unidade i, € 0, € 0; s30 08
niveis de safda das respectivas unidades. A mudanca dos pesos é afetada somente pelos
nfveis de atividade das unidades conectadas, e ndo de qualquer conhecimento do
rendimento global do sistema, ou seja € local.

A RNA de HOPFIELD

As RNAs auto-associativas usam tipicamente as regras correlacionais, onde
o exemplo cldssico é a RNA de HOPFIELD, a qual usa uma combinagfo das regras de
aprendizado HEBB/anti-HEBB. A RNA de Hopfield é uma RNA auto-associativa
totalmente conectada na qual o aprendizado ¢ efetuado pelo armazenamento de "estados
de meméria" na matriz de pesos da RNA. Para armazenar um estado particular, €
aplicada a seguinte regra: se duas unidades estdo ambas em "on" ou ambas em "off",
entdo incrementa os pesos das suas conexdes; se uma unidade estd em "on" e a outra em
"off" (anti-HEBB), entfio decrementa seus pesos. Assumindo valores de saida bindrios, a
equagdo formal para esta regra é:
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Aw; = (20-1)-(20;-1)

O uso desta regra permite armazenar vérios estados de memdrias a0 mesmo
tempo na mesma RNA. Quando a RNA ¢ executada, esta pode se estabelecer num
estado final, o qual serd o mais préximo do estado inicial (6timo local). O nimero de
estados de memérias permitidos na RNA de HOPFIELD, onde a degradacdo ndo ¢ séria
ocorre com menos de 0.15-N, onde N é o nidmero total de unidades na RNA. Se os
estados de memorias sdo representados por vetores ortogonais, entdio cada memoria
individual serd perfeitamente recuperdvel (supondo que a capacidade da memoéria ndo
foi excedida). Na prética, os estados desejados a serem memorizados sdo ndo-
ortogonais, resultando num decremento significativo na capacidade de armazenamento.

I1.4.2.- Regras de Correcao de Erros

Esta classe de regras ¢ a mais usada popularmente nas implementag¢Oes
atuais [HINTON et alii, 1984; RUMELHART et alii, 1986; SEJNOWSKI e
ROSENBERG, 1987]. O esquema geral nesta regra ¢ deixar a RNA produzir sua prépria
saida em resposta & entrada, depois do qual um professor externo apresenta ao sistema a
safda correta ou desejada (supervisionado). Se a RNA responde corretamente, ndo €
necessdrio modificar nenhum peso (embora alguns sistemas usam a informacfo para
reforgar o resultado correto). Se existir um erro na safda da RNA, entdo a diferenca
entre a saida desejada e a safda atingida € usada para guiar as modifica¢bes apropriadas
dos pesos. Dado que este método se esfor¢a para atingir uma solugdo global para o
problema de representar a fun¢@o tomando pequenos passos na dire¢do do methor local
maior, ele é equivalente 4 busca do gradiente descendente no espago de representagdes
possiveis.

Perceptron

Um exemplo simples da regra de corre¢do de erros € o procedimento de
convergéncia do Perceptron [ROSENBLATT, 1962], um modelo sincrono com
atualizacfo determinfstica. Este esquema de aprendizado é como segue: (1) se a saida de
uma unidade estd correta, entdo nada muda; (2) se a sua safda estd em "on" quando
deveria estar em "off', entdo os pesos das unidades de entrada em "on" sdo
decrementados por um montante fixo; e (3) se a safda estd em "off" quando deveria ser
"on", entdo os pesos das unidades de entrada em "on" s3o incrementados por um
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montante fixo. De acordo com o teorema de convergéncia do Perceptron [MINSKY e
PAPERT, 1969], esta regra de aprendizado garante a convergéncia para a representagao
correta, se e somente se a fungdo desejada ¢é linearmente separdvel (embora esta
restricdo seja inerente & arquitetura de uma RNA com uma tUnica camada e ndo €
restricdo da regra de aprendizado). E uma méquina de decisdo linear, que requer um
grande ntdmero de neurOnios para resolver problemas complexos. Este aprendizado
supervisionado pode ajustar os pesos das conexdes da RNA com ajuda da regra Delta.

Regra Delta ou Regra Widrow-Hoff com Professor

A técnica geral da regra Delta ¢ a mesma do Perceptron, onde o peso das
conexdes € acrescentado ou decrementado de acordo com a modificacdo que leve a
resposta da unidade mais perto do valor desecjado. Na regra Delta, no entanto, o
montante das mudangas varia de acordo com o grau de discrepancia entre o valor
desejado e os estados atingidos. Formalmente, a regra define as modifica¢bes do peso
entre duas unidades segundo:

Aw; = 16,0,

onde M é um pardmetro global que controla a razdo do aprendizado e §; representa a
diferenca entre o valor desejado da unidade i € o seu valor atual:

6i — (Oidesejado_ Oiatual)

A vantagem deste esquema sobre a regra de aprendizado do Perceptron €
que o montante da mudanga é proporcional ao grau de erro (no sistema bindrio 6, €
sempre 1 ou 0). Portanto, para pequenos erros que ocorrem quando a representacio estd
quase correta, s6 mudancas menores sdo feitas. Para grandes erros, 0s quais
presumivelmente indicam representaces longe do valor desejado, as mudancas dos
pesos sdo correspondentemente maiores. Esta regra, como o procedimento de
convergéncia do Perceptron, também garante a convergéncia para uma solugdo, caso
esta exista. Mas, a regra Delta sé trabalha com RNAs "feedforward" de duas camadas
(sem camadas escondidas), e portanto estd também restrita para mapear representacoes
de fun¢Oes linearmente separdveis. Uma solugdo desejada ¢ estender esta técnica para
RNAs multi-camadas, mas o problema de acrescentar camadas escondidas € saber 0s
valores de ativagfio corretos para as unidades escondidas usados no célculo de J_., qqa
Este dilema é o cldssico problema da atribuicdo de créditos: o mundo externo néo
especifica o estado correto das unidades escondidas, e conseqiientemente a regra de
aprendizado ndo possui uma forma direta para determinar quando aquelas unidades
estdo contribuindo positiva ou negativamente ao resultado.
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Regra Delta Generalizada

A regra Delta generalizada [RUMELHART et alii, 1986] € uma extensdo da
regra de aprendizado Delta, a qual supera o problema de atribui¢do de crédito e habilita
o aprendizado efetivo em RNAs multi-camadas. Esta regra trabalha propagando o erro
das unidades de safda para trds através das unidades escondidas. O problema de
atribuicdo de crédito é resolvido calculando o erro de uma unidade escondida como a
soma proporcional (relativa aos pesos) dos erros das unidades que a alimentam.
Portanto, trabalhando para trds a partir do erro observado nas unidades escondidas, os
erros das camadas subjacentes (anteriores) das unidades escondidas podem ser
calculadas recursivamente.

A atualizacdo dos pesos seguem a regra Delta padrao:
Aw; = 18,0

No caso generalizado, no entanto, o valor de 9, difere dependendo do tipo
de unidade. Para unidades de safda, §, ¢ similar ao da regra Delta padrio, diferindo
unicamente pelo fator da derivada da fungdo de ativacdo (razdo pela qual a regra Delta
generalizada requer que o sistema use uma fungdo de ativagdo que tenha uma derivada
finita contfnua). As unidades escondidas, no entanto, séo manipuladas numa forma mais
complicada, envolvendo ambas a derivada da fung¢fo de ativagdo e a soma dos 8, das
unidades do nfvel superior seguinte, multiplicado pelo peso respectivo. Formalmente:

o, =f'(u) Z(O,wy)

onde f’(u) € a derivada da funcfio de ativagdo com respeito a sua entrada total, u,, € 08
3, sdo os erros das unidades que recebem entradas das unidades i. Esta fungio recursiva
de &'s, é implementada na prdtica primeiro calculando o valor de ativacdo como se
mostrou acima, computando as mudancas das unidades de safda, e entdio usando os 9's
das unidades de saida para calcular os valores dos erros para o nivel anterior das
unidades escondidas, ¢ assim por diante para todas as unidades.

A regra de aprendizado Delta generalizada é muito importante porque proveé
um método efetivo para o aprendizado em RNA multi-camadas. Esta regra tem sido
usada com sucesso para representar fungdes ndo-linearmente separdveis, tais como OU-
Exclusivo, paridade e simetria [RUMELHART ¢ McCLELLAND, 1986]. Resultados
impresionantes obtiveram-se no sistema NETtalk [SEJNOWSKI e ROSENBERG,
1987], o qual aprende a ler textos em inglés. NETtalk comeca sem nenhum
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conhecimento prévio da prondncia das palavras e gradualmente aprende a ler palavras
do texto verbalmente através da exposi¢do da fala livre e palavras num diciondrio. Uma
desvantagem desta regra (como outros modelos de gradiente descendente) € que néo
escala bem, o qual funciona bem para um nimero relativamenie pequeno de unidades, e
é exponencialmente custoso na medida que as conexdes sdo acrescentadas em algumas
centenas. A regra Delta generalizada requer espago adicional para armazenar os estados
de todas as unidades na decisdo da RNA, como também armazenar todos os &'s usados
na propagacao do erro para trés.

A Maquina de BOLTZMANN

Uma alternativa da regra de aprendizado Delta generalizada € encontrada na
méquina de BOLTZMANN [HINTON et alii, 1984], a qual ¢ uma RNA com uma regra
de aprendizado baseada na mecénica estatistica de Resfriamento Simulado ("simulated
annealing") [KIRKPATRICK et alii, 1983]. O objetivo deste sistema € construir uma
representacdo interna do mundo externo como uma distribuig¢fio de probabilidade dos
eventos. Aprende relagdes entre as entradas e as safdas que refletem sua ocorréncia
relativa no meio ambiente.

A regra de aprendizado de BOLTZMANN ¢ muito complexa, envolvendo
uma colegdo de informagio estatistica dos estados de equilibrio segurado ("clamped") e
ndo-segurado ("unclamped"). Um evento, representado como um par de vetores de
entrada/safda, ¢ apresentado ao sistema e as unidades externas sdo seguradas (mantém-se
no seu estado inicial). As unidades escondidas da RNA obtém permissdo para atingir o
equilibrio através do "simulated annealing", e entdo sdo colecionadas as estatisticas da
freqiiéncia dos pares de unidades em "on" num determinado ndmero de ciclos. O
sistema ¢ entdo executado livremente, ndo-segurado, e de novo a estatistica das
atividades correlacionadas so registradas no equilibrio. Os dois valores estatisticos para
cada par de unidades sdo subtrafdos e o sinal resultante destes nimeros € usado para
acrescentar ou decrementar os pares dos pesos (simétrico) por um montante fixo (apesar
de que esta regra de aprendizado seja do tipo de HEBB no seu uso das atividades
correlacionadas, é classificada como corregdo de erro, porque faz uso da diferenca entre
as atividades correlacionadas esperada e atual para determinar em que dire¢do atualizar
os pesos). Este processo ¢ repetido vdrias vezes no conjunto de eventos representativos.
Depois do treinamento, quando o sistema recebe um vetor de entrada, a méquina de
BOLTZMANN reproduz como resposta a safda mais provdvel baseada na sua
representagio interna generalizada do mundo.
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A regra de aprendizado da méquina de BOLTZMANN prové um método
efetivo para aprender os pesos das unidades escondidas e, como tal, € capaz de aprender
fungdes de mapeamento complexas e linearmente ndo-separdveis. A maior critica da
regra de aprendizado de BOLTZMANN (e do "simulated annealing”, em geral) ¢ que
ela é extremamente lenta. Um requerimento inerente aos processos de "simulated
annealing" é que o "resfriamento" do sistema na medida que atinge o equilibrio deve ser
feito lentamente, de outra forma, poderd somente alcangar o minimo local. Resumindo,
o procedimento de aprendizado de BOLTZMANN ¢ basicamente um método de
gradiente descendente e portanto, como outros sistemas que aplicam gradiente
descendente, requer a exposigdo de um grande ndmero de exemplos para aprender as
relacdes desejadas. Segundo HINTON et alia (1986), para um problema relativamente
simples com 8 unidades em total (um decodificador de 4 unidades para 4 unidades), o
tempo de aprendizado pode exceder os 1800 ciclos de aprendizado, com cada ciclo
requerendo de 40 avaliagGes de estados de ativagdo, o qual € invidvel para aplicar em
controle de processos.

11.4.3.- Aprendizado Nao-Supervisionado

Esta forma de aprendizado envolve auto-organizagdo num meio ambiente
completamente ndo-supervisionado. Nesta categoria de regras de aprendizado, a atengao
ndo ¢ focalizada em como as unidades de safda atuais casam com uma determinada safda
desejada externamente, e sim que os pesos sejam adaptados para refletir a distribui¢do
dos eventos observados. O esquema do aprendizado competitivo proposto por
RUMELHART e ZIPSER (1985) oferece um esquema orientado para este objetivo.
Neste modelo, as unidades da RNA sdo colocadas num "pool” determinado, no qual as
respostas das unidades por um padrfio de entrada € inicialmente aleatria. Na medida
que sdo apresentados os padrdes, as unidades dentro do "pool" sdo permitidas
competirem entre si ao direito de responder. Aquela unidade que responder mais
fortemente ao padrio é designada como vencedora. Entdo, os pesos da RNA sfo
ajustados de tal forma que a resposta da unidade vencedora € reforgada, fazendo-a mais
provdvel de identificar-se com aquela qualidade particular da entrada no futuro. O
resultado do aprendizado competitivo é que com o tempo, as unidades individuais
envolvidas dentro de esquemas detectores diferentes podem ser usadas para classificar o
conjunto de padrdes de entrada.



23

Esquema de Mapeamento Auto-Organizado

O esquema de mapeamento auto-organizado de KOHONEN (1984)
demonstra uma forma similar de aprendizado nfo-supervisionado, cujo objetivo € prover
algum discernimento em como os caminhos sensoriais, que acabam no cértex cerebral,
muitas vezes mapeiam topologicamente aspectos de estfmulos fisicos. Embora isto possa
ser explicado em parte pelo padrio de crescimento do axOdnio pré-determinado
geneticamente pela codificacfo. Isto parece indicar que esta organizac¢do dinfmica vem
do aprendizado em si. KOHONEN prové uma possivel explicagdo propondo regras de
aprendizado que favorecem este tipo de auto-organizagdo dirigida topologicamente.
Neste modelo, os pesos da RNA comecam a representar gradualmente qualidades ou
caracteristicas das entradas de tal forma que as unidades sdo fechadas topologicamente
para que a RNA responda similarmente aos exemplos similares de entrada. Resumindo,
as respostas da RNA como um todo distribuem-se de tal forma que cobre mais
efetivamente a distribui¢do de probabilidades do espago caracteristico.

No mapeamento de KOHONEN, a camada das unidades de entrada €
totalmente conectada com uma camada superior de unidades de saida. Para cada unidade
de saida € atribufdo um vetor de peso, W, que corresponde aos pesos do vetor de entrada
para essa unidade. Este vetor representa 0 ponto no espago caracteristico para o qual a
unidade estd melhor ajustada, por exemplo, & entrada mais sensivel. Um vetor de
entrada, que € idéntico ou similar ao vetor de pesos da unidade, excita essa unidade que
responde melhor a entrada. Quando um vetor de entrada in de dimensfio N € apresentado
durante o aprendizado, se calcula uma medida de distncia, &, para cada unidade,
indicando o quao perto os seus pesos estdo da entrada. A férmula desta medida &:

8= X(in-wp)’, 0<i<N-1

A unidade com menor distdncia € selecionada como vencedora, € 0s seus
vetores de peso sdo modificados para fazer a unidade mais sensfvel ao vetor de entrada
in. Associada & cada unidade de safda existe uma vizinhanca das unidades mais
préximas, definida por um raio que decresce lentamente de tamanho no tempo. Quando
uma unidade vence a competi¢do e tem os seus pesos modificados, o vetor de pesos das
unidades da vizinhanga imediata sdo modificados similarmente, colocando-a mais perto

do padrdo de entrada. Formalmente, a regra de modificagdo dos pesos é:
[ a(o;-wy), Vie N,
Aw; = {
Lo, VieN

onde N, € a vizinhanga da unidade vencedora com raio c.
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O resultado desta regra de aprendizado é que com o tempo, as unidades
especificas de safda dentro da RNA aprendem a responder a qualidades particulares da
entrada. Resumindo, as unidades da vizinhanga sio também levadas a uma resposta
similar, fazendo com que as unidades da RNA se ordenem topologicamente com
respeito as caracteristicas da entrada. Isto €, o sistema de aprendizado ndo-
supervisionado deste tipo ndo aprende no sentido de achar uma representagdo de uma
funcéo de mapeamento particular. Antes, a intencéo deste sistema & ramificar o espago
de eventos em regides de alta atividade de entrada, e atribuir unidades para responderem
seletivamente a estas regides.

Regra de Aprendizado Competitivo sem Professor

Esta regra desenvolvidla por VON DER MARLSBURG (1973),
GROSSBERG (1976), FUKUSHIMA (1975), FUKUSHIMA ¢ MIYAKI (1982), e
KOHONEN (1982), permite as unidades competirem de alguma forma pelo direito de
responderem a um subconjunto dado de entrada. As unidades numa camada dada sdo
divididas em conjuntos de "clusters" nfo-superpostos. Cada unidade num "cluster" inibe
cada uma das outras unidades desse "cluster”. Os "clusters" sdo do tipo "vencedor leva
tudo", tal que aquela unidade que recebe a maior entrada atinge seu valor méximo (1),
enquanto todas as outras unidades no "cluster" sdo levadas para seu valor mfnimo (0).

O montante total fixo de peso para a unidade j é:
X(wy) =1

Uma unidade aprende passando peso das suas linhas de entrada inativas para
as linhas ativas.

[ 0 se a unidade j perde a

l competicdo do elemento k
Aw; = {

| g (Cy/n)- gw; se a unidade j vence a

| competi¢do do elemento k

onde C, € 1 se no padrdo de estfmulo S, a unidade i na camada anterior estd ativa, e 0
em outro caso. n, 6 o nimero de unidades ativas no padrdo S,, g ¢ uma constante de
proporcionalidade.
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GROSSBERG (1976) desenvolveu a seguinte regra similar:

Aw; = n-a,0)-[O,1) - wy]

IL5.- CONSIDERACOES DAS APLICACOES DAS RNAs EM TEMPO REAL

Existem no minimo cinco paradigmas bdsicos usados em neurocontrole.
Muitos destes paradigmas podem-se considerar como uma extensdo da teoria de controle
para problemas novos, onde sd3o necessdrio a aproximacdo e 0 processamento
distribufdo. Os cinco paradigmas sdo [WERBOS, 1989b]: controle supervisionado,
dinimica inversa, estabilidade do sistema, "backpropagation" através do tempo e
adaptacfo critica e aprendizado reforcado. Na seqiiéncia sdo detalhados cada um destes
paradigmas.

I1.5.1. Controle Supervisionado

No reconhecimento de padrdes, a safida do sistema usualmente representa
uma classificacfo correta dos padrdes de entrada. No neurocontrole, as entradas podem
ser um conjunto de leituras de sensores, enquanto as safdas sdo vetores de agdes
desejadas. Existem vdrias formas de obter a saida desejada, por exemplo, ela pode vir da
monitoragdo do movimento de um humano que esta efetuando a tarefa desejada
[RUMELHART et alia, 1986].

WIDROW  (1989), que desenvolveu praticamente o primeiro
neurocontrolador, comparou o esquema de controle supervisionado usado pela Fuji no
Laboratoério de Robds com um SE. O humano que prové as agdes desejadas, estd agindo
essencialmente como um professor que transfere a sua experiéncia de uma forma que é
impossivel de fazer com palavras.

Um elemento bésico de aprendizado supervisionado é o "backpropagation",
0 qual € bom para alguns problemas. No entanto, alguns trabalhos [WERBOS, 1989b]
sugerem que um modulo que combina "backpropagation" generalizado com certas
caracteristicas de memdria associativa permitem um melhor desempenho e maior
flexibilidade. Existem muitas outras opgdes similares, apropriadas para alguns
problemas, tais como ART [CARPENTER e GROSSBERG, 1988], o método de
KOHONEN (1984), MADALINE [BARTO, SUTTON ¢ ANDERSON, 1983], BAM
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[KOSKQO, 1988], CMAC, etc., mostrados no trabalho de CARPENTER (1989). Em
neurocontrole sdo usados aqueles médulos e nfo sdo produzidos, € sim tenta-se usar os
recursos disponiveis para desenvolver sistemas maiores, sem entrar nos detalhes dos
projetos.

I1.5.2. Dindmica Inversa

As propriedades dindmicas de uma RNA, segundo GALLANT (1988), sdo
que um modelo conexionista deve especificar quando uma unidade computa um valor
novo de ativagfo e quando a mudancga da safda dessa unidade deve ser feita. Em alguns
modelos, as unidades sdo visitadas numa ordem fixa, onde cada unidade reavalia e faz as
mudangas das suas ativa¢des antes que as préximas unidades sejam visitadas. Em outros
modelos, todas as unidades computam os seus valores de ativacdo simultaneamente e
entdo fazem as mudancas das unidades de safda simultancamente. E outros modelos
computam 0 novo valor de ativagdo de uma unidade escolhida aleatoriamente, e logo
muda imediatamente a safda antes que qualquer outra unidade compute seu novo valor
de ativagdo. No modelo paralelo € importante a sincronizagdo destes eventos para
permitir uma evoluga@o correta da RNA.

Na dindmica inversa, o estado observado X(t) de um sistema supde-se que &
uma fungdo das acgdes atuais u(t) e do estado anterior do sistema, por exemplo,
X(t)=F(u(t),X(t-1)). Nao é necessdrio conhecer a fungio F, mas ¢ importante que tenha
uma fungdo inversa com respeito a u(t), ou seja, que possa resolver u(t) como uma
fun¢do de X(t), para qualquer X(t-1).

A fase de treinamento ou adaptacdo € usualmente diferente das aplicacGes
comuns de RNAs treinadas (dada que pode ser feito em tempo real). Na fase de
adaptagio, sdo dados exemplos de X(t) que resultaram de u(t) atuais obtidos em algumas
experiéncias. E usado o aprendizado supervisionado para adaptar a RNA de tal forma
que u(t)=H(X(t),X(t-1)), onde H & a fungio inversa de F.

Na fase de operagdo, a RNA € usada numa forma diferente. Dada uma
trajetoria desejada Xa(t), a RNA H tem como entradas Xa(t) e X(t-1), e d4 como saida
um vetor de controle u, 0 qual guia o sistema a casar com a trajetéria desejada. MILLER
IIT (1989) e GUEZ et alii (1988) usaram uma variante deste esquema, usando diferentes
mddulos de aprendizado supervisionado com um preprocessador fixo.
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KAWATO et alii (1988) descrevem problemas priticos que podem ocorrer
quando F ndo € invertivel. Contudo, a simplicidade deste esquema é um ponto forte a
seu favor em muitas aplicagdes praticas.

GOLES e MARTINEZ (1990) apresentam estudos € modelos mateméticos
para analisar e predizer a dindmica de uma RNA. Com estes modelos, tenta-se ter uma
predi¢do do comportamento do sistema no futuro.

I1.5.3. Estabilidade do Sistema

Na robdtica e na teoria de controle, existe uma grande literatura de controle
adaptativo, os quais usam a palavra "adaptativo" em forma muito diferente do
significado tratado aqui. Existem projetos padrOes, tais como os “reguladores auto-
afinados” (aprendizado nfo supervisionado) e o "controle adaptativo por referéncia”
(aprendizado supervisionado), os quais projetam principalmente a adequacfo e a
estabilidade do sistema, e cujos objetivos secunddrios sdo a minimizag¢do do custo € a
maximizag¢do do produto (controle 6timo).

Na prdtica, nas companhias industriais, dé-se grande importdncia 2
estabilidade, pelo fato de que a instabilidade pode ser muito custosa em certas
aplica¢Oes (por exemplo, em reatores nucleares).

O trabalho de COHEN e GROSSBERG (1983) apresenta os modelos
matemadticos para analisar a estabilidade de uma RNA, permitindo eliminar as oscilagdes
da RNA.

IL.5.4. "Backpropagation' através do Tempo

Supondo que se tem uma RNA que descreve ou emula a dindmica do
sistema ou da companhia que se deseja controlar, por exemplo, o modelo deveria
predizer que R(t)=F(R(t-1),u(f)), onde R(t) 6 um vetor que descreve o estado da
realidade no tempo t, u é o vetor de controle (como foi mencionado acima), e F é a
funglo de avaliag@o do vetor que implementa a RNA. Em outras palavras, as entradas da
RNA sfo R(t-1) e u(t), e a safda € uma predicdo para R(t). (Com "backpropagation”
generalizado, F deve ser uma fungdo diferencidvel para representar uma RNA).
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Outra suposi¢do € que nfo existe rufdo aleatério na fébrica, para todos os
prop@sitos préticos, e que se tenta minimizar (ou maximizar) certa quantidade U(R), que
¢ uma fungdo diferencidvel em R(t) em qualquer instante t.

Usando “"backpropagation" no tempo, pode-se calcular a derivada de U com
respeito a u(t) em qualquer instante (ou com respeito aos pesos de uma RNA gerando
u(t)). Pela adaptagdo de u(t) em resposta a esta derivada, como em "backpropagation"
bésico, podem-se encontrar agdes ou pesos Otimos.

Nas aplicacdes em tempo real, existem certas dificuldades no uso do
"backpropagation” no tempo, mas existem vdrias formas de superar estas dificuldades
como ¢ mostrado em WERBOS (1989a, 1989b).

11.5.5. Adaptacao Critica e Aprendizado Refor¢cado

O termo "adaptacgao critica" foi definido no trabalho de BARTO, SUTTON
e ANDERSON (1983) como aquela familia de projetos que inclui basicamente os que
de alguma forma resolvem o problema com aprendizado refor¢cado no tempo.

Alguns projetos de sistemas adaptativos criticos requerem que a fungido F
seja conhecida, enquanto outros ndo o fazem. Alguns requerem 0 uso de
"backpropagation”, mas nenhum requer o uso de "backpropagation” através de perfodos
multiplos de tempo. Alguns trabalham melhor quando o nimero de varidveis é pequeno,
mas outros sio mais apropriados para problemas maiores. Todos estes sistemas
requerem certas aproximagdes que podem ser feitas com mais precisio que com
"backpropagation” no tempo, como nos casos onde o ruido pode ser abandonado por
qualquer razdo.

Atualmente, o caso de aprendizado refor¢ado € realmente um caso especial
de méxima utiliza¢@o. Se o valor u(t) for conhecido para cada t, entdo pode-se tratar este
valor como um valor de entrada de sensor, por exemplo, pode-se fazer Xi(t)=U(t), onde
X1 € a primeira componente do vetor X. Neste caso, pode-se definir simplesmente
UR)=UX)=Xi. Em principio, ¢ melhor trabalhar com o caso mais geral da méxima
utiliza¢fo, porque permite explorar o conhecimento da fun¢do U, quando este estd
disponivel.
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IL.6.- RNA PARA O CONTROLE DE PROCESSOS

Este Capitulo mostra no inicio os fundamentos teéricos das RNAs e das
aplicagbes em tempo real, onde pode-se concluir que existem dreas de aplicagdes que
nfo sdo boas de serem implementadas com RNAs, tais como aqueles onde é necessdrio a
precisdo matemdtica, ou aplicagdes precisas, como aquelas em que é necessdrio carregar
dados tempordrios, reportar informagao, e aplicagdes que requerem dedugdo ou 16gica.

Nos {tens anteriores foram colocados os problemas das RNAs existentes
[SOBAJIC e PAO, 1988; CARDOZO e¢ TALUKDAR, 1988; CHRISTIE e
TALUKDAR, 1988] no tratamento de alarmes e quais as caracteristicas desejdveis de
um sistema de controle de processos em tempo real para operar continuamente Sob
qualquer circunsténcia, sem entrar em crise.

Apresenta-se um estudo das RNAs como uma opg¢do para implementar um
sistema de controle de processos que cumpra as caracteristicas necessdrias para estes
sistemas. Segundo as pesquisas das aplicacdes feitas até hoje com as RNAs [PENG e
REGGIA, 1989; RANGWALA e DORNFELD, 1989; WERBOS, 1989; ASTROM,
1989; LANG e HINTON, 1988; GALLANT, 1988; FELDMAN et alii, 1988; GUEZ et
alii, 1988; HECHT-NIELSEN, 1987; BAVARIAN, 1988; PSALTIS et alii, 1988;
KUPERSTEIN ¢ RUBINSTEIN, 1989; ANDERSON, 1989; ECKMILLER, 1989;
KOWATO et alii, 1988; PASSINO et alii, 1989; RAUCH e¢ WINARSKE, 1988;
MILLER I, 1989], tem-se uma base s6lida para verificar o bom desempenho de
algumas implementa¢des de RNAs no controle de processos. Mas estas aplicagtes em
tempo real ndo possuem a caracterfstica de adaptagdo num meio ambiente dindmico.

O trabalho desenvolvido aqui usa dois modelos de RNAs para sua aplicacio
com AGs, um modelo baseado em aprendizado supervisionado e outro ndo
supervisionado. A RNA com aprendizado supervisionado que serd usada no
desenvolvimento do trabalho ¢ baseada em processamento "feedforward" com trés
camadas totalmente interconectadas, pela seguinte razdo: qualquer arquitetura de RNA
pode-se converter numa RNA com estas caracteristicas. O modelo néo-supervisionado é
baseado em competi¢do, dado que o uso de um modelo conexionista baseado em
competi¢do permite achar o 6timo global do sistema através dos Gtimos locais de cada
"cluster”.

Usar-se-4 um modelo com entradas inibit6rias e excitatérias, porque permite
realizar vdrias fungdes dificeis de implementar, apesar de requerer grande espago de
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memoria e também ter a desvantagem de aumentar fortemente o "fan out" dos
elementos, sendo este um fator muito importante para acelerar a computagdo (elimina
processamento), especialmente com grandes RNAs [PENG & REGGIA, 1989]. Para o
qual € necessério o uso de processamento paralelo.

O uso de RNAs com camadas de processamento "feedforward", sacrifica
certa quantidade de paralelismo, dado que s6 os processadores na mesma camada podem
operar em paralelo [RANGWALA & DORNFELD, 1989]. As camadas posteriores
devem ser computadas serialmente. Apesar de perder algum paralelismo, esta RNA &
muito popular, dado que existe um esquema de aprendizado bem sofisticado para treiné-
la. A RNA tipica de estrutura em camada consiste de uma camada de enfrada, uma
camada de saida e uma camada escondida entre as camadas de entrada e saida. O
objetivo desta RNA € mapear padrdes de entrada em padrdes de safda. Os nés nas
camadas escondidas so necessdrios para implementar mapeamentos nao-lineares entre
0s padroes de entrada e saida. Uma RNA linear (cujos nés sdo lineares) € bem
aproveitada para casos onde o conjunto de padrdoes de entrada € linearmente
independente, mas pode-se mostrar que uma RNA multi-camada com ndés lineares pode
ser convertida em uma RNA equivalente de duas camadas, perdendo desta forma as
vantagens das unidades escondidas. Para melhorar o aprendizado, a extragdo das
caracteristicas e habilitar a RNA para implementar mapeamentos ndo-lineares
complexos entre os padrdes de entrada e safda, ¢ necessdrio usar uma fungdo néo-linear
para a entrada dos nés, tal como a fungdo sigméide com limiar.

KUPERSTEIN & RUBINSTEIN (1989) apresentam uma feoria e um
protétipo de uma RNA que aprende a coordenar os sensores de um motor a partir da sua
prépria experiéncia, chamado INFANT. A grande vantagem deste sistema € a sua
tolerdncia a falhas quando ocorrem erros de hardware. KUPERSTEIN et alia indicam
que um projeto de RNA que controla adaptativamente o motor de uma fdbrica deve ter
certas restri¢des:

(1) O projeto do controlador neuronal ndo deve possuir informacdes da fabrica ou das
caracteristicas do atuador. Sendo assim, ou seja independente de qualquer tipo de
fébrica, este pode ser aplicado genericamente para outras fdbricas;

(2) A RNA deve aprender a associag@o entre a imagem de um objeto e o padrdo dos
sinais do motor para todas as articulagdes do robd;

(3) A computacdo da RNA deve ser paralela, de tal forma que possa ser generalizada
para vdrias articulagdes sem acrescentar tempo de processamento.
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Neste ponto € necessdrio destacar que uma arquitetura de RNA tem
complexidade em tempo paralelo O(1) na busca do vizinho mais perto, no qual o tempo
de busca € independente do nimero de ftems armazenados (padrdes, conhecimento,
etc.). Também pode obter operagdes paralelas de memdria associativa e operagdes de
provas de hipdtese.

O Capitulo II mostra a natureza dos Algoritmos Genéticos (AGs)
[HOLLAND, 1984; GOLDBERG, 1989], detalhando suas caracteristicas de auto-
adaptacao as mudangas do meio ambiente e sua tolerancia a falhas.

O Capftulo IV mostra que o uso dos AGs [OOSTHUIZEN, 1987;
MONTANA e DAVIS, 1989] como algoritmo de aprendizado de uma RNA pode
apresentar melhor desempenho que os usados normalmente, dado que nao € necessério
treinar a RNA para usd-la. O aprendizado € feito incremental ¢ dinamicamente em
forma adaptativa e baseado na experiéncia do sistema para resolver os problemas. No
TJCAI (1990) foi feita uma réplica mostrando que o "backpropagation" superou o AG
quando teve seus pardmetros melhor sintonizados.

Uma contribuigdio desse trabalho consiste no desenvolvimento de um
modelo paralelo de um algoritmo de aprendizado com a técnica dos AGs, para ser
implementado com diferentes pardmetros nas diferentes arquiteturas de RNAs, tais
como: a RNA de uma camada ou multi-camadas, ou uma RNA totalmente inter-
conectada ou totalmente intra-conectada.

A principal contribuiciio da tese apresenta-se no CAPITULO V, onde se
estuda e analisa 0 modelo em mdquinas paralelas.



CAPITULO ITI
ALGORITMOS GENETICOS

O objetivo deste Capitulo € apresentar 0 modelo dos Algoritmos Genéticos
(AGs), que sdo algoritmos de otimizac¢do que se baseiam nos mecanismos andlogos aos
da selecdo natural da teoria de Darwin e da genética moderna. Mostram-se 0 seu
esquema, os operadores genéticos cldssicos, os pardmetros do sistema e algumas
aplicacOes. Estes AGs s3o usados como sistemas de aprendizado dindmico, chamados
Sistemas de Classificagao (SC).

II1.1.- INTRODUCAO

A idéia de descobrir os mecanismos com 0s quais 0 homem aprende € a
motivagdo da pesquisa nos sistemas adaptativos. Uma destas tentativas sdo os chamados
Algoritmos Genéticos (AQG).

O que sao os AGs ? Os AGs sio algoritmos de otimizagdo que se baseiam
nos mecanismos andlogos aos da selecdo natural da teoria de Darwin e da genética
moderna. Um problema de otimizagdo ¢ determinar dentre inimeras solugdes possiveis
aquela que € a melhor (6tima) segundo um critério pré-estabelecido (fun¢fo objetivo).

Os AGs foram desenvolvidos por HOLLAND (1986) e seus colaboradores
na Universidade de Michigan. O objetivo da sua pesquisa € duplo: (1) abstrair e explicar
rigorosamente 0s processos adaptativos dos sistemas naturais; e (2) projetar software de
sistemas artificiais que pudessem aproveitar estes importantes mecanismos dos sistemas
naturais.

Os AGs se diferenciam dos outros métodos de otimiza¢do por quairo
fatores:

(1) Nao trabalham com o problema original, mas transformam-no em uma codifica¢do
usando sfmbolos de um alfabeto escolhido. Esta codificacio deve ser em forma de
uma cadeia ("string") de sfmbolos com o objetivo de se assemelhar a seqiiéncia de
gens existentes nos cromossomas;

(2) Procuram a solugfio 6tima partindo simultaneamente de vdrias solucdes iniciais,
enquanto os métodos cldssicos de otimizagdo baseiam sua busca em uma tdnica
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solucdo a cada instante. Desta forma, os AGs possuem um paralelismo explicito
que lhes permite encontrar a melhor solugdo dentre todas as possiveis solugdes
(6timo global);

(3) Utilizam como informagdo bdsica apenas o valor da fungdo objetivo e ndo suas
derivadas, permitindo entfdo a otimizagdo de funcdes descontinuas. Normalmente
os métodos cldssicos de otimizagdo buscam uma solugdo na dire¢lo oposta ao
gradiente da fungfo objetivo, conseqlientemente necessitando calcular derivadas;

(4) AGs sio métodos probabilisticos que, utilizando os principios da evolugdo e da
genética, conseguem direcionar suas buscas de maneira mais eficiente que um
processo aleatdrio.

Os sistemas onde € mais interessante o uso dos AGs sdo: sistemas
cognitivos, sistemas rob6ticos em meios reais, sistemas -ecolgicos, sistemas
econdmicos, sistemas de controle em tempo real e outros. Tais sistemas estdo imersos
em meio-ambientes que estdo continuamente mudando, onde esperar por uma
intervengdo externa ¢ praticamente impossfvel. Uma tnica opg¢do € o aprendizado (ou
uma adaptagio).

O objetivo de um sistema de aprendizado (natural ou artificial) € a expansao
do seu conhecimento quando possui incerteza. Isto significa que deve generalizar sobre
a experiéncia do seu passado. Esta experiéncia pode guiar as novas agdes futuras s6
quando existirem certas regularidades no meio ambiente do sistema.

O problema de extrair regularidades (em IA) ¢ o problema de descobrir
representacdes dteis ou categorias. O descobrimento destas categorias € s6 a metade do
trabalho; o sistema deve também descobrir que classe de ag¢Oes sdo apropriadas para
cada categoria.

Resumindo, um sistema de aprendizado apresenta os seguintes problemas:

(1) novos dados fluem perpetuamente no meio ambiente, geralmente ruidoso e sem
relevincia;

(2) as agOes exigem continuidade (geralmente em tempo real);

(3) os objetivos sfo definidos implicitamente ou sdo inexatos;

(4) as exigéncias de seqiiéncias longas de a¢des t€m um ganho ou reforgo esparso.

Para resolver estes problemas os sistemas de aprendizado devem:
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(1) inventar categorias que descubram as regularidades relevantes aos objetivos no seu
meio ambiente;

(2) usar o fluxo da informagdo encontrada no caminho até o objetivo para reforgar seu
modelo do meio ambiente;

(3) atribuir agdes apropriadas para colocar na estrutura as categorias encontradas no
caminho para o objetivo.

Mudangas continuas e sempre novas deixam pouca oportunidade para a
otimizagdo, portanto a solugdo estd orientada mais para satisfazer do que otimizar o
problema.

Muitas pesquisas em AG tém-se concentrado nas seguintes suposigcoes:

- O meio ambiente, suas entradas e safdas podem ser representadas por uma cadeia de
simbolos de um comprimento fixo sobre um alfabeto A. Este alfabeto €
geralmente {0,1} (segundo HOLLAND (1975), existem algumas evidéncias de
que o alfabeto bindrio é 6timo. mas CARUANA et alia (1987) mostram
empiricamente que o cédigo "gray" tem melhor desempenho que o bindrio.
GOLDBERG (1989) apresenta alfabetos arbitrdrios, cujos simbolos podem
representar o espago do problema, mas sua utilidade e eficiéncia sdo resultado de
um grande estudo);

- Cada ponto no espago do problema pode ser considerado como um individuo
representado unicamente dentro do sistema por uma cadeia gerada do alfabeto do
meio ambiente. Esta cadeia (cromossoma) serve como "material genético” com
posi¢tes especificas (locus) na cadeia, contendo sfmbolos dnicos ou “tokens"
(gens) tomando valores (alelos);

- Em qualquer instante t de tempo, o sistema mantém uma populagio P(t) de cadeias
representando o conjunto atual de solu¢Bes do problema. O processo comega com
uma geracio aleatéria ou com uma populacio inicial especificada no projeto;

- A Unica realimentacfio disponivel para uma estratégia de adaptagdo € o valor da
medida do desempenho do processo (ajuste). Esta realimenta¢fo ¢ usualmente
chamada realimentacdo de "ordem-zero"; a tltima informagdo pedida ou
demandada para adaptagdo € uma indicagdo da medida do desempenho do
processo adaptativo;
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- O tempo € medido em intervalos de tempo discretos chamado geragoes.

- Nenhuma informagfo a priori ¢ necessdria para uma estratégia de adaptagdo em
relacfo ao espacgo do problema, sendo que esta limitagdo pode ser relaxada.

Neste Capitulo mostram-se inicialmente os sistemas de aprendizado
automético baseado em AG, chamado de Sistema de Classificagdo (SC), definindo os
elementos bdsicos. Logo apresenta as caracterfsticas dos AGs, os operadores genéticos e
as aplicacdes mais interessantes. A seguir € apresentado o paradigma conexionista dos
AGs, o qual ¢ detalhado no Capfitulo IV.

III.2.- SISTEMAS DE CLASSIFICACAO

Os Sistemas de Classificagdo (SC) aprendem regras para executar alguma
tarefa especifica. A tarefa ¢ definida por exemplos apresentados ao sistema, € uma
funcfio objetivo determina quio bem o sistema estd executando a tarefa. A fungdo
objetivo ndo dd respostas corretas, mas d4 uma certa quantidade de reforgo ou uma
quantidade de puni¢fo. Cada regra tem associado um grau de adaptag@o que indica a sua
eficiéncia em executar a tarefa desejada.

Segundo SAMUEL (1959), um sistema de aprendizado deve resolver dois
problemas essenciais: a atribuicdo dos créditos e a invencdo de novas regras ou
predicados. Nos SCs, a atribuicdo dos créditos ¢ efetuada pelo ajuste do grau de
adaptacdo das regras usando um algoritmo, chamado "Bucket Brigade" [HOLLAND,
1986]. A invencdo das regras, ou aprendizado, é efetuada pela evolugdo das regras
usando simulagio genética e sele¢do natural, o chamado AGs.

O SC € composto por quatro partes principais: o sistema de gerenciamento
de regras e mensagens; o algoritmo de atribuicdo de créditos; a heuristica de
aprendizado; e a defini¢do do dominio da tarefa.

Para definir o dominio da tarefa, é necessdrio dar uma descricdo dos
detectores (entrada do meio ambiente); dos efetuadores (safida para o meio ambiente); e
uma fung¢do objetivo para medir a efetividade da execugio do sistema.

Os detectores produzem mensagens, as quais s8o colocadas numa lista de
mensagens com mensagens produzidas durante o ciclo prévio. A lista de mensagens ¢
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usada pelo sistema gerenciador de mensagens e regras para casar e ativar regras, as
quais produzem mensagens de safda que sio interpretadas pelos efetuadores ou usadas
para ativar outras regras. Os resultados dos efetuadores sio julgados pela fungfo
objetivo, a qual é usada pelo algoritmo de atribui¢do de créditos para determinar a
quantidade de refor¢o ou puni¢fio que deve dar as regras que ativaram os efetuadores.

A representacio da tarefa € definida pela codificacdo dos bits nos detectores
e a decodificac@o dos bits nos efetuadores.

I1L.2.1.- As Cadeias e Mensagens

Uma cadeia é uma regra com uma agdo e¢ um ndmero arbitrdrio de
condigdes, todas as quais devem casar para disparar a regra. As mensagens nos SC sfo
cadeias de bit de comprimento fixo, onde o conhecimento representado na cadeia €
determinado principalmente pelo algoritmo de codificagio do detector e o algoritmo de
decodificagdo do efetuador, e secundariamente pela representacdo emergente das
marcas usadas nas seqiiéncias de regras. As condi¢Oes e as a¢Oes de uma cadeia s@o
padrdes de mensagens, os quais s@o cadeias terndrias do mesmo comprimento das
mensagens. Uma posi¢do de bit nesta cadeia € conhecida como locus, e o valor
armazenado nesta posi¢fo de bit € conhecido como alelo. Os alelos nas mensagens s30
tomados do alfabeto bindrio {0,1}, enquanto o alfabeto dos alelos nas condi¢des e agdes
das cadeias sdo tomados do alfabeto terndrio {0,1,#} (ver secdo I11.2.3). O alelo #
combina tanto com 1 quanto com 0.

I11.2.2.- Algoritmos de Atribuicio de Créditos

O problema de atribuir créditos € o problema de decidir, quando vdrias
regras estdo ativas a cada passo do tempo, quais destas regras ativas no tempo t sdo
suficientes para atingir alguma safda desejada no passo t+n.

Nos SC, o crédito acumulado € representado por um grau de adaptagdo
associado a cada cadeia. O grau de adaptagdo de uma cadeia é importante por dois
fatores:

1.- O grau de adaptacdo determina em parte quais cadeias serdo ativados em um
determinado passo do tempo, e assim controla o comportamento de curto prazo do
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sistema;

2.- O grau de adaptac@o € usado pelos algoritmos de aprendizado de regra para guiar a
criagdo e elimina¢do das cadeias, portanto influencia o comportamento de
aprendizado de longo prazo do sistema.

O grau de adaptagdo nos SC ¢ ajustado pelo algoritmo "Bucket Brigade"
(baseado no modelo de competi¢do). Os individuos neste algoritmo sdo as regras. Elas
competem com outras regras pelo direito de tomar uma agdo. Elas tomam uma ac¢fo
colocando mensagens que disparam efetuadores que mudam o meio ambiente externo e
colocando mensagens que guiam as Ultimas cadeias j4 habilitadas para serem
disparadas. Elas recompensam as cadeias que colocaram as mensagens previamente e
que guiaram a sua ativa¢do. Elas s@o punidas ou ganham recompensa pelo desempenho.

Existem dois tipos de aprendizado nos SC. O primeiro envolve a adaptagdo
de um conjunto fixo de regras de tal forma que elas respondam melhor & tarefa
desejada. Isto € executado pelo algoritmo de atribuicdo de crédito, efetuando o ajuste do
grau de adaptagfio das cadeias. O segundo tipo de aprendizado envolve a criacfo de
regras novas e € executado por trés mecanismos de heuristica: os AGs; os algoritmos de
"Cover Detector” e "Cover Effector” [HOLLAND, 1986], os quais for¢cam o sistema
para que responda melhor ao seu meio ambiente; e o "Triggered Chaining Operator”, o
qual introduz fragmentos de cadeias de regras no sistema.

Resumindo, os SC possuem trés niveis de atividades (Fig. I11.1):
(1) Sistema de Desempenho (SD);
(2) Sistema de Atribuicdo de Crédito (SAC); e

(3) Sistema de Aprendizado de Regra (SAR).
Descoberta [SAR]

Algoritmn Genético

Atribuigdo de Créditos
[SAC]

Mensagem da Performance [SD]
Entrada b Mensagem para
¥ Interfaces de Safda

Mensagem da Monitoragdo

Fig. III.1: Sistema de Classificagdo
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O SD (nfvel mais baixo) € a parte que interage diretamente com 0 meio
ambiente. Geralmente, corresponde a um SE baseado em regras, mas ¢ baseada na
passagem de mensagens ("message-passing”), altamente padronizado e altamente
paralelo.

O segundo nivel, o SAC, determina qual das regras sao efetivas, por isso
deve avaliar de alguma forma as regras (atividade chamada de atribui¢do de crédito).
Existem vdrios algoritmos que cumprem esta fungfo, sendo o mais conhecido o
algoritmo "Bucket Brigade" que usa somente interacdo local entre as regras para
distribuir os créditos. Este algoritmo ajusta o grau de adaptacio das regras. Outros
mecanismos de avalia¢do sfo: recompensa (ou punigdo) desde o meio ambiente e taxas
varidveis [HOLLAND, 1986].

O terceiro nivel, o SAR, € necessdrio depois que o sistema tenha avaliado
efetivamente milhGes de regras e testado s6 uma parcela muito pequena. A selegdo da
melhor regra desta pequena parcela d4 pouca confianga, dado que nenhuma das regras
testadas € muita boa para ser selecionada. Aqui € onde o sistema deve estar habilitado
para gerar novas regras para substituir pelas que tém atualmente. E importante
mencionar que se € usado um procedimento que independe da experiéncia, a busca da
nova regra pode ser muito lenta. O SAR usa AGs para gerar novas regras aproveitando
a experiéncia acumulada pelo sistema através da histéria.

Um SC consiste de 4 partes bédsicas (Fig. I11.2):

- Interface de Entrada: traduz o estado corrente do meio ambiente em uma
mensagem padriao (Detectores);

- Cadeias: regras usadas para definir os procedimentos para processar as mensagens;
- Lista de Mensagens: contém todas as mensagens correntes;

- Interface de Saida: traduz algumas mensagens em ag¢des que modificam o estado do
meio ambiente (Efetuadores).
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Classificadores
Condigao Mensagem

£ de aida
Interface de Intertface de 3al

Entrada

1+

!

Lista de Mensagens Para 0 melo
Do melo Ambieols.
Ambiente ®T0das as mensagens verifican

todas as condigdes.

@ 0s classificadores vencedores
geram novas mensagens

Fig. II1.2: Componentes de um SC.

Na versdo mais simples, todas as mensagens devem ser de um tamanho fixo
(L) sobre um alfabeto especifico, tipicamente uma cadeia bindria de L bits.

O ciclo de execugio bésico de um SC consiste nos seguintes passos:
1. Coloca todas as mensagens da interface de entrada na lista de mensagens;
2. Compara todas as mensagens da lista de mensagens com todas as condi¢Oes de todas
as cadeias e grava as que foram satisfeitas;
3. Para cada conjunto que coloca a parte condicional de alguma cadeia, soma a

mensagem especificada pela sua parte agéo (regra = condi¢@o - acio) em uma lista
de mensagens novas;
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4. Substitui todas as mensagens da lista de mensagens pela lista das novas mensagens;

5. Traduz as mensagens da lista de mensagens para as necessidades da interface de
safda, produzindo assim a safda corrente do sistema;

6. Retornar ao passo 1.

I11.2.3.- Defini¢des dos Elementos Basicos

A seguir mostra-se a defini¢do dos termos relacionados com AGs que serdo
usados ao longo do texto para eliminar qualquer ddvida referente ao significado de cada
elemento.

V={1,0}: Alfabeto bindrio;

V+={1,0,*%}: alfabeto terndrio, onde * pode tomar qualquer valor; O combina com 0, 1
combina com 1, * combina com 1 ou com 0;

L: comprimento do cromossoma;

A: cadeia que representa um cromossoma. SAo os individuos da populagdo. Por
exemplo, A=11001 tem L=5;

a: caractere. Por exemplo a cadeia A=a a,a,a,a;;

H: esquema que representa um conjunto de caracteristicas similares de diferentes
cromossomas. Por exemplo, H=*1111, o qual combina com 11111 ou com 01111;

n: tamanho da populag@o, com individuos A; j={(1,...,n};

k: cardinalidade do alfabeto, onde se tem (k+1)" esquemas diferentes;

O(H): ordem do esquema H, igual ao nimero de posi¢des fixas no esquema. Por
exemplo, H,=010**1 tem O(H,)=4;

d(H): tamanho definido de um esquema, igual & distdncia entre a primeira e a tltima
posi¢io fixa em H. Por exemplo, d(011**10) =7-1 =6;

A(1t): populagdo de individuos no tempo t;

m(H,t): m exemplos do esquema H no tempo t;

p;: probabilidade de selecionar a cadeia H;

P, probabilidade de sobrevivéncia do esquema H;;

p.: probabilidade de ocorréncia do operador de cruzamento;

p,,. probabilidade de mudanca aleatéria de uma posicdo da cadeia (operador de
mutagdo);

f;: "fitness", valor de adaptacdo da cadeia H;;

{1,0}* : conjunto das mensagens bindrias possiveis com L bits;

{1,0,#} : alfabeto terndrio das mensagens;

"#" . sfmbolo "néo interessa" dado um esquema ("don't care");

¥ . sfmbolo "nfo interessa” numa cadeia ("don't care").



41

E facil mostrar que para que uma mensagem satisfaga uma condigio &
necessdrio comparar posi¢do por posicdo a mensagem e a condi¢do, e se todas as
entradas nas posi¢Oes diferentes de "#" forem iguais, entio a mensagem satisfaz a
condi¢@io. Considerando-se que 0s AGs procuram uma solu¢fo 6tima dentro de uma
populagdo inteira de cadeias, e considerando-se ainda que, dentro desta populagio,
similaridades importantes entre cadeias podem ajudar a direcionar esta busca, torna-se
relevante o estudo destas similaridades entre cadeias. Colocando de outra forma, deve-
se questionar como uma cadeia representa uma classe de cadeias em que as
similaridades estdo localizadas em posi¢des das cadeias? Isto € resolvido com uma
estrutura definida por HOLLAND como esquemas ("schemas"), uma classe especial de
"blocos de armar" ("building blocks"). Os esquemas t€m um papel importante nas
aplicagdes dos AGs. A chave para entender os AGs é entender a forma na qual sdo
manipulados os esquemas.

Os esquemas sdo usados como blocos de armar a partir dos quais sdo
construidas as novas cadeias, ¢ sdo também usados para facilitar a transferéncia
sofisticada de conhecimento de uma situagdo para uma outra. Os esquemas Ssao
basicamente descri¢Oes gerais das categorias de cadeias.

Uma condi¢do (ou uma acfo) para uma cadeia é definida por uma cadeia A
de caracteres a,,a,,...a,...a; de comprimento L sobre o alfabeto terndrio {1,0,#}. Todas as
possibilidades de combinag@o podem ser definidas com ajuda de um novo simbolo "ndo
interessa”, indicado por "*". Para definir um determinado esquema, devem-se
especificar os caracteres na posi¢do de interesse, preenchendo o resto da cadeia com a
nova defini¢do de "nfio interessa". Um exemplo € dado pela cadeia "*0##1**,. . *", onde
deve-se focalizar a atengdo na combinag¢do "O##1" na posicdo 2 até a posi¢do 5 da
cadeia. Qualquer condi¢do que satisfaca "O##1" na posicdo determinada ¢ uma instincia
do esquema "*O#H#1**  *¥", e esse esquema define o conjunto de todas as condigdes que
podem ser definidas com a combinacgdo "0##1" na posi¢io indicada.

O conjunto de todos os esquemas é definido pelo conjunto {1,0,#%}" de
todas as cadeias de comprimento L sobre o alfabeto {1,0,#,*}.

Um SC, no tempo t, tem tipicamente vdrias cadeias que contém uma
componente dada ou esquema H; isto €, o sistema possui algumas instdncias de H.
Atribui-se o valor s(H,t) ao esquema H no tempo t como a média do grau de adaptacdo
de suas instdncias. Por exemplo, seja Ci uma cadeia com a condigdo "10##110...0" e
grau de adaptagfo f(Ci,t)=4, e a cadeia C2 com a condicdo "00##1011...1" e grau de
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adaptacio f(Cz,1)=2, entdo existem s6 duas instncias do esquema H="*0##1**,.*" no
tempo t, para o qual o esquema recebe o valor:
f(H,t) = 172{f(C1,t) + f(Co,t)} =3

A férmula geral é:
f(H,t) = /m(H,t) % £(C,1)

C=m(ILy)

E interessante mostrar que esta ¢ uma boa heuristica para guiar a construgio

das novas cadeias. Suponha um sistema com M cadeias. Se uma condi¢cdo (ou acgio)
. . A . L ~ . . L

simples € uma instincia de 2~ esquemas, entdo com as M cadeias existem entre 2~ ¢ M-

L . . . . - .
2" esquemas!. Ou seja, existe muita informagio para calcular uma média.

Se f(t) € a média do grau de adaptagdo das cadeias no tempo t, entdo o
esquema H estd acima da média se:
fHD/A) > 1

Apesar desta ser uma possivel solugdo, ndo existe uma forma direta de
calcular e usar um grande conjunto de médias {f(H,t)/f(t)}. Contudo, os AGs realizam
em forma implicita aquilo que é impossivel de realizar em forma explicita. Para isto, é
necessério detalhar mais o passo do algoritmo que gera as novas cadeias.

O algoritmo atua sobre um conjunto B(t) de M cadeias {C,, C,, ..., Cy}
sobre o alfabeto {1,0,#} com graw de adaptagdo s(C,t) atribuidos pelos scguintes
passos:

1. Computar a média do grau de adaptagdo f(t) das cadeias em B(t), e atribuir o valor
normalizado f(C,,t)/s(t) para cada cadeia C, em B(D);

2. Atribuir a cada cadeia em B(t) uma probabilidade proporcional ao seu valor
normalizado. Ento, usando esta disiribuicdo de probabilidades, selecionar de B(t)
n pares de cadeias, n << M, e faca c6pias delas;

3. Aplicar cruzamento (“cross-over"), (e possivelmente outros operadores genéticos)
para cada par copiado, formando 2-n cadeias novas. O operador de cruzamento €
aplicado a um par de cadeias como segue: Selecione uma posi¢do aleatéria i, 1<i<
L, e logo troque os segmentos da esquerda da posi¢do i nas duas cadeias (Fig.
111.3);

4. Substituir as 2-n cadeias de menor grau de adaptacdo em B(t) com as 2-n cadeias
recentemente geradas no passo 3;

5. Faga t=t+1 para preparar o uso seguinte do algoritmo e volte ao passo 1.
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Fig. I11.3: Operador de Cruzamento.

Os teoremas fundamentais para AG sfo procedimentos para inclinar a
distribui¢fio de probabilidades sobre o espago {1,0,#}.

Teorema 1:

Seja p, a probabilidade de que um par selecionado seja cruzado, e seja p, a
probabilidade que uma mutag@o ocorra em qualquer posi¢do de bit (locus). Se m(H,t) €
a fragdo da populagio ocupada pelas instdncias H no tempo t, entdo:

m(H, t+1) = [1-(p,(d(F)/(L-1))-p(ELE)I-[1-p, 1°® - [F(HLE)/E(6)]- m (L)

Isto representa um modelo deterministico de um algoritmo estocdstico, e a
prova estd em [BOOKER, GOLDBERG ¢ HOLLAND, 1989]. O teorema mostra que 0s
esquemas fortes ocupam espago na populagdo em taxas exponencialmente crescentes.

Teorema 2:

Selecione um limite t sobre o erro de transcrigdo sob reprodugdo e cruzamento, e faca 1
tal que /L<(1/2)t. Entdo numa populacdo de tamanho M:cl-ZVL, obtida como uma
amostra uniforme aleat6ria sobre {1,0}", o nimero de esquemas propagados com um
erro menor que t sempre excede M, ¢ a prova estd em [BOOKER, GOLDBERG e
HOLLAND, 1989].



E importante reconhecer que o AG s6 manipula M cadeias quando gera
implicitamente e testa as novas instdncias de vm grande ndmero de esquemas
envolvidos (>>M°). No entanto, durante este procedimento, as amostras (instdncias) dos
esquemas nfo tratadas previamente sfdo geradas. Esta manipulagdo implicita de um
grande montante de esquemas através das operacdes sobre 2-n cadeias por cada passo €

chamado de paralelismo implicito.

I1.3.- ALGORITMOS GENETICOS

O processo de aprendizado de regras dos SC usam AG. Basicamente, o0 AG
seleciona as cadeias de alto grau de adaptagfio como "pais”, formando uma "prole” nova
pela recombinac¢do dos componentes das cadeias dos pais. A prole elimina as cadeias
fracas do sistema e entra em concorréncia, para serem ativadas e testadas quando as
suas condi¢Oes sejam satisfeitas. Isto €, 0 AG imita o processo genético em evolugao.

O seguinte € o esqueleto de um AG seqiiéncial muito simples:

ALGORITMO_GENETICO_SEQUENCIAL_SIMPLES;

t=20;
inicializa P(t); -- P(t) & a populacfo no tempo t
avalia P(t);
WHILE (nao € satisfeita a condi¢do de fim) DO
BEGIN
t=t+1;
seleciona P(t);
recombina P(t); /* aplica operadores de cruzamento e mutacio */
avalia P(t)
END.

O ciclo de execugdo bdsico de um AG é:

1. Do conjunto de cadeias, selecionar um par de acordo com o grau de adaptagdo, isto &,
a de maior grau de adaptacdo serd a mais provdvel de ser selecionada;

2. Aplicar os "operadores genéticos" de cruzamento e mutagdo ao par selecionado,
criando uma nova geracdo de cadeias. O principal operador genético € o
cruzamento, o qual simplesmente troca um segmento selecionado aleatoriamente
entre os pares (ver Fig. 11L.3);

3. Substituir as cadeias mais fracas pela nova prole.
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T11.3.1.- Caracteristicas dos AGs

E possivel elaborar vdrios tipos de AG envolvendo variag@es, tais como
operadores genéticos, tamanho varidvel da populagdo, percentagem da populacdo sujeita
a mudanca, etc. A seguir sdo apresentadas as caracterfsticas dos pardmetros cldssicos
dos AGs, segundo GREFENSTETTE (1986):

a) Tamanho da Populagio N (TP): Uma questdo em aberto no estudo dos AGs € o
tamanho 6timo da populag@o. O problema estd no compromisso entre 0 montanie
da busca genética que pode ser efetuada e 0 montante disponivel de tempo real. O
TP afeta tanto o desempenho final quanto a eficiéncia do AG. Os AGs com
pequeno TP s@o muito fracos [ROBERTSON, 1988], porque a populagdo prové
um tamanho de mostra insuficiente para muitos hiperplanos (uma estrutura de
comprimento L representa 2" hiperplanos). Um grande TP tem mais
probabilidade de conter as representagfes de um grande ntimero de hiperplanos.
Ou seja, o AG pode realizar uma busca mais informada. Outro resultado € que
com um TP pequeno, o AG converge prematuramente para solugdes sub-Gtimas.
Por outro lado, um grande TP requer mais avaliagdes por geragdo, resultando
possivelmente em uma razdo de convergéncia to lenta quanto inaceitdvel;

b) Razio de Cruzamento C (RC): a RC controla a freqiiéncia com a qual € aplicado o
operador de cruzamento. Em cada populag@o nova, sdo cruzadas C-N estruturas.
Quanto maior a RC, as novas estruturas sfo introduzidas mais depressa na
populag@o. Se a RC é muito alta, as estruturas de alto desempenho s3o descartadas
tao rdpido, que ndo chegam a serem selecionadas. Se a RC é muito baixa, a busca
pode estagnar-se devido as baixas razdes de exploragio;

¢) Razdo de Mutagdo M (RM): a mutagdo € um operador de busca secunddrio que
incrementa a variagfo da populag@o. Depois de feita a sele¢@o, cada posi¢do de bit
de cada estrutura da populacdo nova, efetua mudangas aleatérias com uma
probabilidade igual & M. Consequentemente, ocorrem aproximadamente M-N-L
mutagdes por geragdo. Uma baixa RM serve para prevenir que qualquer posicio
de bit permane¢a num tnico valor fixo na populagdo completa. Uma alta RM
produz uma busca essencialmente aleatéria;

d) Intervalo de Geragdo G (IG): o IG controla a percentagem da populagdo que serd
substitufda em cada geragdo. Isto é, N-(1-G) estruturas de P(t) sdo selecionadas

(aleatoriamente) para sobreviver intactas na popula¢do P(t+1). Um valor de G=1
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significa que toda a populag@o serd substituida em cada geracdo. Um valor de
G=0,5 indica que a metade da populag¢do sobrevive na seguinte geragao;

e) Fator de Gradvagdo W (FG): nos AG ¢ importante manter a diversidade da
populagdo. Um super conjunto que domina a populagdo até ndo poder melhorar
mais, pode aparecer muito cedo num processo. Esta planura genética pode ser
permitida quando o espago do problema tiver sido suficientemente explorado.
Executores similares podem aparecer mais tarde no ciclo de vida do sistema; eles
devem ser avaliados e seu desempenho respectivo deve ser graduado para refletir
suas respectivas adaptagdes;

f) Estratégia de Selecdo S (ES): vdrias ES sdo possiveis. A ferramenta de AG
METAMORPH considera duas delas. A primeira é uma ES pura, onde cada
estrutura da populacdo corrente € reproduzida em proporgcdo a adaptacdo das
estruturas. A segunda, € uma estratégia elitista: primeiro efetua uma selecdo pura
e logo as estruturas com melhor desempenho sdo escolhidas para sobreviver na
proxima geragdo, permitindo modificd-las por cruzamento, mutagdo ou erro de
amostra.

Um AG particular ¢ indicado pelo valor de seus respectivos pardmetros N,
C, M, G, We § da seguinte forma AG(N,C,M,G, W,S).

I11.3.2.- Operadores Genéticos

Muitas pesquisas mostram tr€s operadores como sendo 0s principais
reprodugfo, cruzamento € mutagdo [AUSTIN, 1990]:

Reprodugao:

A populag@o inicial P(0) pode ser obtida heuristica ou aleatoriamente. As
estruturas das geragdes seguintes sdo obtidas a partir de membros das geragses
anteriores por um processo de selecdo probabilistico, o qual garante que o ndmero
esperado de vezes que uma estrutura € escolhida é aproximadamente proporcional ao
desempenho desta estrutura em relagdo ao resto da populagdo. As estruturas de bom
desempenho t€m uma grande chance de contribuir na obtengdo de novos descendentes.

Cruzamento
As estruturas sfio representadas por cadeias de simbolos. Se os sfimbolos sdo
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bindrios, o cruzamento ¢ implementado pela escolha aleat6ria de uma posi¢o da cadeia
(ponto de cruzamento) e logo sfo trocados os segmentos da esquerda ou da direita deste
ponto com uma outra cadeia particionada similarmente. O cruzamento prové novos
pontos para serem testados dentro do espago do problema. Cada avaliagdo de uma
cadeia de comprimento L soma conhecimento do desempenho dos n" hiperplanos
representados pela estrutura, onde n é o nimero de sfmbolos completos no alfabeto. Os
AGs t&m um alto poder computacional devido principalmente ao uso de um mecanismo
simples de sele¢do para explorar a enorme quantidade de conhecimento eficientemente
acumulado.

Mutacao

A mutacfo cria individuos novos pela modificagdo de um ou mais valores
de gens (bits) de um individuo existente. N3o é um operador principal, dado que nos
sistemas bioldgicos, a probabilidade de muta¢do dos gens € muito baixa. A mutagio
garante que a probabilidade de busca em qualquer regifio no espago do problema nunca
¢ zero e previne a perda completa de material genético através de seleglo e eliminagio.

IT1.3.3.- Aplicacoes dos AGs

Os AGs sdo extremamente flexiveis. Suas entradas e safdas podem
representar uma larga variedade de fendmenos. Esta variedade inclui otimizacio
combinatorial, processamento de imagens, sistemas de controle ¢ aprendizado
automético.

O sucesso do desempenho de sistemas em meio-ambientes dindmicos
sempre requer solugdes adaptativas. Usualmente, a complexidade inerente do dominio
(tais como ruido, alta dimensao, resposta multimodal e incerteza), dificulta determinar
uma especificacdo que aceite uma solugdo a priori. Os sistemas adaptativos tentam
resolver os problemas do dominio pela acumula¢ido de conhecimento do problema e
usando esta informacfo para gerar solugdes aceitdveis. Estas solugdes nem sempre s30
6timas, mas geralmente s80 satisfatérias. Alguns desafios tipicos aparecem nas dreas de
configuracdo de sistemas complexos, tais como projeto de software, alocagdo de tarefas
(algoritmos de itinerdrio), sele¢do de rota (problema do caixeiro viajante), e outros
problemas de otimizac¢do e aprendizado automdtico. Alguns exemplos sdo mostrados a
seguir:

Controle de Processos Dindmicos: a forma cldssica de resolver esta classe de
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problemas € o ajuste manual do algoritmo com o perfil médio utilizado no processo.
Depois do estdgio inicial, o sistema usualmente ¢ executado automaticamente até que
alguma anormalidade degrade o sistema. Uma solug@o adaptativa direciona este desafio
a modificar a base do algoritmo dinimicamente em resposta as variagdes do processo
[GOLDBERG, 1989].

Regras de Otimizacio e Inducfo: para esta aplicacdo a grande questdo € 0 como
descobrir e acentuar regras que trabalham bem, tirar aquelas que nfio funcionam
(assumindo que a memdria é limitada), e generalizar otimamente aquelas que estdo
retidas. Os AGs podem inferir regras para discriminar a partir de exemplos de classes de
padrdes [HOLLAND, 1986].

Descoberta de Novas Ligacoes Topologicas: nos sistemas de RNAs, os AGs podem
guiar o descobrimento de arquiteturas completamente novas [DENIS ¢ MACHADO,
1991]. Algumas arquiteturas podem nfo evoluir nunca, mas permanecem no 6timo para
uma aplicacdo particular. (Esta aplicagcdo envolve tanto a parte da engenharia dos
sistemas de RNA, como os modelos biol6gicos dos neurdnios). As pesquisas envolvem
implementagdo de hardware e simulagio de software [DRESS, 1987].

Simula¢io de Modelos de Evolucio Bioldgicos: o uso dos principios genéticos para
projetar sistemas artificiais adaptativos tdo sofisticados quanto os sistemas bioldgicos
naturais € um objetivo importante desta pesquisa.

ACKLEY (1987) apresenta sete algoritmos para fungdes de otimizagfo com
0 uso de AG. Os problemas mostrados sdo:
."Hillclimbing" iterado de ascensdo escalonada ¢ ascensio préxima;
."Hillclimbing" estocéstico;
."Simulated Annealing" iterado;
.Busca genética iterada - combinag@o uniforme e ordenada;
."Hillclimbing" estocdstico genético iterado;
onde sfo tratados os problemas de espago linear, mdximo local em intervalos largos e
estreitos, espagos com planuras, etc.

II1.3.4.- Desempenho dos AGs

O desempenho de um SC num problema de aprendizado pode ser avaliado
de variadas formas, incluindo: o nivel de desempenho atingido pelo SC no problema, o
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tamanho da populacio de cadeias requerido para atingir um certo nivel de desempenho,
o ndmero de respostas do meio ambiente requeridas para que o sistema tenha um bom
comportamento, os operadores genéticos usados durante a reprodugdo enquanto o SC
evolui no contexto do problema, e as condi¢des dos pardmetros dado para o SC.

GREFENSTETTE (1986) apresenta duas medidas de desempenho para as
estratégias de busca adaptativa: o desempenho "on line" e o desempenho "off line".

O desempenho "on line" de uma estratégia de busca s em uma superficie de
resposta e € definida como segue:

U (s,T) = (/)2 (0, (D)

onde u (t) é o desempenho da estrutura avaliada no tempo t. Isto €, o desempenho "on
line" € o desempenho médio de todas as estruturas testadas no caminho da busca.

O desempenho "off line" de uma estratégia de busca s sobre uma superficie

de resposta e € definida como segue:
U (s,T) = (/)T (u, (), t=0,1,.., T

onde u, (t) é o melhor desempenho atingido no intervalo de tempo [0,t]. O desempenho
"off line" é uma medida muito importante quando a busca pode ser efetuada em forma
"off line" (p.e. via um modelo de simulac¢fo), enquanto que a melhor estrutura € usada
para controlar o sistema "on line".

No fim, para medir o desempenho global, define-se para um conjunto
completo de superficies de respostas E, o seguinte:

U,(s,T)=100-(1/n)>. (U _(s,t)/U (aleat,T)), e€ E
U, (s, T)=100(1/n)T (U, (s,)/U, (aleat,T)), e € E

onde U, (aleat,T) e U:(aleat,T) sdo o desempenho "on line" e "off line",
respectivamente, de uma busca aleatéria pura sobre a superficie de resposta e.

Como Uy e Uy estdo normalizados em 100 para buscas aleatérias, os Uy e
UE* para estratégias de busca mais efetivas serdo correspondentemente menores (para
problemas de minimizacao).
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II1.4.- SISTEMAS DE CLASSIFICACAO E O PARADIGMA CONEXIONISTA

Os modelos conexionistas descrevem processos mentais em termos de
ativacdo de padrdes definidos sobre os nés numa RNA altamente interconectada
[HINTON, 1985; RUMELHART et alii, 1986]. Os nds sdo unidades elementares que
ndo mapeiam diretamente os conceitos. A informacéo nao estd localizada numa unidade
individual em particular, sim pelas propriedades estatisticas dos padrdes de atividade
sobre a colecdo de unidades. Uma unidade individual participa tipicamente de muitas
representaces do conhecimento. O conhecimento € entfio paralelo e distribuido sobre
as miltiplas unidades. O principal principio de armazenamento da informac@o sio as
conexdes e nio células de memoria.

Numa RNA o papel de uma uvnidade de processamento mental € definido
pelo peso das suas conexdes, ambos excitatério e inibitério, com outras unidades. Neste
sentido o conhecimento estd nas conexdes. O aprendizado, dentro desta técnica, consiste
no ajuste dos pesos das conex0es entre as unidades.

Os SC quando usados como algoritmos de aprendizado, nfo sdo ajustados
para consisténcia, dado que as regras sdo tratadas como hipéteses parcialmente
confirmadas e os conflitos séo resolvidos por concorréncia.

O lado esquerdo de cada regra é uma expressdo conjuntiva simples, pelo
qual ndo pode ser usado para expressar arbitrariamente, relagOes gerais entre atributos.

A coeréncia pode ser dificil de atingir em computagio distribuida.

Um sistema deve construir dindmicamente ¢ modificar a representagdo do
problema por si mesmo. Para isso € necessdrio flexibilidade nos niveis mais basicos dos
conceitos, das relagdes e a forma na qual elas estdo organizadas.

Os SCs usam grupos de regras como representacdo. A estrutura do conceito
¢ modelada pela organizacgdo, variabilidade e distribui¢do do grau de adaptag@o entre as
regras. A modularidade do conceito o faz simples de usar e também de modificar.

Este esquema distribuido para representar o conhecimento € similar a forma
em que os conceitos complexos sdo representados nas RNAs [HINTON et alii, 1986].
Ambos os métodos usam uma cole¢do de elementos bésicos de computagdo como
blocos de armar. Os SCs usam regras condi¢do/a¢do que interagem pela troca de



51

mensagens. As RNAs usam unidades simples de processamento que enviam sinais
excitatérios ou inibitérios para as outras unidades. Os conceitos sdo representados em
ambos o0s sistemas pela ativagio simultanea de vérios elementos de computagdo. Cada
elemento de computagio estd envolvido na representagdo de védrios conceitos, e a
representacdo de conceitos similares compartilham elementos. A atualizagdo de um
conceito é um processo construtivo que ativa simultaneamente elementos que melhor
casam com o contexto corrente. Esta técnica tem a importante vantagem de que algumas
generalizagOes sfo atingidas automaticamente. A modificagdo dos elementos de uma
representacdo afeta automaticamente todas as representacdes similares que
compartilham aqueles elementos.

Existem também diferengas importantes entre os SCs e as RNAs,
principalmente nas propriedades para construir os blocos que eles usam. A interagido
entre os elementos de computagdo numa RNA usa como operaglo primitiva a busca
"melhor ajuste”. A atividade em um padrfio parcial de elementos € equivalente a uma
especificagio incompleta de um conceito. Tais padrdes sdo automaticamente estendidos
para um padrdio completo de atividade que representa o conceito mais consistente com a
especificagdo dada. Uma memoria enderegdvel por contetido pode ser implementada
eficientemente. A mesma capacidade ¢ atingida nos SC pelo uso de apontadores e
marcadores ("tags") para ligar regras relacionadas. Aqui € necessdria uma ativagio
extensa dirigida para recuperar eficientemente o conceito apropriado.

Outra diferenca estd relacionada com a forma em que as indugdes sdo
obtidas. A modificagdo do peso da conexdo € o tnico mecanismo indutivo disponivel
nas RNAs [HOPFIELD, 1982]. E mais, as regras para atualizar os pesos sdo parte do
projeto do sistema inicial que ndo pode mudar, salvo o refinamento de alguns poucos
pardmetros. Os SCs permitem um amplo espectro de mecanismos de indugido que vao
desde aqueles para ajustar os grau de adaptacdo até analogias. Muitos destes
mecanismos podem ser controlados (ou podem ser facilmente expressos em termos de)
regras de inferéncias. Estas regras de inferéncias podem ser avaliadas, modificadas e
usadas para construir conceitos de mais alto nivel na mesma forma em que os blocos
construfdos sdo usados para construir conceitos de baixo nivel.

Os SCs sido semelhantes as RNAs pela énfase nas microestruturas, coagdo
multipla (acdo conjunta das mdltiplas unidades) e a emergéncia de computacOes
complexas a partir dos processos simples. Por outro lado, os SCs usam regras como
unidade bdsica epistémica, pelo qual evita uma redugdo do conhecimento para um
conjunto de pesos conectados.
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Os SCs ocupam uma parte importante no meio do paradigma conexionista e
simbolista.

IIL.4.1.- Algoritmos Genéticos Conexionista e Grafos Induzidos

Um algoritmo de aprendizado baseado no conexionismo para representagio
do conhecimento pode ser usado para supervisionar e ampliar as aplicagdes dos
operadores genéticos sobre a base da populagdo analisando os esquemas fundamentais
das cadeias.

O método de aprendizado usado por OOSTHUIZEN (1987), chamado
algoritmo GRAND (GRAph iNDuction), usa o conhecimento "profundo” para dirigir as
aplicagGes dos operadores genéticos. Este algoritmo combina as capacidades indutivas
dos AGs e a inducdo de grafos, obtendo um sistema de aprendizado competente que
atua sobre as categorias mais representativas das cadeias.

Cada alelo pode ser considerado como a definicdo de uma categoria
completa de si proprio (a classe de todas as cadeias na populag@o contendo aquele alelo
x na posicdo y). Cada alelo pode ser usado para identificar um conjunto de cadeias. A
intersecdo de dois destes conjuntos, d4 como resultado um terceiro conjunto
identificado pela co-ocorréncia dos dois alelos. Este terceiro conjunto pode-se descrever
por um esquema contendo unicamente os dois alelos envolvidos e 0 simbolo '*' nas
outras posi¢oes. Por exemplo, o esquema "01*" contém a intersecdo dos conjuntos
identificados pelos esquemas "*1*" ¢ "0**",

O objetivo é criar e manter os esquemas (n6és no grafo) unicamente quando
eles s@o necessdrios. No nivel mais baixo, cada membro da populagado € atribuido ao seu
préprio conjunto (sem o simbolo *'). Este esquema pode-se entfo descrever em termos
da intersecfio de k conjuntos (onde k € o comprimento da cadeia). Estes k conjuntos
atingiram o nfvel dos esquemas de 1 alelo. O resultado é um grafo de dois niveis: o
nivel alto contendo esquemas de 1 alelo e o nivel mais baixo contendo esquemas de k
alelos.

O algoritmo GRAND efetua o seguinte procedimento: a estrutura do grafo é
restrita de tal forma que responde a regra de que a interse¢ao de dois conjuntos qualquer
no grafo deve conter um tUnico conjunto. Isto resulta numa politica de fatorizagdo
consistente de dados. Por exemplo:
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000 U 100 = (0** A *00) L (1** N *00)
= (0%* U 1¥%)n *00
= (#%* ) *00)

O interessante do algoritmo GRAND ¢ que mant€m um regime de
integracdo maximal dos esquemas. S80 identificados os esquemas comuns maximais
(conjuntos) e sdo agrupadas as cadeias. A aplicag@o destas transformagdes na estrutura
da rede representa o aprendizado. Na medida que as mudancas ocorrem, 0s nés e
relagbes sdo constantemente acrescentadas e retiradas, as ftransformagdes sio
continuamente disparadas, ¢ os novos esquemas sdo formados, dando como resultado
uma rede de "auto-aprendizado”.

O objetivo do SC Supervisionado é descobrir mais facilmente e tornar mais
transparente, os aspectos de uma cadeia que fazem-na uma "boa" cadeia, para, entdo, se
concentrar nestes aspectos. Da mesma forma devem-se tratar os maus aspectos de uma
cadeia.

O SC Supervisionado opera da seguinte forma: para cada conjunto de
esquemas é armazenado o nimero atual de membros, como também seu valor médio
atual de v(C), o ajuste de cada cadeia individual Ci que é membro de Q. Em cada caso,
o valor armazenado pertence ao né terminal (cadeia) da drvore seguido de um né
particular (esquema) do qual o né € a raiz. Para melhorar a eficiéncia do método néo
sdo consideradas todas as cadeias da populagdo (50% € uma boa percentagem). Na
medida que as cadeias no grupo de melhor desempenho sdo substituidas pelas novas,
alguns esquemas podem eventualmente ser redundantes no sentido de nfio ter nenhum
membro, sendo retirados do grafo.

A operagio de cruzamento opera com as cadeias com as seguintes
caracteristicas: dois esquemas que tem grau de adaptacdo acima da média, nenhum
deles é subconjunto do outro, e ambos representam um nimero adequado de cadeias (0s
dois esquemas representam dois grupos de cadeias, sendo maximais e sistematicamente
selecionadas).

O operador de cruzamento mantém as caracteristicas de cada cadeia
envolvida. Usa-se 0 chamado padrio de cruzamento, em vez do ponto de cruzamento. O
padrdo de cruzamento € obtido pela substituicdo dos alelos numa cadeia do esquema E
com as caracterfsticas do esquema B e vice versa. Os AGs sempre preservam 0s bons
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esquemas e geram instdncias deste. S6 as melhores cadeias sdo inseridas no grafo
induzido e s6 as estruturas mais comuns dos esquemas mais fortes sdo selecionadas para
serem recombinadas pelo operador de cruzamento de padréo.

A Mutagdo Supervisionada opera com o0s esquemas das seguintes
caracterfsticas: se um esquema A entra dentro de um outro esquema B na estrutura da
4rvore inserida do grafo induzido, significa que o esquema A € um subconjunto de B.
Ou seja, 0 esquema A é mais especifico que o B e portanto contém caracteristicas ndo
presentes no esquema B. Se a média(A)>média(B), (onde média(Q) € o grau de
adaptagdo médio das cadeias em Q) isto significa que um trago extra em A atualmente
melhora o ajuste das cadeias. A operagio da mutag@o supervisionada combina 0s tragos
extras presentes em A com aqueles da cadeia B'.

A dificuldade de encontrar uma estratégia poderosa para a aprendizagem
supervisionada em RNA com camadas escondidas ¢ a motivagdo para 0
desenvolvimento de estratégias de aprendizado ndo supervisionado [KHANNA, 1990].
Esta € a razdo pela qual o Capitulo IV apresenta um modelo de um AG Conexionista
baseado nesta idéia de aprendizado supervisionado.



CAPITULO 1V
MODELO DO ALGORITMO GENETICO CONEXIONISTA

Neste Capitulo apresenta-se um modelo de Algoritmo Genético
Conexionista (AGC) inspirado no trabalho de MONTANA e DAVIS (1989), mas com
um mecanismo de codificacdo diferente. O AGC € adequado para tarefas que operam
num meio ambiente dindmico. O modelo é basecado nos mecanismos de busca dos
Algoritmos Genéticos (AGs) e em resultados provenientes das Redes Neuronais
Artificiais (RNAs). As propriedades e os pardmetros do AGC permitem ao sistema se
adaptar as mudangas do meio ambiente, respondendo adequadamente as situagOes para
as quais ndo foi treinado. O AG é capaz de superar as limitagdes de aprendizado
automético das RNAs, permitindo alterar o conhecimento na medida em que o meio
ambiente muda. O AGC apresenta propriedades desejdveis de ambos 0s campos, ou seja
capacidade de generalizagdo das RNAs e capacidade de adaptacdo dos AGs. O AGC
opera com uma familia (populag¢do) de RNAs (individuos) com arquitetura idéntica,
cujo conhecimento armazenado nos pesos € diferente.

IV.1.- INTRODUCAO

As Redes Neuronais Artificiais, (RNAs) [HOPFIELD, 1982; RUMELHART
et alii, 1986], t€ém duas fases de operagdo: a fase de aprendizado e a fase de consulta. Na
fase de aprendizado, a RNA constréi representagdes internas complexas de seu meio
ambiente, sendo este um dos maiores objetivos da pesquisa de RNA (obter
procedimentos eficientes de aprendizado [MACHADO e ROCHA, 1989]).

O algoritmo de aprendizado descobre os pesos que fazem a RNA apresentar
o comportamento desejado, com base num conjunto de exemplos. O algoritmo de
aprendizado deve ser capaz de modificar os pesos das conexdes de tal forma que as
unidades internas que ndo sdo parte da entrada ou da saida venham a representar
aspectos importantes do dominio do problema. O conjunto de exemplos (o qual néo €
simples de determinar), geralmente ndo representa todos os padrdes do domifnio. A
situagdo piora quando o meio ambiente € dindmico (dado que ¢ mais complexo), e na
fase de consulta, a RNA falha dado que nfo € capaz de responder as mudangas do meio
ambiente [DAVIS, 1987].

As limitacOes de usar as RNAs num meio ambiente dindimico, como no caso
do controle de processos, sdo produto da dificuldade destas em capturar todos os



56

padrdes na fase de aprendizado [HINTON, 1989]. Daf surge a necessidade de dispor de
um sistema que possa se adaptar facilmente as mudangas do meio ambiente.

Virias propostas tém sido apresentadas como uma solugdo a este problema.
Uma delas é o uso dos Algoritmos Genéticos (AG) [DeJONG, 1980; GREFENSTETTE,
1986; HOLLAND, 1986; DAVIS, 1987; BOOKER et alii, 1989; GOLDBERG, 1989;
AUSTIN, 19901, os quais tém mostrado ser uma boa alternativa pela sua flexibilidade na
adaptacdo. Mas, estes AGs "puros" nfio possuem um mecanismo de aprendizado
eficiente que oriente a busca, dado que sua forma de avaliar as solugdes (fungdo
objetivo) é muito complexa de obter. Outro problema que apresentam estes AGs "puros”
é o tamanho inicial da populacdo, o qual chega a ser tdo grande, que € invidvel a sua
implementagcdo pelo espaco de memdéria requerido e pelo tempo de processamento
necessirio [SPIESSENS e MANDERICK, 1991; SCHIFFMANN ¢ MECKLENBURG,
1991].

As linhas de pesquisa da aplicacdo de AGs em RNAS s@o as seguintes:

1.- Busca dos pesos 6timos, onde a RNA tem uma topologia fixa [MONTANA e
DAVIS, 1989; MUHLENBEIN, 1991; HEISTERMANN, 1991]; e

2.- Busca da topologia 6tima [DENIS e MACHADO, 1991; SCHIFFMANN e
MECKLENBURG, 1991]

A solugio proposta neste trabalho é um modelo de Algoritmo Genético
Conexionista (AGC) [OOSTHUIZEN, 1987; PETTEY et alii, 1987; MONTANA ¢
DAVIS, 1989; MACHADO et alii, 1990; SOLAR, 1991; PALAGI, 1991] que combina
ambas as técnicas, onde seja possivel modificar os pesos das RNAs de tal forma que o
conhecimento representado nas conexdes, seja alterado na medida que 0 meio ambiente
exija. Isto permite herdar as propriedades desejdveis de ambas as técnicas. O Capitulo
define inicialmente os elementos bésicos do AGC e suas caracterfsticas, tais como 0s
operadores genéticos ¢ os pardmetros, baseados no modelo de MONTANA e DAVIS
(1989). No Capftulo V apresenta-se o estudo deste modelo em méquinas paralelas.

IV.2.- MODELO DO ALGORITMO GENETICO CONEXIONISTA

Um AG opera com uma populacio de individuos que representa as solugdes
do problema no qual estd imerso. O modelo de AGC tem como populag@o uma familia
de RNAs com uma arquitetura fixa. Cada RNA ¢ representada como uma cadeia, cujos
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componentes correspondem aos pesos das conexdes entre os neurdnios. O AGC opera
sobre esta populagdo escolhendo aqueles que melhor se adaptam a entrada proveniente
do meio ambiente, gerando uma saida, quando existir uma RNA que responda aquela
situacdo. Se na populagdo de RNAs nfo existir nenhuma RNA que responda
adequadamente, entdo os operadores genéticos combinam algumas destas RNAs para
obter novas solugdes (com idéntica arquitetura, mas com pesos diferentes) e elimina os
piores individuos da populagao (substitui¢io elitista).

O modelo do AGC se concentra nas seguintes suposi¢des:

- O meio ambiente, cujas entradas e safdas podem ser representadas por uma RNA com
uma arquitetura determinada: uma camada de nés de entrada, uma camada de nés de
safda e uma camada de nds escondidos. Cada RNA corresponde a uma cadeia de
simbolos de um comprimento fixo (L) sobre um alfabeto A. Este alfabeto bindrio €
{0,1}. No modelo de AGC cada cadeia representa uma arquitetura de RNA com seus
pesos;

- Cada ponto no espago do problema (espago total: N=2"2) pode ser considerado como
uma combinag@o de pesos de uma RNA (individuo) representado unicamente dentro
do sistema por uma cadeia gerada do alfabeto do meio ambiente. Nesta cadeia
(cromossoma) do modelo de AGC cada posi¢ao especifica (locus) representa uma
conexdo da RNA, e seus valores (alelos) indicam um bit do peso de uma conexao;

- O sistema mantém uma populagdo P(t) fixa de RNAs representando o conjunto atual
de RNAs do problema. O processo comega com uma populagdo inicial especificada
no infcio;

- O tempo é medido em intervalos discretos chamado geragoes.

Independente de ser aprendizado supervisionado ou ndo, 0 AGC conhece as
regras para executar a tarefa especifica. A tarefa € definida por exemplos apresentados
ao sistema, e uma funcgfo objetivo determina qudo bem o sistema estd executando-a.
Cada RNA tem associado um grau de adaptacio (dado pela fungdo objetivo) que indica
a eficiéncia dela em executar a tarefa desejada.

IV.2.1.- Modelo Basico

O modelo deve construir dinamicamente ¢ modificar a representagdo do
problema por si mesmo. Para isso é necessdrio flexibilidade nos niveis mais bdsicos dos
conceitos, das relagdes e a forma pela qual elas estdo organizadas. O AGC usa a famf{lia
de RNAs como representacio, e a estrutura do conceito € modelada pela organizagdo,
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variabilidade e distribui¢do dos pesos entre os neurdnios de cada RNA.

Codificacdo do Cromossoma (Individuos): Um individuo é uma RNA com uma
topologfa definida e com conhecimento armazenado nos pesos das conexdes. Uma
conexdo da RNA € codificado como um ndmero real de 8 bits (-12.7 até 12.8) (Fig.
IV.1). Cada individuo do AGC ¢é composto por uma cadeia de comprimento fixo (L),
onde a cadeia representa as conexdes entre os nés de entrada, os nds de safda e os nés
escondidos da RNA. Uma posi¢ao nesta cadeia (locus) corresponde a um bit da conexdo
entre dois neurdnios (n6). O valor armazenado nesta posicdo (alelo) ¢ um nidmero
bindrio tomado do alfabeto {0,1} que indica um bit do peso da conexio (0 peso &
composto de 8 bits). Os blocos de sinapses que tm efeito sobre um tnico neurdnio da
camada de safda devem ser contiguos aos outros blocos que tem influéncia sobre o
mesmo neurdnio. Isto indica que a estrutura deve conter contiguamente todos o0s blocos
importantes ao aprendizado de cada neurdnio de saida. A representagdo cromossdmica
garante a busca do 6timo da solugdo [PALAGI, 1991]. Desta forma a estrutura fica
resumida na figura IV.1.

Wig Wg

Cromossoma = Wig |Wid | Woy | Wy | Weg [ W5 [ Wos [Wyg

8 bits

Peso =

4—12.7< v < 12.8 —P

Fig. IV.1: Codifica¢ao do Cromossoma no AGC.
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Seja uma RNA do tipo "feedforward" com trés camadas, onde a camada de
entrada possui 1 neurdnios N,, 1<i<l, a camada escondida possui m neurdnios Nj, 1<j<m,
e a camada de safda possue n neurdnios N,, 1<k<n.

Um bloco de sinapses é uma estrutura criada com o objetivo de reunir
coerentemente as sinapses que influenciam um determinado neurdnio de safda. Define-
- se o bloco de sinapses que influencia o neurdnio N, da camada de saida conectado ao
neurdnio N, da camada intermedidria pela lista resultante da concatenac¢io da sinapse

que une N, a N, com todas as sinapses que convergem para N;:
. 1
Bloco(k,]) = [ qukjl[Wji]i
onde o simbolo _ 'Tw] significa a concatenagio dos valores A,, 1<i<t.

A escolha de uma RNA ‘“feedforward" se baseia principalmente na.
existéncia do Teorema de KOLMOGOROV sobre 0 Mapeamento em RINAs, mostrado a
seguir e cuja prova estd em HECHT-NIELSEN (87):

TEOREMA DE KOLMOGOROYV: Dada qualquer fungdo continua f, tal que f:[0,1]"
—R™, f(x)=y, f pode ser implementada exatamente por uma RNA
"feedforward” de trés camadas, tendo 1 neurdnios na primeira camada

(entrada), m=(2-1+1) neurdnios na camada intermedidria, ¢ n neurdnios na
ultima camada (saida) [HECHT-NIELSEN, 90].

A existéncia deste teorema indica que a representagio escolhida permite
mapear qualquer fungfio contfnua sobre a arquitetura de RNA no cromossoma do AGC.
O comprimento L. do cromossoma ¢ dado por:

L =(nm-(+ 1)-8) bits

Segundo o comprimento do cromossoma bindrio ¢ possivel determinar o
tamanho, ou melhor a complexidade do problema como:
L
N=2"2

Funcio Objetivo: A fungio objetivo para 0 modelo AGC deve guiar o aprendizado da
RNA na dire¢@o do erro minimo das suas safdas, quando existe um reforgo que vem do
meio ambiente. Para possibilitar a solugdo do aprendizado com AGs faz-se necessério
definir uma fungfio objetivo de forma que seu mdximo represente o menor erro de
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aprendizado. Como foi apresentado no Capitulo II pode-se definir o erro de aprendizado
de uma RNA como o erro médio quadrético entre a resposta efetliva (0) e a resposta
desejada (c) de cada neurdbnio N, da camada de safda somado para cada um dos v
padrBes a serem aprendidos [PALAGI, 1991]. Ou seja:

e = VZ il (Cpk+0pk)2

p=lk=l2

Para normalizar o erro, pode-se dividir pelo mdximo erro possivel n-v/2 do
aprendizado dos v padrdes, obtendo-se o erro médio, sendo a média tomada sobre os n

neurdnios e sobre os v padrdes:
E =2-¢/(n-v)

A fung¢fo objetivo deve maximizar a solugfio, para o qual se usa o inverso do
erro de aprendizado (o qual deve ser minimizado), estabelecida por:
f(B) = 1/E°
onde b tem o papel de controlar a intensidade desta rela¢do (Fig. IV.2).

Uma solugdo para a func¢do objetivo no caso de nfio existir aprendizado
supervisionado é o uso do valor da fungo de KOHONEN para determinar quéo bem a
RNA estd se comportando da mesma forma mencionada acima.

Heuristicas de Aprendizado: No AGC a adaptagido de uni conjunto fixo de RNAs ¢
feito para que elas respondam melhor 2 tarefa desejada. Isto € efetuado pelo AG criando
novas RNAs da mesma arquitetura (e pesos diferentes) e ¢ execulado pelos mecanismos
de heurfstica dos Operadores Genéticos.

Modelo seqiiencial: b versus geragRo

700

—— OU Exclusivo 3
600 -{- |—®— Simetria
—A— Inversio
500 -+ —>¢— Associnl.
400
300 +
200 -+
A
100 +
i1
0 B¢ -
0 1 2 3 4 5

b

Fig. IV.2: Intensidade do Aprendizado (b).
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IV.3.- PARAMETROS DO MODELO AGC

E possivel elaborar vérios tipos de AGC envolvendo variagdes, tais como
probabilidade de aplicar os operadores genéticos, tamanho fixo ou varidvel da
populagdo, percentagem da populacdo sujeita & mudanga, etc. A seguir sdo apresentadas
as caracteristicas dos pardmetros do AGC [GREFENSTETTE, 1986]:

Tamanho da Populacio N (TP): GOLDBERG (1985) desenvolveu uma teoria para o
6timo do TP para AGs com c6digo bindrio baseada no comprimento do cromossoma.
Para um cromossoma com L=27, o TP 6timo é 77. Um cromossoma com L=27
representa uma RNA extremamente pequena (menor que uma RNA de 1x2x1
neurdnios). Com um L=60, o qual ainda representa uma RNA muito pequena (2x2x2), 0
TP 6timo € 10.200, que € muito grande. Para uma RNA de tamanho médio € necessdrio
um cromossoma de L=500, cujo TP € excessivamente grande, o qual ndo permitiria um
processamento em tempo real. A teoria de GOLDBERG foi desenvolvida baseada num
AG puro, ou seja 0 problema a ser resolvido é tinico. No caso das RNAs a quantidade de
subproblemas a serem resolvidos depende da quantidade de padrles a serem
apresentados a RNA. Portanto, por cada padrdo novo, o TP 6timo deve incrementar-se
proporcionalmente. Se se desejam ensinar 4 padrdes numa RNA com L=60, o TP 6timo
€ (4)-(10.200)=40.800, o qual piora mais ainda o processamento em tempo real.

Baseado no trabalho de ROBERTSON (1987), e como se prova no Capitulo
V no modelo paralelo do AGC, € possfvel mostrar o seguinte: no modelo sequencial do
AGC um individuo € selecionado baseado no seu desempenho na populagdo completa,
mas no modelo paralelo um individuo € selecionado baseado no seu desempenho na
populagdo local. Esta diferenga mostra trés aspectos interessantes de antecipar: (1) O
modelo paralelo do AGC ¢ independente do TP, ocupando pouco espago de memoria;
(2) A convergéncia do modelo é mais rdpida, permitindo sua aplicagfio em tempo real;
(3) Produz melhores resultados, dado que intercambiam os melhores individuos locais
entre as diferentes populagdes.

O modelo implementado usou um TP=40 individuos, independente da
quantidade de processadores usados.

Procedimento de Inicializa¢io: Os pesos das RNAs da populagdo inicial séo escolhidos
em forma aleat6ria com uma distribuigio de probabilidade dada por ™. Isto é diferente
da distribuicdo de probabilidades inicial dos pesos usualmente usados em
"backpropagation”, a qual ¢ uma distribui¢do uniforme entre 0.0 e 1.0. A fungdo de
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distribui¢gdo de probabilidades usada é o reflexo das observagdes empiricas dos
pesquisadores de que as solugdes Otimas tem tend€ncia a conter pesos com valores
absolutos arbitrariamente grandes [MONTANA e DAVIS, 1989].

Escolha dos Pais: A escolha dos pais ¢ feita a partir da populacido ordenada em forma
ascendente (proporcional a fung@o objetivo). De acordo com o valor da fungdo objetivo
s80 escolhidos pares de pais em forma probabilistica para gerarem novos filhos. Aquelas
RNAs com melhor desempenho t€m maior probabilidade de serem selecionadas como
pais da geragdo seguinte,

Probabilidade do Operador

Razio de Cruzamento (p): Em cada populacio nova, sdo cruzados p_N individuos.
No AGC se efetuardio vdrios testes com p,, usando os valores 0.5 at€é 1 com
incremento de 0.1, obtendo como resultado a fig. IV.3;

Razido de Mutacgio (p,): ocorrem aproximadamente p_-N-L mutagdes por geragdo. O
valor de p,, no AGC foi escolhido empiricamente como 0.02, segundo fig. IV.4;

Intervalo de Gera¢io G (IG): a percentagem da populacdo que serd substituida em
cada geracdo, N-G individuos de P(t), é varidvel dependendo do grau de adaptacdo da
populacdo. O grau de adaptagio € determinado pela soma do valor da fung@o objetivo
para todas as RNAs, ndo excedendo a 50% da populagio;

Fator de Graduacio W (FG): No AGC ¢ importante manter a diversidade da
populagdo, que se mede pela diferencga entre 0 maior e o menor “fitness". O FG usado
pode chegar até 0.5 da populagio sem perda de informag@o;

Estratégia de Selecao S (ES): O AGC usa a ES elitista; primeiro efetua uma ES pura e
Iogo os com melhor desempenho sdo escolhidos para sobreviver na préxima geracdo,
permitindo modificéd-los por cruzamento ou mutagio.
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Fig. IV.3: Relagdo RC com ndmero de Geragdo.

0,01 0,03 0,05 0,07 0,09 0,11

Fig. IV.4:; Relagdo RM com nimero de Geragao.

IV.4.- OPERADORES GENETICOS

O desempenho do modelo de AGC depende principalmente da boa escolha
dos operadores genéticos, cujo rendimento depende da escolha dos pardmetros genéticos
acima mencionados.

Com o objetivo de estudar o comportamento dos diferentes operadores nas
diferentes situagdes, foram usados um grande ndmero de operadores genéticos
[MONTANA e DAVIS, 1989], selecionando o melhor conjunto de operadores para a
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versdo final do modelo. Os operadores podem ser agrupados em trés categorias bésicas:
mutagdo, cruzamento e gradiente. As variacdes do operador de muta¢fo sdo: mutagéo
tendenciosa, mutagdo ndo tendenciosa, mutagdo de nés e mutacfio dos nos fracos. As
variagGes do operador de cruzamento sdo: cruzamento dos pesos, cruzamento dos nés e
cruzamento mgltiplo. O operador de gradiente, toma um pai e produz um filho somando
nas suas entradas um multiplo do gradiente com respeito a fun¢do objetivo. A seguir
descrevem-se as variantes dos operadores que foram usados:

Mutacao nao tendenciosa: para cada entrada do cromossoma, o operador substitui com
uma probabilidade fixa p_=0.04 um valor aleatério escolhido da distribuigdo de
probabilidades de inicializagao;

Mutacio tendenciosa: para cada entrada do cromossoma, 0 operador soma com uma
probabilidade fixa p,=0.02 um valor aleatério escolhido da distribuicdo de
probabilidades de inicializagdo. A mutag@o ndo tendenciosa ¢ melhor que a tendenciosa
pela seguinte razdo: os pais sdo escolhidos com a tendéncia de serem melhores que a
média, portanto, o grau de adaptacdo dos pais t€m a tendéncia de serem melhores que
uma escolha aleat6ria. Usando uma distribui¢fio de probabilidades que tem tendéncia aos
valores presentes do grau de adapta¢do dd melhores resultados que uma distribui¢io de
probabilidades centrada em zero;

Mutacio de nds: este operador seleciona n nés de ndo entrada da RNA. Para cada
conexdo de entrada nestes nds, o operador soma ao peso da conex@o um valor aleatério
tomado da distribui¢do de probabilidades de inicializag¢@o. Entdo codifica a nova RNA
no cromossoma filho;

Mutacio dos nds fracos: o conceito de peso dos nds € diferente do conceito de erro
usado em "backpropagation”. Por exemplo, um n6 pode ter erro zero se todas as suas
conex0Oes de safda estdo em zero, mas este né ndo estd contribuindo nada positivo para a
RNA e nfio 6 um n6 forte. A definicdo de peso de um né escondido numa RNA
"feedforward" € a diferencga entre a avaliagdo da RNA intacta e a avaliacdo da RNA com
aquele n6 lobotomizado (com suas saidas em zero).

O operador de mutacdo de nds fracos pega uma RNA e calcula os pesos de
cada n6 escondido. Logo seleciona os m nds mais fracos e realiza a mutagdo em cada
uma das suas conexoes de saida e de entrada. Esta muta¢fo ndo € tendenciosa se 0 peso
do n6 € negativo e € se o peso do n6 € positivo. Logo codifica a nova RNA no
cromossoma como um filho;
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Cruzamento dos pesos: este operador coloca um valor dentro de cada posi¢ao do
cromossoma filho selecionando aleatoriamente um dos dois pais e usando o valor na
mesma posi¢do que o cromossoma pai, como se fosse um cruzamento com multiplos
pontos;

Cruzamento dos esquemas: os diferentes nés numa RNA tem diferentes papéis. Para
uma RNA com camadas totalmente interligada, o papel de um n6 dado depende s6 da
camada onde ele se encontra e ndo da posi¢do dentro da camada. De fato, pode-se trocar
o papel de dois nés A ¢ B na mesma camada de uma RNA como segue: passa por todos
os n6s C ligados (pela entrada ou safida) com A (portanto com B). Intercambiar 0s pesos
das conexdes enire C e A com aquele da conexfo entre C e B. Ignorando a estrutura
interna, a nova RNA ¢ idénfica & anterior (dada uma entrada, a saida ¢ exatamente a
mesma).

Os filhos produzidos pelos operadores de cruzamento acima mencionados
afetam grandemente as estruturas internas dos pais. O operador de cruzamento de
esquemas reduz esta dependéncia da estrutura interna fazendo o seguinte: para cada né
na primeira RNA pai, ele tenta achar um n6 na segunda RNA pai, o qual tem 0 mesmo
papel observando o nimero de entradas de ambas as RNA e comparando a resposta dos
diferentes nos. Ele, entdo recombina a segunda RNA pai de tal forma que 0s nds que
tem o mesmo papel estejam na mesma posi¢do. Neste ponto, ele constréi um filho na
mesma forma que o cruzamento tradicional. A maior utilidade deste operador com
respeito aos outros operadores de cruzamento obtem-se no inicio da operagao.

Gradiente: este operador calcula o gradiente para cada membro do conjunto de
treinamento e soma este depois para obter o gradiente total. Entdo normaliza o gradiente
dividindo-o pela sua magnitude. Os filhos sfo obtidos dos pais dando um passo na
direcdo determinada pelo gradiente normalizado de tamanho "tamanho da passada”,
onde "tamanho da passada” ¢ um pardmetro o qual se adapta através da execugdo da
seguinte forma: se a avalia¢do do filho € pior que a do pai, o "tamanho da passada” é
multiplicado pelo decaimento do tamanho da passada; se o filho € melhor que o pai, o
tamanho da passada € multiplicado pelo expansor do tamanho da passada. Este operador
difere do "backpropagation" no seguinte: o gradiente € normalizado de tal forma que o
tamanho da passada ndo seja proporcional ao tamanho do gradiente.
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IV.5.- OPERACAO DO MODELO AGC

A operacdo do modelo € resumida no seguinte algoritmo:

ALGORITMO AGC;
INICIO
Inicializagdo;
REPETE
Recebe Entrada;
REPETE
PARA cada RNA REALIZAR
INICIO
Dominio AG --> Dominio de RNA;
Testar RNA com Padrio de Entrada;
Obter Erro Quadratico Médio;
Obter Valor da Fung@o Objetivo;
FIM;
Ordenar Populag@o segundo Desempenho;
Aplicar Operadores Genéticos;
Individuo de Melhor Desempenho --> Piores Individuos;
ATE convergéncia;
Aplica Saida;
ATE Fim do Processo;
FIM.

A Inicializagdo consiste em adquirir os dados iniciais do problema e
inicializar a populagdo do AGC. Segundo a ordem da RNA definida pelo usudrio é
calculado o comprimento do cromossoma e sua representagdo no dominio do AGC.

Recebe Entrada consiste em adquirir os dados do meio ambiente (0 processo
indica uma referéncia que determina a dire¢do do controle). A entrada € considerada
como um padrdo que a RNA deve aprender (se ainda ndo o conhece).

Dado que o AG opera com uma representacio cromossdmica da RNA €
necessdrio levé-la para o dominio das RNAs, no qual se realizard a fase de operag@o da
RNA para verificar o erro médio desta com o padrdo apresentado (aprendizado
supervisionado). Este valor indicard a ordem da funcfo objetivo de cada RNA.

Uma vez realizada a operag@o das RNAs e j4 calculada a fungio objetivo de
cada individuo, € feita uma ordem da populagio desde o de melhor desempenho até o de
pior desempenho. Isto € realizado para selecionar com maior probabilidade aqueles
individuos de melhor desempenho.
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Sao aplicados os operadores genéticos sobre a populagio ordenada, gerando-
se uma nova populagdo da qual serdo escolhidos os de melhor desempenho para
substituir os de pior desempenho da geragio anterior.

Uma vez atingida a convergéncia € aplicada a safda determinada pela RNA
obtida como 6tima na solugéo do problema.

1V.6.- ALGUNS COMENTARIOS DO MODELO AGC

A técnica mais conhecida de "backpropagation” € itil nos problemas com
treinamento simples. Na medida que € incrementada a complexidade do problema, o
desempenho do "backpropagation” cai rapidamente. A técnica de busca pelo gradiente
tende a chegar e ficar estagnada num minimo local. O "backpropagation” com um ganho
suficiente pode fugir do minimo local, mas sem conhecer se 0 préximo minimo €
melhor ou pior. Quando o AGC € executado usando as representagcdes que codificam as
solugbes mais satisfatérias como uma estrutura que contem contiguamente todos 0s
blocos importantes ao aprendizado de cada neurdnio de saida, es operadores podem
gerar melhores filhos dos bons pais. O AGC produz populac¢des de melhores individuos,
convergindo finalmente para resultados muito perto do 6timo global. Os resultados
obtidos com 0o AGC foram muito bons quanto a adapta¢io, mas o alto tempo usado na
simulag@o indica o uso de outras técnicas para acelerar o processamento. Um trabalho
que foi desenvolvido € a implementa¢do de uma RNA baseada no enlace funcional [
PAO, 89], a qual deu excelentes resultados num modelo de RNA "pura", onde se
conseguiu reduzir significativamente o nimero de iteragdes no aprendizado.

O sucesso de sistemas em meio-ambientes dindmicos sempre requerem
solugdes adaptativas. Usualmente a complexidade inerente do dominio (tais como ruido,
alta dimensionalidade, resposta multimodal e incerteza) impedem as especifica¢des de
aceitarem as solu¢Ges a priori. O modelo de AGC tenta resolver os problemas do
dominio pela acumula¢fo de conhecimento do problema ¢ usa esta informagdo para
gerar solugOes aceitdveis. Estas solugcdes nem sempre sao 6timas, mas geralmente sdo
satisfatérias. Alguns desafios tipicos aparecem nas 4dreas de configuragdo de sistemas
complexos, tais como aloca¢do de tarefas (algoritmos de itinerario), selecdo de rota
(problema do caixeiro viajante), e controle de processos, onde a forma cldssica de
resolver estes problemas ¢ o ajuste manual do algoritmo com o perfil médio utilizado no
processo. Depois do estdgio inicial, o sistema usualmente é executado automaticamente
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até que alguma anormalidade degrade o sistema. O AGC € uma solug@o adaptativa que
direciona este desafio a modificar a base de conhecimento dinamicamente em resposta
as variagdes do processo [GOLDBERG, 1989].

Uma das principais vantagens do modelo de AGC apresentado € sua
caracterfstica de trabalhar com um tamanho fixo da populagdo, que permite ampliar a
busca das possiveis novas solugdes quando o mecanismo de avalia¢fo indica que os
individuos existentes na populagdo nfo respondem bem as necessidades do meio
ambiente. Isto reduz a quantidade de memoria necessdria para a implementacéo.

Na medida que as mudangas ocorrem, as RNAs sdo constantemente
alteradas, as transformacgdes sdo continuamente disparadas, e sdo formados 0s novos
esquemas, dando como resultado uma RNA de aprendizado incremental.

O AGC tém duas caracterfsticas inerentes que o faz altamente apropriado
para o aprendizado por descoberta: mantém uma variabilidade suficientemente alta para
prevenir a convergéncia para 6timos locais; e a categorizagdo e recombinagfio produz
um alto paralelismo implicito.

Um AGC opera sobre uma populagdo muito grande de vérios grupos de
individuos. Uma implementag@o paralela do AGC resolve o compromisso entre busca
genética e tempo real. Existe um precedente para este tipo de populag@o encontrado em
espécies politipicas (como o ser humano). Uma espécie politfpica € uma espécie
composta de diferentes grupos isolados um dos outros (fisica e culturalmente), mas com
a capacidade de produzir filhos com os outros [GOLDBERG, 1989].

No Capitulo V apresentam-se alguns modelos paralelos do AGC,
aproveitando o paralelismo implicito dos AGs e das RNAs, onde se obtém um ganho
considerdvel na aceleragdio no tempo de processamento, fazendo o problema
independente do tamanho da populagio inicial.
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CAPITULO V: MODELOS PARALELOS PARA O ALGORITMO GENETICO
CONEXIONISTA

Na ciéncia da computacfio onde os algoritmos seriais sfo usualmente levados
forcadamente para o paralelismo com a ajuda de truques e contorgcdes, nfo deixa de ser
uma ironia que os Algoritmos Genéticos (AGs) (altamente paralelos) sfo efetuados em
forma serial com os mesmos truques pouco naturais e sem elegincia. E surprendente
que, até algum tempo atrds, poucos trabalhos tenham desenvolvido AGs para hardware
paralelo existente on proposto. Neste capitulo apresenta-se o estudo de diversos modelos
paralelos para o Algoritmo Genético Conexionista (AGC). E apresentado um modelo
"completamente paralelo e completamente distribuido”, onde a ordem de processadores
necessarios estd muito longe das maquinas paralelas reais (com vma quantidade limitada
de processadores), como também o tempo de comunicacio enitre esses processadores €
muito elevado. O estudo mostra que um modelo paralelo que possa ser mapeado
naturalmente sobre uma méquina paralela real (Rede de Transputers da INMOS ou iPSC
da Intel) di bons resultados em termos de tempo de comunicacdo, tempo de
processamento e tempo de resposta, obtendo-se conclusdes interessantes.

V.1.- INTRODUCAO

Muitos componentes do AGC, incluindo as Redes Neuronais Artificiais
(RNAs), gerenciamento das mensagens, ajuste dos pesos, e mecanismos de aprendizado
sdo inerentemente paralelos.

Por outro lado, na selecfio do tamanho 6timo da populagio, o problema esta
1no compromiso entre 0 montante da busca genética que pode ser efetuada e o montante
disponivel de tempo real para aplicagdes em controle de processos. Se a populagio &
muito pequena, entdo & possivel que o AGC nfo ache umma boa solugio pela
insuficiéncia de esquemas na populacio. Se a populagio € muito grande, é possivel que
o tempo usado para efetuar todas as avaliacGes seja inaceitivel [SPIESSENS e
MANDERICK, 1991].

Uma implementacio paralela do AGC resolve 0 compromiso entre busca
genética e tempo real. Um AGC paralelo opera sobre uma populaciio de vérios grupos
de individuos distribuidos. Existe um precedente para este tipo de populacio encontrado
em espécies politipicas! (como o ser humano).

ll':‘sper:ie politfpica: espéeie composta de diferentes grupos isolados (ffsica e culturalmente) um dos outros, mas com a capacidade de produzir filhos
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O trabalho de HOLLAND (1963) mostra a natureza paralela do paradigma
reprodutivo e a efici€ncia inerente do processamento paralelo com AG puros. Mostra-se

um tipo de computador celular, chamado "Computador de Circuito Iterativo"
[HOLLAND 1959, 1960], para mapear a reprodugio.

O primeiro trabalho do HOLLAND (1968) "Hierarchical Descriptions,
Universal Spaces and Adaptative Systems", apresenta a descricio de maquinas
complexas construidas a partir de um ndmero fixo de componentes, onde o significado
de esquema ou subcomponente estava dentro destas méquinas. Depois HOLLAND
apresenta um sistema geral de aprendizado automitico de maquina baseado em genética,
chamado de processadores de esquema (schemata) em quatro fases (protdtipos). Os
protétipos incrementam de complexidade desde o protdtipo I, uma simples méquina de
Estimulo-Resposta, até o protdtipo IV, um autémata complexo com estados internos e
detectores e efetuadores varidveis. Estas propostas sfo a base do que mais tarde
HOLLAND chamaria de Sistemas de Classificagfio (SC).

BETHKE (1976) calculou vérias estimagdes de complexidade para um
mapeamento patticular de AG puro em miquinas paralelas. Conclui que o célculo de
adaptacio da média da populacio € o principal gargalo serial em implementacGes de
AGs desses tempos. Mas néo simulou nem implementou um AG paralelo.

GREFENSTETTE (1981) examinou virias implementactes paralelas de
AGs puros, classificando 4 protétipos: Mestre-Servidor sincrono; Mestre-Servidor semi-
stncrono;, Concorréncia assincrona distribuida; e Redes.

RIOLO (1986) introduz o primeiro SC de propdsito geral independente do
dominio, chamado CFS-C. ROBERTSON (1987) apresenta a implementacgio de um SC
*CFS na "Connection Machine System" (CM)2, um computador de propdsito geral
massicamente paralelo de granularidade altamente fina.

PETTEY, LEUZE e GREFENSTETTE (1987) apresentamn um AG paralelo
que consiste de um grupo de nés de AGs puros idénticos, um por cada né num sistema
multiprocessador. Cada né do AG mantém uma pequena populacio, a qual € uma
porcdo de uma grande populagiio, e funciona praticamente igual que um AG seqiiencial.
A tGnica diferenca entre um né do AG e um AG seqiiencial € que uma vez durante cada
geragdo, 0 n6 do AG se comunica com os seus vizinhos. Esta fase de comunicagio

£om 08 outros,
A CM t8m 65536 processadores, cada um com capacidade de 4096 bits de memdria local, dando um total de 32 Mbytes, A topologia da rede ¢
reconfigurada automaticamente de acordo as necessidades.
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consiste em enviar os melhores individuos da populacio local para cada vizinho e
receber os melhores individuos da populacio de cada vizinho. Depois de ter recebido os
melhores individuos dos vizinhos, € necessirio inserir estes novos individuos na
populacéo local. Esta insercio pode ser realizada pela substituicio aledtoria dos

individuos, ou dos piores individuos.

GOLDBERG (1989) propte um procedimento projeto orientado a objetos
para os AGs paralelos, onde existem dois projetos de modelos: o modelo de
"Comumnidade" e o modelo de “Planta de Polinizacio".

No modelo de Comunidade, o AG € mapeado em um conjunto de
comunidades interligadas. As comunidades consistem de um conjunto de casas
centralizadas e ligadas em om Centro. Os pais dfdo nascimento as gera¢bes em suas casas
¢ executam as fungGes objetivos. Os filhos s#o enviados para um tnico barzinho no
Centro, onde devem achar a sua parelha. Depois do casamento, a parelha vai para o
Agente de Bens Reais (no Centro) para achar uma casa. As casas sfo leiloadas entre as
parelhas concorrentes. Se o centro estd atualmente lotado, a parelha pode consultar
novamente o Agente para conseguir casa numa outra comunidade. Se necessirio, a
parelha deve ir para Posto de Onibus para viajar para outra comunidade.

O modelo de Planta de Polinizac%o consiste de uma série de nés de plantas
ligadas numa rede de polinizagdo. Os sementes crescem até se converter em plantas que
geram polem, o qual € expelido através da rede de polinizacio. Cada elo da rede de
polinizagdo t&m associada uma probabilidade de transmissdo do polem. Esta capacidade
permite as subpopulactes das plantas ficarem mais ou menos isoladas umas das outras.
O polem das plantas fertilizam plantas maduras, criando mais sementes. A selecio
ocorre localmente, pela selecio local das melhores sementes para fazer-se plantas
maduras num modo probabilistico.

Embora estes modelos baseados em objetos pareca uma brincadeira, o
intento do GOLDBERG ¢é sério. Olhando cada subprocesso como um objeto ou
entidade, € mais simples isolar 0 processamento, o requerimento de memdria e a largura
de banda da comunicacéo requerida para cada objeto. Esta perspectiva pode permitir um
mapeamento mais eficiente dos AGs em computadores paralelos.

Existem outros trabalhos recentes de simulagGes paralelas e implementagGes
de hardware, tais como JOG ¢ VAN GUCHT (1987); SUH ¢ VAN GUCHT (1987b);
TENESE (1987) e ROBERTSON (1987) para AGs puros.
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Neste Capitulo apresenta-se primeiro a justificativa do processamento
paralelo e as caracteristicas peculiares a nivel de populacdo e a nivel de individuos do
AGC, Logo apresenta-se a escolha da topologia de multiprocessadores a usar. Neste
item, para poder fazer uma comparagio entre os diversos modelos paralelos propostos,
primeiro se faz uma anélise do tempo de comunicagfio entre os processadores. Depois se
faz uma andlise do tempo de execugio e o tempo total de processamento em termos dos
pardmetros do modelo, tais como tamanho da populagio do AGC, ordem da RNA,
tamanho da mensagem a transmitir entre os processadotes e quantidade de comunicacdo
necessiria para os diversos modelos. No fim apresentam-se os resultados do modelo
paralelo escolhido e implementado numa arquitetura hipercibica (Rede de Transputers e
no simulador do iPSC da Intel).

V.2.- JUSTIFICATIVA DO PROCESSAMENTO PARALELO

A esséncia da tese & mostrar a viabilidade de implementar em tempo real um
modelo paralelo para 0 AGC apresentado no Capitulo IV.

A primeira argumentacio € justificar a escolha de processamento paralelo e
distribuido ao invés do tradicional processamento serial. A justificativa € oriunda das
préprias caracteristicas funcionais dos algoritmos que compdem o AGC, a dizer, os AGs
e as RNAs, logo precisa-se entender como essas caracteristicas contribuem para o
desempenho de um ambiente distribuido e paralelo.

O AG possui o chamado paralelismo explicito, dado que é capaz de
manipular 2-n cadeias em cada passada. Cada esquema representa um conjunto de

cadeias no espago do problema, que sdo tratadas implicitamente.

A figora V.1 mostra uma funcfo de otimizacio com diversos pontos que s4o
representados pelas cadeias no AG. Na figura V.2 se mostra uma evolucio do AG
depois de algumas geractes, onde & possivel concluit que um tratamento paralelo e
distribuido do AG consegue um 6timo da solucdo em poucas geragtes.

Agora, dado que o AGC opera com uma populagdo de individuos que
representamn RNAs, também € possivel justificar o uso de multiprocessamento para

acelerar a operacdo destas RNAs [CHIOU, 1991].

Finalmente, a interacfo entre ambos os algoritmos permite um tratamento
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e

distribvido, enquanto € possivel isolar parcelas de populacbes para seu tratamento
independente, e logo permitir uma comunicacio entre as populacdes distribuidas,
trocando desta forma individuos que podem colaborar e acelerar a convergéncia pata
uma solugéo 6tima [PETTEY, LEUZE e GREFENSTETTE, 87].

As solugdes propostas neste capitulo, uma no simulador do hipercubo
iPSC/2 da INTEL e a outra numa rede de Transputers, apresentam diferentes
justificativas na sua implementaciio. Na Rede de Transputers (como se mostrard) €
necessario realizar um tratamento das mensagens enviadas de um processador para um
outro, evitando os "deadlocks" que poderiam ocorrer. No hipercubo iPSC/2 & possivel
explorar as primitivas de comunicacio do sistema, sendo muito mais transparente na

programacio.

Fig. V.1: Funcio de Otimizac¢io com diversos Pontos.
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Fig. V.2: Evolucio de uma Fungio de Otimizacio.
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V.3.- ESCOLHA DA TOPOLOGIA DE MULTIPROCESSAMENTO

O desejo de obter computadores mais poderosos levou para o uso de
arquiteturas paralelas. Uma forma de construir tais sistemas € interconectar varios
processadores de propdsito geral. O desempenho vai depender do balanceamento da
carga e da comunicacio. Ambas nfo sio independentes: o decremento de uma,
geralmente implica no aumento da outra. Os projetistas de computadores paralelos t&m
seguido dois caminhos diferentes: SIMD e MIMD. No modelo SIMD, a miquina é
geralmente conirolada por um processador central, para o qual o projetista deve propor
os procedimentos internos de comunicagfo. Pelo contririo, os computadores MIMD s#o
geralmente construidos em forma modular, permitindo diferentes tipos de topologias a
serem usadas, para o qual € necessario desenvolver os procedimentos de comunicacio
baseados nas facilidades de comunicagio do sistema. O modelo serd desenvolvido para
uma maquina MIMD, para o qual serfo tratados os procedimentos de comunicacio do

modelo.

Agora, se os processadores estdo distribuidos, mas a membria é
compartilhada, a principal dificuldade é a manipulagfo do acesso concorrente 2 meméria
compartilhada. No entanto, se a memoria é também distribuida, a transferéncia de dados
depende da topologia. O trabalho baseia-se neste Gltimo esquema com memoéria
distribuida, para o qual € necessario escolher uma topologia determinada.

Na escolha de uma topologia, os objetivos podem dividir-se em duas
categorias bem fortes: custo e desempenho. Para o desempenho € necessirio ter uma
combinacio de didmetro pequeno, uniformidade, caminhos curtos e redundantes. Para o
custo € necessdrio dispor de minimo nimero de caminhos, "layout" eficiente, algoritmos
simples de roteamento, grau fixo e uma construcfo simples com a tecnologia disponivel.
Ambas as listas possuem contradi¢tes ¢ qualquer decisfio € um compromiso [HILLIS,
1986]. Por esta razdo, tem-se usado diferentes tipos de topologias para o projeto de
computadores paralelos: hipercubo, anel, torus, grafo completo, grade, etc. O modelo
desenvolvido baseia-se na topologia de Hipercubo retangular, cuja escolha se justifica
pela eficiéncia e rendimento deste esquema em diversas aplicagtes.

V.3.1.- Restri¢oes da Comunicacio

Os processadores se comunicam pela troca de mensagens, mas os esquemas

2z

de comunicacio na execugfo de um programa, é muito dependente do problema.
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Afortunadamente, o estudo de algoritmos cldssicos traz algumas “comunicag¢tes
genéricas" que aparecem muito, por exemplo em algebra linear e nfo linear, ou
processamento de imagem. No modelo proposto sio usados os seguintes esquemas de
comunicacio:

Difusio ("Broadcasting"): enviar uma mensagem de um processador para todos os
outros processadores;

Coleta ("Gathering"): este problema € a simetria do problema de difusfio; enviar uma
mensagem de todos os processadores para um processador;

Distribui¢fio: um processador envia uma mensagem diferente para cada um dos outros
processadores. O problema de coleta, onde um processador recebe uma mensagem
de todos os outros € o problema inverso da distribui¢io. Ambas as operagBes sfo
sempre usadas em situagdes assimétricas, onde um nd age como processador
mestre e 0s outros como seus servidores. O mestre distribui conjuntos de dados
diferentes para cada servidor, os quais realizam as computa¢des com estes. Entfo
o mestre coleciona todos os resultados;

Multi-Distribuicio: Enviar mensagens de cada processador para cada um dos outros.

Neste trabalho se considerard um sistema de multiprocessamento com
memoria distribnida, sob um esquema de computagio MIMD. As memdrias e
processadores estdo conectados por uma rede de interconexdo ponto-a-ponto; descrita
em termos de nds e enlaces ("link").

Um n6é numa arquitetura de rede tipica consiste de um processador, uma
memoria, um barramento e vérios canais DMA ("Direct Memory Access"). Cada canal
DMA conecta 0 nd com um dos seus vizinhos. A memoria e os canais DMA estfo
conectados no barramento, e o processador estd conectado com a meméria. A
informagfo € entdo transmitida pelo apropriado canal DMA via o barramento para a
memoria do vizinho via seu barramento. O caminho de comunicagfio entre dois canais
DMA € chamado enlace.

Na seqiiéncia sfio descritas as diferentes leis de comunica¢io usadas nos
modelos de comunicagio real, para selecionar aquela que serve para os modelos paralelo
apresentados.

Consideram-se os problemas das mensagens que sfo enviadas no modo
“store-and-forward" ou "packet-switched", onde um né nfio pode usar o conteiido da
mensagem até receber todos os bits (caso oposto a0 modo “circuit-switched"). Isto, pelo
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fato que uma méaquina no modo "circuit-switched" também pode efetuar o modo "store-
and-forward". Ainda mais, nfo existe nenhum algoritmo melhor para “circuit-switched"
que aqueles projetados para ‘“store-and-forward" para resolver problemas de
comunicagio intensiva como difusfo e coleta [FRAGNIAUD et alia, 1991].

Agora, para o caso de dois processadores, p, e p,, ligados diretamente,
existem duas possibilidades:

(1) S6 uma mensagem pode viajar entre p, e p,, desde p, para p,, ou desde p, para p;. Os
enlaces sio entfo chamados de “half-duplex" (H);

(2) Duas mensagens podem usar o enlace no mesmo instante de tempo, uma em cada
dire¢io. Estes enlaces sfo chamados de "full-duplex" (F).

Existemn trés tipos de classificagfio para comunicagio, dependendo de onde
ocorre 0 “"gargalo™:

(1) Se, durante a comunicagio, um processador pode usar s6 um dos seus enlaces, isto se
conhece como limitado-pelo-processador (“processor-bound"), porque o
processador nio pode transferir em forma rdpida as mensagens e limita a
eficiéncia da rede. Também € conhecido como "1-port" ou "whispering";

(2) Pelo contrédrio, quando um processador pode usar todos os seus enlaces a0 mesmo
tempo, a comunicacio se diz que é limitada-pelo-enlace ("link-bound"), porque
agora & o nimero de enlaces que limitam a comumnicagio. Também & conhecido
como "n-port" ou “shouting";

(3) Dentre as duas possibilidades extremas, se t¢ém o caso quando um processador pode
usar 8O k enlaces ao mesmo tempo; a comunicagdo se diz que & limitada-pelo-
DMA ("DMA-bound"), porque o que limita a comunicagio € o niimero de canais
DMA diferentes que podem acessar 0 barramento. Um outro exemplo € quando os
processadores possuem um grau limitado. Pelo uso de “crossbars" e multiplexores,
€ possivel conectd-los via uma rede com gran maior, mas pelos enlaces internos,
os processadores ndo podem usd-1os todos a0 mesmo tempo.

No trabalho apresentado, o esquema que serd analisado & “full-duplex"
limitado-por-enlace, descrito como o modelo F* em FRAGNIAUD (1991).

Agora, € necessirio modelar o tempo de comunicagio T para enviar uma
mensagem desde um processador para um dos seus vizinhos. Muitas pesquisas mostram
que o custo elementar T pode depender fortemente do comprimento L. da mensagem
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enviada. Entdo, o tempo de comunicacdo entre dois processadores adjacentes &
geralmente modelado como segue (modelo linear):
T=B+L~<

onde B € o custo para iniciar a comunicagfio ("start-up") (reconhecimento,...) e T & o
tempo da propagacio de uma unidade de dado (um byte), 1/t € a largura de banda dos
enlaces. Este modelo permite passar mensagens de comprimento varidvel que podem ser
particionadas e recombinadas. Quando podem-se considerar propriedades tedricas dos
grafos relacionados com comunicacio, entfio pode-se assumir que o comprimento da
mensagem € pequena de tal forma que € possivel simplificar a expressfio linear de T
como uma expressdo constante. Isto €, o tempo de comunicacio entre dois
processadores € ignal a uma unidade de tempo (modelo constante):
T=1

Neste modelo, sem mudar o tempo de propagacfo, as mensagens podem ser
particionadas e recombinadas.

V.3.2.- Definicao da Topologia H,

Um hipercubo H, é um grafo com N =2 vértices. Cada vértice é marcado por
um nimero binario de d-bits. As arestas estfio entre dois vértices cuja marca difere em
precisamente um bit. O hipercubo pode ser definido recursivamente como segue. Um
hipercubo de 1-dimensfo € uma aresta com um vértice marcado 0 e o outro vértice
marcado com 1. Um hipercubo de (d+1)-dimensdes € construido apartir de dois
hipercubos de d-dimensio, H,' e H,', pela soma de arestas desde cada vértice em H,
para vértices em Hdl que possuemn a mesma marca ¢ logo prefixando todas as marcas em

0 1
Hy com um O e todas as marcas em H, com um 1.

O hipercobo € usado em virios computadores paralelos, tal como o NCube e
0 da série iPSC por seu pequeno didmetro D=d=1og,N e também pelo seu pequeno grau
A=d=log,N. Mais ainda, o hipercubo pode simular facilmente outras topologias e tem
capacidade de tolerfncia a falhas. Desafortunadamente, possui (N-log,N)/2 arestas.

Dado um grafo conexo e nma mensagem originada em u, o tempo de difuséo
do vértice u, by(u), € o tempo minimo requerido para completar a difusdo desde o
vértice u sob 0 modelo M (neste trabalho € o modelo F*, por tanto se tratard o caso de
bp{1)). O tempo de difusdo do grafo G, b..(G), é definido como o valor miximo dos
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tempos de difusdo de cada vértice ue G, i.e. bp(G)=max {bp.(u)lue V(G)}. Podem-se dar
defini¢Ges similares para o tempo de coleta gp.(G), o tempo de distribuicio sp(G) e o
tempo de multi-distribuicio mg.(G).

Para o modelo constante se tem o seguinte [FRAGNIAUD, 1991]:
Difusao: dado que um processador pode-se comunicar com todos os seus vizinhos, é
possivel usar o seguinte algoritmo: quando receber uma mensagem, envia-a para todos
os seus vizinhos. Por tanto, € ficil verificar, que para qualquer grafo G de didmetro D:
bp(G)=b.(G)=D
0 qual também € 6timo.

Coleta: este problema em qualquer grafo tem como limite inferior o diAmetro do grafo.
Cada n6 pode simplesmente enviar suas mensagens para todos os seus vizinhos a cada
passo, e o tempo necessério para colecionar € simplesmente o didmetro.

Distribui¢ao e Multi-Distribui¢do: dado que as mensagens podem ser particionadas e
recombinadas sem qualquer perda, nfio existe necessidade de distinguir entre difusfio e
coleta ou entre distribuicdo e multi-distribuic#o.

V.3.3.- Rede de Transputers

O Transputer pertence a familia de dispositivos VLSI com tecnologia RISC,
incluindo entre outras caracteristicas, processador de ponto flutuante, processador de
propdsito geral de 32 bits, memdria interna, quatro enlaces de comunicagfo. Estes
enlaces permitem a conexfo direta com outros Transputers. Maiores informacgdes
técnicas do Transputer aparecem em INMOS (1987, 1988a, 1988b, 1988¢c)

As oprincipais vantagens das comunicacGes ponto a ponto entre o0s
Transputers sdo:
1. N#o necessitar de barramento de alto desempenho para comunicacfo;
2. A velocidade média de comunicacio nfo satura quando processos extras sio
adicionados;
3. Sistemas de portes arbitrarias podem ser construidos, desde que todas as conexdes
sejam locais e distdncia curta; e
4. O "layout" das placas & facil de ser projetado.

As principais desvantagens da comunica¢io ponto a ponto € o nimero de
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processadores intermediarios (distdncia entre processadores fonte e destino) que as
mensagens tenham que percorrer até atingir o processador destino.

A forma de controlar o roteamento das mensagens (de fonte a destino) e de
sincronizar a mudanca de niveis de simulacfio usada na implementacio aparece em
CHIOU (1991).

Uma vantagem de usar o Transputer € que permite criar tantos processos
concorrentes quantos foram necessarios para cada modelo.

V.3.4.- Simulador do Hipercubo iPSC/2 da INTEL

A comunicacdo nesta arquitetura € muito transparente se comparada com o
Transputer. E necessério destacar que s6 foi usada a comunicagiio sfncrona que prové a
linguagem C deste Hipercubo, sendo estas SENDV e RECV [INTEL, 1990].

A desvantagem deste simulador (do Sistema Operacional) € que nfo permite
criar além de 14 processos (em XENIX) ou 23 processos (em UNIX 4.2 BSD e UNIX
5.3 ATT), o qual limita muito o tamanho da simulag¢fio, mas serve para propésitos de
depuracio da 16gica do modelo AGC.

V4. MODELOS PARALELOS PARA O ALGORITMO GENETICO
CONEXIONISTA

A paralelizacdo do modelo AGC pode-se efetuar de diversas formas. Neste
item apresentam-se as seguintes técnicas de paralelizacfio: paralelizacfio heuristica,
paralelizacio topolégica, paralelizacio pela particio do espaco de busca e paralelizacio
funcional. Cada uma destas técnicas serd detalhada em separado.

E necessrio indicar que a técnica de paralelizacio heuristica & a Gnica usada
em todos os modelos apresentados. Esta consiste em parcelar a populagio global de
RNAs em populagdes locais, permitindo uma independéncia entre as buscas efetuadas
nos multiplos processadores. Na figura V.3 pode-se ver a idéia desta heuristica. Existe
um processo mestre que controla a operagdo global do sistema, distribnindo e
colecionando as soluges de cada processo servidor. Cada processo servidor faz uma
busca local da solugfo, compartilhando s6 os melhores individuos com os outros
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processos servidores. A forma na qual € processada a informagfio em cada populagio
local d4 origem &s outras técnicas de paralelizagfio, indo de um modelo totalmente
paralelo e totalmente distribuido até um modelo que aproveita em maior grau a
capacidade de cada processador, permitindo reduzir drasticamente a quantidade de
processadores e o tempo de comunicagio.

Algoritmo
Genético
Mestre
Funcdo de Funcio de Fungdo de
Avaliaglo Avaliacio Avaliacio
Busca Busca Busca
Local Local Local

Fig. V.3: Modelo com Paralelizagio Heuristica.

Cada busca local & efetuada na forma indicada na figura V.4, onde cada

processador t€m uma populagio local.

Populacio de RMNA

5
Bl B R —

Input V—J}

Fig. V.4: Operacio do Modelo CP e CD.
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V4.1.- Modelo com Populagio ''completamente paralela e completamente
distribuida"

A seguir apresenta-se a especificacio do modelo com populagio
completamente paralela e completamente distribuida (figura V.5).

AGC

HMASTER

/ N\

AGC AGC

5 B T |
EH""EHI] SERYER

~—

= B B
T B B¢
= Bl B
= B B
] B
= EE-
= B B
= B E
= B &L
= B EF
=B E,
= B B
= B B
1 BT E
= & &l
= B B
= B E
= B &L

Fig. V.5: Populagio Completamente Paralela e Distribuida.

V.4.1.1.- Operagéo do Sistema

O casamento, a concorréncia das RNAs, a resolugio dos conflitos de
entrada, os operadores genéticos, e oniros algoritmos de aprendizado sfo cada um deles
aplicados em paralelo na populagio de RNA como um todo.

A operagio do sistema € mostrada na figura V.6, onde se tem uma lista de
entradas que € a comunicagio com o meio ambiente. Esta lista de entradas possui as
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mensagens de entradas de n bits, chamadas de Detectores. Através de um procedimento
de casamento as condi¢Ges desta lista sdo comparadas com os padiGes das RNA,
ativando desta forma algumas RNA, segundo seu grau de adaptacio. Cada grau de
adaptaciio € calculado a cada ciclo, castigando ou refor¢cando as RNAs que venceram o
lance e colocaram mensagens neste ciclo. O castigo € usado para eliminar os piores
individuos e para ajudar a prevenir que alguma RNA domine sempre. As RNAs
competermn pelo direito de colocar uma mensagem na lista de saidas, chamadas de
Efetvadores. Os AGs sfo usados periodicamente para substituir alguma percentagem
(pardmetro do sistema) da populagio de RNAs com descendentes que v€m de oufras
RNAs. Empiricamente t€m-se provado que a percentagem da populacio para ser
substituida nfio deve ser muito grande para dar tempo de estabilizacio a detecdo da
convergéncia; e a freqii€ncia do uso dos AGs deve ser um niimero primo para evitar que

os padres se repitam ciclicamente.

O AG realiza a seguinte funcio em forma paralela:

a.- seleciona um conjunto de RNAs para serem substituidas e um conjunto de RNAs
pais. As RNAs de menor grau de adaptacio sfo escolhidas probabilisticamente de
acordo com o inverso do quadrado do seu grau de adaptacdo (1/(grau de
adaptagﬁoz)). As RNAs de maior grau de adaptagio sfo escolhidas
probabilisticamente pelo quadrado do seu grau de adaptagfo (grau de adaptag‘zioz);

b.- Com as RNAs selecionadas obtendo-se uma nova geracfio em paralelo com as
operactes genéticas para cruzar e mutar.,

O algoritmo paralelo de selecio da adaptagio aleatdrio opera da seguinte forma:
a.- gera um ndmero aleatdrio entre O e o (grau de adaptagﬁoz) para cada RNA;
b.- faz um "rank" destes nimeros aleatérios (log, n).

Input Iﬁ [
L™ e S
E [ L 1]

Qutput }

Fig. V.6: Casamento Paralelo.



O processo de casamento opera da seguinte forma:

a.- Cada mensagem da lista de M mensagens (detectores) € processada em forma
seqiiencial, mas € comparada em paralelo com todas as RNAs;

b.- A mensagem € comparada com os padroes de cada RNA da seguinte forma: é
realizada a consulta (“recall") da mensagem com a RNA e é comparada com a
saida desejada. Se ambos os resultados sfo iguais, quer dizer que casam, entfo
num campo da RNA (chamado de mensagens vencedoras) € colocado em "1" o bit
nimero i (onde 1 corresponde a posicio da mensagem na lista de mensagens);

c.- Finalmente, no campo de mensagens vencedoras, tem-se para cada RNA, quais as
mensagens que casaram com a RNA.

V.4.1.2.- Operadores Genéticos Paralelos

A unifo do cruzamento usa um algoritmo “rendezvous" para fazer com que

cada geracfo aponte para o pai e vice-versa:

Algoritmo Rendezvous

- Enumera o conjunto de pais (tempo O(log,n)), e envia (SEND) o endereco do
processador de cada pai numa mensagem para uma varidvel rendezvous nos
processadores enumerados. O SEND dos pais para os processadores enumerados
vai resultar em ter uma varidvel rendezvous no processador 0 contendo o endereco
do processador do primeiro pai (Fig. V.7);

- Enumerar o conjunto a ser substituido, logo cada descendéncia obtém (RECEIVE) o
endereco na varidvel rendezvous dos processadores enumerados (esta enumeragio
¢ a mesma do "rank" da classificacfio, portanto pode-se usar essa, poupando
tempo);

- Os descendentes enviam (SEND) o seu endereco para os pais diretamente (conhecem o
endereco). A descendéncia € substituida por cSpias dos seus pais. (Os pais enviam
copias deles mesmo para os seus descendentes). Algumas varidveis paralelas
associadas com a descendéncia sfio simplesmente inicializadas, enquanto outras
sdo copiadas dos pais. O grau de adaptacio da descendéncia € a média entre o grau
de adaptacio do pai e a média da populacio:

P = (Prneaio + Ppai)/ 2

isto permite aos novos descendentes participarem do processo de oferta, sem

dominar 0 processo.

descendente



O algoritmo de cruzamento permite a uma pequena percentagem da
populagio (patdmetro do sistema) a realizar cruzamento nulo. Gera um nimero aleatdrio
entre O e 100, e se estar abaixo de certo limite, entdo o algoritmo &€ usado, sendo toma o
valor do pai, que ja foi copiado.

Para selecionar as parelhas, as RNAs sfo divididas em dois grupos (pares e
impates). Assim, os pares apontam para os impares, € vice-versa. Gera-se um nimero
aleatdrio entre 0 e o comprimento da mensagem para obter o ponto de cruzamento.
Logo, & feito o intercAmbio entre ambas.

A mutac¢fio usa a tabela de distribuicfio de Poisson em paralelo para mutar O,
1, 2 ou 3 gens do cromossoma. Gera-se um nimero aleatério entre 0 e 1000 para cada
descendente. Um casamento com a tabela indica quantas mutacbes devem ser feitas.
Para cada mutacfio, nm nimero aleatério indica a posicio da mutagio e outro nimero
aleatdrio indica o valor {0, 1, #}.

Processador Processador
i J
. F

Processador 0 Processador 1

Varidwel Variavel

Rendezvous Rendezvous

Primeiro Pai Primeira Pai

Processador Processadaor
i J

Fig. V.7: Obtencio do Endereco do Processador Pai.
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Uma caracteristica importante deste modelo é que o desempenho do sistema
¢ independente do tamanho da populacio de RNAs, razio pela qual € usada a
paralelizacfio heuristica em todos os modelos. Uma implementagio pode explorar os
mecanismos de comunicagio do hipercubo iPSC, dado que pode usar as primitivas de
SEND e RECEIVE explicitas e a enumeracfo e “"rank" pode ser feita implicitamente.
Isto indica também, que pode-se otimizar.

Este primeiro modelo apresentado pode-se chamar de “completamente
paralelo e completamente distribuido”, pelo fato de usar tantos processadores quanto
forem necessdrios. A ordem de processadores necessarios estd dado pela ordem da RNA
(O(N)), pela ordem do tamanho da populagio (O(n)), e pela ordem do tamanho do
cromossoma (que depende da ordem da RNA, O(N)). Num modelo simplificado com
uma RNA de tamanho O(N), uma andlise simples para determinar a ordem dos
processadores mostra a seguinte quantidade: Se a RNA estd composta de N neurdnios,
entdo sdo necessirios N processadores por cada RNA. Se a populagio total esta
composta de n RNAs, entfo sio necessdrios nN processadores. Portanto, a ordem de

processadores estd dada por:
O(p) = O(m)-O(N)

Uma andlise do tempo necessdrio para comunicar dados entre os diversos
processadores mostra que este depende do tamanho da mensagem. A quantidade de
mensagens que devem comunicar-se é: cada processador elementar (neurdnio) deve
transmitir a sua saida para os outros (N/3) processadores da carmada posterior, isto &
O(Nz) mensagens. Isto deve ser efetuado para cada comunicacio entre camadas, ou seja
O(N2)+O(N2) mensagens, no caso de tr€s camadas. O tamanho da mensagem que deve
transmitir cada elemento processador é de um byte, portanto pode-se usar o modelo
constante para obter o tempo total de comunicacio entre os neurdnios, e dado que os
(N/3) neurdnios de uma camada podem transmitir em forma paralela as suas mensagens,
mas cada processador deve receber as mensagens, uma de cada vez, entio o tempo de

comunicac¢io por camada & O(N).

Agora, cada RNA (cromossoma) deve enviar a sua resposta para o AGC,
que vai determinar o desempenho das RNAs. O tamanho desta mensagem depende da
ordem da RNA O(N), e sdo necessirias O(n) mensagens.

Desta anélise simples do modelo com populagfo "completamente paralela e
completamente distribuida" obtém-se como conclusio que: é necessirio uma grande
quantidade de processadores; como também uma grande troca de mensagens entre os
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processadores, embora o tamanho da maioria das mensagens seja de um byte, o tempo
total de comunicacfo nfo justifica a implementacéo (embora irrealizdvel) deste modelo.

V.4.2. Modelo com Paraleliza¢fio Topolégica

Da andlise anterior é possivel verificar que nfo € aproveitada a méxima
capacidade de todos os processadores disponiveis em forma paralela. Isto se deve a

e

existéncia de um processamento que € claramente seqiiencial, como no caso das
diferentes camadas das RN As, Nfo é possivel comecar o processamento de uma camada
enquanto a camada anterior ainda nfio tem uma resposta, motivo pelo qual a grande
maioria dos elementos processadores permanece ocioso grande parte do tempo. Esta
caracteristica permite mapear os neurdnios das diferentes camadas num processador 86
(Figura V.8), o qual reduz significantemente a quantidade necessdria de processadores
como também a quantidade de intercAmbio de mensagens. Neste modelo se realiza uma
particio topolégica aproveitando a topologia da RNA, onde sio mecessdrios O(N,)
processadores para cada RNA, onde N, sfo os neurdnios de entrada da RNA. O total de

processadores €:

O(p) = O(N))-O(n) N,<N
AGE
MASTER
AGC AGC
SEHVEH wa e SERYER

AN AN

El. il i -"EI. N P R 8 o H o o rlElEl
. @‘ @@@ : i ol g« )
i i SR (% rtin R

tommdkeeed  boemad LTToULSToa LToo4

Fig. V.8: Modelo com Paralelizacio Topoldgica.

O tempo de comunicacio entre processadores também se reduz, dado que
nd0 € necessirio enviar mensagens entre as diferentes camadas, o que reduz em O(N) a
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quantidade de mensagens entre os processadores. Neste modelo cada neurGnio deve
enviar (N;-1) mensagens de tamanho de um byte para os seus vizinhos. O tempo total de
comunicag#o entre 0s neurdnios e o0 AG permanece igual ao do modelo "completamente
paralelo e completamente distribuido”, mas cada processador € melhor aproveitado,
dado que nfo permanece ocioso tanto tempo como no modelo anterior. Ainda € um
modelo que requer muitos processadores para a sua implementacfo.

V.4.3. Modelo de Paralelizacao pela Particao do Espaco.de Busca

No modelo de paralelizagio pela particio do espago de busca, simplesmente
se aloca um processador por cada RNA, dado que cada RNA é um ponto no espaco de
soluctes. Se o tamanho da populacio € n individuos distribuidos em (S+1) AGC com
uma populagio local de n/(S+1), sdo necessarios (n+5+2) processadores. Cada AGC
deve transmitir uma mensagem a cada RNA da populagiio, portanto € necessdria s6 uma
mensagem, a qual € difundida para todas as RNAs locais. Uma vez feito o
processamento localmente & necessirio que o AGC colecione uma mensagem de cada
RNA (0/(S+1) mensagens). A quantidade de mensagens se reduz fortemente, mas agora
o tamanho da mensagem € de vérios bytes (tamanho da camada de entrada). Dado que
existem S+1 AGC em paralelo, ndo existe nenhuma restricdo para S, além de que o
processo mestre deve colecionar S+1 mensagens, para dai, escolher o melhor individuo
e difundir para cada AGC. Este modelo é mais real, no que se refere a quantidade de
processadores necessarios.

V.4.3.1.- Estruturas de Dados Paralelos

Numa implementacio paralela deve-se definir as estruturas de dados
paralelos que sfo usadas pelos AGs paralelos: as RNAs e a lista de mensagens.

Cada processador possui a estrutura de dados de uma RNA, a qual contem
varidveis do tipo: bit booleano, inteiros com sinal, inteiros sem sinal, etc., que
representam os parfmetros de controle; € um campo que corresponde a representacio da
RNA num cromossoma, mostrado na figura V.9.

O mestre tem uma pequena lista de mensagens, a qual € processada em
forma seqiiencial. As operacGes com esta lista sdo: procedimento de casamento, criacfo
de novas listas e ativaco dos efetuadores.
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LCodificagie (p.3.-9.2, -0.3. 0.7.-0.4.0.8.-0.1. 0.9 )

Fig. V.9: Estrutura de Dados do Cromossoma.

V.4.4.- Modelo de Paralelizacao Funcional

O AGC com paralelizagio funcional consiste simplesmente em dividir a
populagdo global de n individuos em (S+1) processadores. Cada processador trabalha
localmente com uma populacio de tamanho n/(S+1). Neste modelo sfo necessarios
(S+1) processadores com uma capacidade de memdria para manter n/(S+1) individuos.
O algoritmo para cada n6é do AGC é o seguinte:

ALGORITMO Né_AG;
BEGIN
Inicializagio;
Avaliaciio;
WHILE (faz nada)
BEGIN
Comunicagio;
Selecio;
Recombinagio;
Avaliagiio
END
END.

Neste modelo é possivel identificar tr€s protétipos, de acordo como &€ feito o
controle dos AGC locais.

O prototipo Mestre-Servidor é mostrado na figura V.10, onde um
processador atua como Gnico mestre que coordena (S+1) processadores servidores.
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Fig. V.10: Paralelizacio Foncional com Mestre-Servidor.

O processo Mestre controla a selecio, casamento e desempenho dos
operadores genéticos. Os servidores simplesmente efetuam as fungdes objetivo. O
esquema € direto e relativamente facil de implementar; mas sofre duas grandes
desvantagens:

1.- Muita perda de tempo se existir uma variagio muito grande no tempo das fungdes
objetivo;

2.- O algoritmo nfo € muito confidvel, dado que depende da saiide do processo mestre.
Se 0 mestre morrer, o sistema para.

A primeira destas desvantagens € resolvida pelo segundo protétipo, ©
Mestre-Servidor semi-sincrono. Este proiétipo relaxa a necessidade das operacdes
sincronas, inserindo e selecionando membros do sistema quando os servidores
completam o seu trabalho. Este sistema opera melhor que o modelo de populacio
superposta do DeJONG com um valor pequeno do intervalo de geracdo G. Este
protétipo ainda depende de um processo sO.

No protétipo de Rede (figura V.11), (S+1) AGs simples e independentes séo
executados com memorias independentes, operacdes genéticas independentes e fungdes
objetivo independentes. Os (S+1) processos trabalham normalmente, com a excecdo que
os melhores individuos de uma geracio sfo difundidos para as outras subpopulacdes
através da rede de comunicacfo. Com uma comunicacio relativamente intermitente, a
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largura de banda das ligactes € reduzida se comparado com 0s outros esquemas. A
confianca deste esquema € alta, pela autonomia dos processos independentes.

AGC  MESTRE
AGC SERVIDOR 0 L AGC SERVIDOR §
C ] l

|
?@---@; l@ Eﬂ‘jl@ @ g -]
I @-@ l@ l---i@---; o o, o g - @.,_,.l@ ]
OR-ER-0 BE-E E-EEE-6 §-E

HESR
=]
IE
=Sl
=]
IE

Fig. V.11: Modelo de Rede.

V.5. IMPLEMENTACAO PARALELA DO ALGORITMO GENETICO
CONEXIONISTA

Na seqiiéncia se detalha o algoritmo do modelo com paralelizagio funcional,
o qual opera segundo a figura V.12, cujos detalhes sfo apresentados nos itens a seguir.
Neste modelo existe um processo mestre, o qual inicializa, coordena e supervisiona a
busca da solucio em cada processo servidor. No resto do texto se referird ao processo
mestre e aos processos servidores, simplesmente como mestre e servidores,

respectivamente,
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- Inicializagio p@
- csend [FART-TYPE, & SIZE,
sizeof [SIZE].

ALL-NODE, APPL. PID] —_— Inicializagdn
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do do
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ATE Fim ATE Fim

Fig. V.12: Algoritmo do Modelo com Paralelizacio Funcional.

V.5.1. Descri¢ao do Processo Mestre

O algoritmo do processo mestre € como segue (no ANEXO B apresenta-se o

cddigo em C paralelo da implementagdo no simulador do hipercubo da iPSC/2 da
INTEL):

main()
{
Obtém Identificador Do Processo Mestre Na Rede;
Carrega Cada Servidor Com Processo Servidor;
Envia Mensagem a Servidores com nimero de nds na Rede;
Repete

Obtém Dados De Entrada Do Meio Ambiente;

Repete

Algoritmo Genético;

Até Obter Solucio;

Aplica Solugdo Ao Meio Ambiente;
Até FIM;
Cancela Processos Servidores;

}
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O mestre cumpre a funcfo de inicializar os servidores, e cumpre papel
interface com o usvério para obter a configuracio inicial do sistema. Uma vez
inicializado o sistema, se obtém a entrada do meio ambiente. O lago do Algoritmo
Genético se repete até obter uma solucdo & entrada do meio ambiente. O ciclo se repete
ad infinitum, dado que cada vez que nfo seja possivel responder adequadamente 2
entrada do meio ambiente, entdo aplicam-se os operadores genéticos até obter uma
solugfo.

O AG no mestre faz uma inicializagio dos AGs servidores, enviando as
catracteristicas da configuracio da Rede Neuronal. O procedimento é como segue:

AlgoritmoGenético()

{

Inicializagio Varidveis Locais;

Lé Dados Da Rede Neuronal;

Envia Dados Aos Processos Servidores;

fazer {
Kecebe Melhor Individuo De Cada Servidor;
Ordena Populacdo De Individuos Recebidos;
Seleciona Melhor Individuo dos Melhores;
Envia Melhor Individuo Para Cada Servidor;

} enquanto (fim processo !=TRUE);

}

O laco do AG no mestre estd sincronizado com os servidores, dado que uma
vez inicializado cada servidor, o mestre fica no inicio do laco na espera de receber 0s
melhores individuos de cada servidor. Cada servidor envia o seu melhor individuo para
o mestre, A partir deste momento o mestre estd em condi¢io de fazer uma avaliacdo do
melhor de todos os individuos. Esta selecfio consiste simplesmente em fazer uma busca
na populagio do melhor individuo adaptado, segundo seu campo de adaptacio. Depois
de selecionar o melhor de todos os individuos, o difunde para todos os servidores,
voltando novamente para o infcio do lagco. O laco do Algoritmo Genético se repete até

que um servidor envie um sinal indicando que achou uma soluc#o.
V.5.2. Descri¢ao dos Processos Servidores
Os servidores tem como funcdo receber o padrio de entrada enviado pelo

mestre para realizar uma busca da solugdo aplicando os operadores genéticos. A busca
1o dominio genético consiste em aplicar o padrio recebido em cada RNA da populacio
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local, para o qual é necessirio transformar a representacio cromossdmica de cada RNA
para o dominio neuronal. Uma vez no dominio neuronal & possivel aplicar o padrdo de
entrada 2 RNA para obter a resposta desta (0 erro). Esta resposta € usada pelo AG para
determinar a capacidade de adaptacio da RNA. Esse processo deve ser efetvado para
todos os individuos da populagio local em cada servidor. Cada servidor efetia um ciclo,
selecionando o melhor individuo para envii-lo ao mestre, e fica na espera do melhor de
todos os recebidos pelo mestre. Isto permite compartilhar o melhor de todos entre 0s
servidores. O ciclo se repete até achar a primeira solugfo. O algoritmo no servidor €:

main()
{
Obtém Identificador do Processo; /* mypid() */
Obtém identificador do N&; /* mynode() */
Recebe Mensagem do Mestre com Nimero de N6s na Rede;
Repete {
Se (Identificador do N6 < Nimero de N6s na Rede)
Entio Aplica Algoritmo Genético;
}
}

O servidor € inicializado com os identificadores apropriados para determinar

0 processo e as mensagens que lhe correspondem. O ciclo do servidor se repete ad
infinitum, aplicando em cada ciclo 0 AG, cujo algoritmo &:

Algoritmo Genético()
{
Recebe Dados de Entrada;
Inicializa Variaveis;
fazer {
Aplicar Operadores Genéticos;
wg = (tamanho populacio)/2;
para (i=0;(i<(tamanho populacio)/2);i++)
copiar (nova populacio [i]) em (velha populagio [wg++]);
Obter Estatisticas;
Verificar Estabilidade;
Enviar Mensagem com Melhor Individuo ao Mestre;
Espera Mensagem do Mestre com Melhor Individuo;
} enquanto (!(exista estabilidade)& &
(geracdo<limite miximo));

fim = TRUE;
Envia Mensagem de Fim com a Solu¢io achada;
}

O AG no servidor consiste em aplicar os operadores genéticos na populagio
local. Logo substituem-se os melhores individuos da nova populacdo pelos melhores
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individuos da populacio velha. O melhor individuo da nova populagio € enviado para o
Mestre, e fica na espera de receber o melhor individuo de todos os servidores. O lago se
repete até atingir uma estabilidade ou até exceder um limite miximo de geracdes.
Quando acaba a busca, envia a solu¢io numa mensagem indicando fim do processo.

A aplicagfio dos operadores genéticos responde ao seguinte algoritmo:

Aplicar Operadores Genéticos

{

Ordenar Populagio Velha pelo Desempenho;

Fazer para toda a populagio {
Selecionar 2 individuos para serem Pais;
Aplicar Cruzamento (e mutacio);
Transformar Cromossomas Novos em Matriz de Conex0es;
/* Dominio Genético-->Dominio Neuronal */
Simular RNA; /* para obter valor de adaptacio da RNA */
}

Ordenar Nova Populacfo pelo Desempenho;;

}

O procedimento Transformar Cromossomas Novos em Matriz de Conexdes
cumpre com o objetivo detalhado em IV.2.1, onde um bloco de sinapses € uma estrutura
criada para reunir coerentemente as sinapses que influenciam um determinado neurdnio
de saida. Agora, é necessirio realizar a operacfio inversa, ou seja, transformar o
cromossoma numa matriz de conexdes da RNA para permitir a simulacfio da RNA. Esta
operagdo se descreve a seguir pelo procedimento Dominio Genético-->Dominio
Neuronal:

Dominio Genético-->Dominio Neuronal
{
Limpa Matrizes;
for (k=0;(k<niimero de neurdnios na camada de saida);k++)
for (j=0;(j<ndm neurdnios na camada intermediaria);j++) {
Peso2_3[k][j] = cromossomal[alelo++]);
for (i=0;(i<nim. neurdnios na camada entrada);i++)
Pesol_2[j1[i] += (cromossomalalelo++]);
}
Calcula Peso médio emn Pesol 2,
segundo quantidade de neurdnios de saida

}

Tendo a matriz dos pesos da RNA € possivel realizar a simulacdo desta com



96

todos os padrdes que sejam necessarios. A simulacfio d4 uma medida do comportamento
da RNA com os padrGes de entrada, que corresponde ao erro quadrdtico médio. Este
valor é usado pelo AG para determinar o desempenho do cromossoma com o padrdo
atual.

V.5.3. Resultados Obtidos com o Modelo

Foram efetuados testes com quatro problemas:
(1) OU exclusivo com miiltiplas entradas e uma saida;
(2) Inversio, onde a saida mostra a entrada invertida;
(3) Simetria com uma safda indicando se a entrada & simétrica;
(4) Auto-associatividade, onde a entrada aleatéria & ignal & saida.
Para cada problema se efetuaram 10 testes, obtendo a média.

V.5.3.1. Obtencio do Comprimento L 6timo

O primeiro teste efetnado consiste em fixar os parAmetros nos seguintes
valores:

TPica = 20 individuos; p =4 processadores
p,= 0.9 (segundo fig. IV.3); p,=0.02 (segundo fig. IV.4)

O tamanho do cromossoma é determinado segundo:
L =nm-(+1)-8

O n estd determinado pela saida da RNA. O 1 é um pardmetro que varia
segundo o tamanho da entrada. Para cada 1 =( 2, 3, 4); foram feito teste variando o
m=(1..21+2), obtendo-se como resultado as seguintes curvas (OU exclusivo em fig. V.13;
inversfo em fig. V.14, simetria em fig. V.15; associatividade em fig. V.16).
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Fig. V.13: OU exclusivo
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Fig. V.14: Inversio.
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Fig. V.15: Simetria.
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Fig. V.16: Associatividade.

Das corvas obtidas € possivel verificar que em cada caso observado, o
comprimento &timo do cromossoma corresponde aquele, que em média resolveu os
problemas em menor quantidade de gerac®es, Esse comprimento Stimo estd de acordo
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com o teorema de KOLMOGOROYV, onde m=(2-1+1) em todos os casos. Para o resto
dos testes feitos escolheu-se o comprimento 6timo obtido empiricamente das curvas

acima.

Na seguinte curva (Fig. V.17) resume-se a relagiio entre o comprimento
6timo do cromossoma e geragdes para resolver cada problema.

Tamanho 4timo do cromossoma
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—&— Inversio
357 —&— Simetria
25 1 —>»— Associativ,
15 + H]=4 1=4
5 I = } }

50 150 250 350 450 550 650 750 850 950
L

Fig. V.17: Relactio Comprimento L. com Gerag#o.

Do resultado obtido na figura V.18 &€ simples verificar que o comportamento
do modelo cumpre com: (1) para problemas mais dificeis, que envolvem maior
quantidade de computagfio, a busca demora mais; (2) para cada comprimento otimo L,
com um TP fixo, a busca para cromossomas de maior comprimento requer maior
computacio.

¥.5.3.2. Obtengao do TP 6timo

Para verificar o comportamento do modelo com diferentes tamanhos de
populagdo, fixou-se a entrada em n=3 para todos os casos, € 0s parimetros em:

p =4 processadores;
p,= 0.9 (segundo fig. IV.3); p,=0.02 (segundo fig. IV.4)

Agora para cada problema varia-se 0 TPiea=(10,20,30,40,50) individuos,
obtendo-se a seguinte curva da Fig. V.18.
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Fig. V.18: Obtencio do TP 6timo.

Dos resultados obtidos € possivel concluir que:

(1) Para os problemas de OU-Exclusivo e Simetria, o comprimento do
cromossoma 6timo (segundo curvas das figs. V.13 e V.14), é 224, indicando um espago
de busca de 2224, Para os problemas de Inversfio e Associatividade, o comprimento 6timo
do cromossoma é 672, cujo espago de busca € ainda maior, 2672, Partindo deste fato &
possivel concluir que os primeiros dois problemas devem atingir a solucio mais répido
que os outros dois problemas, supondo que o TP inicial para cada caso depende do
comprimento do cromossoma. Da fig. V.18 & possivel concluir que nfo se cumpre a
teoria de GOLDBERG. O motivo disto € que os problemas resolvidos com o AGC nédo

depende do comprimento do cromossoma.

(2) Também é possivel verificar que independente do TP, todos os
problemas tém tendéncia a atingir a solugfo no miximo no periodo de estabilizagdo da
RNA, o qual neste trabalho foi determinado em 5 geracdes.

V.5.3.3. Analise para Processamento em Tempo Real

O simulador iPSC/2 da INTEL foi usado para depurar o modelo e fazer uma
avaliacdo da comunicagio necessiria entre os processadores. Nesta etapa, ndo foi
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possivel fazer um levantamento do tempo de processamento do modelo. Para avaliat o
desempenho do modelo, os tempos foram obtidos da implementacio na Rede
Hiperciibica de Transputers. Os resultados obtidos se mostram na fig. V.19,

——= OU-Ex
—EF— Inver
” —d— SImet
—M— Assoc

i0 15 20 25 30 35 40 45 50 85 60

Tamanho da Populagdo

Fig. V.19: Tempo de Processamento do Modelo AGC.,

O tempo de processamento mostrado na fig. V.19 corresponde & média de
10 testes feitos com cada problema. E possivel verificar que o incremento do TP com 4
processadores (Rede de Transputer) nfo diminui o tempo de processamento em forma

importante.

Os tempos de resposta obtidos no modelo parecem ser interessantes de
serem aplicados em controle de processos em tempo real, dado que existe um grande
escopo de aplicagdes, onde um tempo de resposta entre 5 e 10 segundos ainda € bom.






